EPI5717: Machine learning para
predicOes em saude
Aula 7

Prof. Dr. Alexandre Chiavegatto Filho

an
| N AN LABDAPS
m @ LABORATORIO DE BIG DATA E
A ANALISE PREDITIVA EM SAUDE




Otimizacaode
Hiperparametros



Otimizacao de Hiperparametros

Relembrando...

| Hiperparametros = configuracoes
iniciais que utilizamos para
regularizar um modelo e estimar

seus parametros.
e Selecionamos manualmente

antes de iniciarmos o
treinamento

Parametros = valores estimados
pelo modelo a partir do conjunto
de dados e dos hiperparametros

selecionados.
e Tem seus valores calculados

durante a etapa de
treinamento

Model Parameters

m
i Z XijWj
j=0

Fonte: Tayo, 2019, Towards Data Science
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https://towardsdatascience.com/model-parameters-and-hyperparameters-in-machine-learning-what-is-the-difference-702d30970f6

Otimizacao de Hiperparametros

Por que alteramos os hiperparametros?

I Alteramos as configuracdbes dos hiperparametros para obtermos melhores
desempenhos na etapa de validacao, e preferencialmente no teste.

Buscamos uma combinacao otima que maximize a performance do modelo.

Otimizacao pode ser feita

Manualmente, testando De maneira automatizada, @
I& diferentes combinacodes e por meio de métodos “/ YI

avaliando o resultado de como random search, grid

cada uma delas search e otimizacao

bayesiana



Otimizacao de Hiperparametros .on

Grid Search

| Grid Search: meétodo iterativo e automatizado de otimizacao que testa que testa todas as
combinacoes dos hiperparametros a partir de uma grade de valores.

Passo 1 - Definicao dos valores dos
hiperparametros a serem utilizados GRID RANDOM
No processo de otimizacao.

Passo 2 - Algoritmo (GridSearch)
combina todos os valores de
hiperpardmetros em uma grade de
possibilidades e realiza os
treinamentos com base nestas
combinacgoes : 5 5 5
Passo 3 - Retorno da combinacao de e
hiperparametros de melhor — ———
desempenho na etapa de treinamento

Hiperparametro 2

Hiperparametro 1 Hiperparametro 1



Otimizacao de Hiperparametros .on

Random Search

I Random Search: método iterativo e automatizado de otimizacdo que testa
aleatoriamente as combinacoes entre os valores dos hiperparametros, de modo a

se obter uma combinacao o0tima para determinado numero de iteracoes.

Passo 1 - Definicado dos valores dos hiperparametros a serem utilizados

No processo de otimizacao

Passo 2 - Definicdo do numero de iteracoes a serem feitas

Passo 3 - Algoritmo (RandomSearch) realiza sorteios nos valores de cada
hiperpardmetros e cria combinacoes para treinamento dos dados para
cada iteracao

Passo 4 - Retorno da combinacao de hiperparametros de melhor

desempenho na etapa de treinamento



Otimizacao de Hiperparametros

Otimizacao Bayesiana HYPEROPT

I Otimizacao Bayesiana: considerando que a escolha pela melhor combinacao de

hiperpardmetros ¢ um problema de otimizacado, a aplicacao de métodos bayesianos
busca encontrar a combinacao de hiperparametros no ponto minimo ou maximo da
funcao objetivo.

Em geral, para aplicacao da otimizacao de hiperparametros por meétodos

( bayesianos, utilizamos o Hyperopt, uma biblioteca do python que trabalha
com algoritmos como Tree of Parzen Estimators (TPE), Adaptive Tree of
Parzen Estimators (ATPE) e Gaussian Processes (GP).

O HyperOpt divide os resultados das combinacdes entre “boas” e ” “ruins” e
ajusta um grafico de densidade de probabilidade média. Com isso &

identificada a possivel melhor combinacao de hiperparametros.



Otimizacao de Hiperparametros

Funcionamento Geral

Conjunto de
treino com k-fold

) , Valores médios das
cross validation

metricas de avaliacao
nos k-folds

Combinacdes dos
valores dos

Conjunto de hiperparametros

dados

Combinacao 1 Média dos valores dos k-folds na comb1

Definicao do método D
Combinacgao 2
de otimizacao e dos

ranges dos valores Combinagao 3

Média dos valores dos k-folds na comb2

Média dos valores dos k-folds na comb3

“ Média dos valores dos k-folds na comb4

dos hiperparametros Combinaco 4

Treino

Média dos valores dos k-folds na comb5

Combinacao 5
Combinacao 6 Média dos valores dos k-folds na comb6

Média dos valores dos k-folds na comb?7

Combinacgao 7

Combinagao n Média dos valores dos k-folds na combn

Verificacao dos resultados do modelo no conjunto de teste

Melhor
combinacao de
hiperparametros

Retreino do algoritmo
com os dados de treino

completos e com os
hiperparametros
otimizados




TIPOS DE
MODELOS Regressao
PREDITIVOS

- Quando a variavel a ser predita é
guantitativa:
EX: quantos meses de vida a pessoa tem
pela frente, qual sera o seu IMC no

Dois gra ndes grupos proximo ano, etc.

- A maioria dos algoritmos pode ser utilizada para

0s dois problemas.



TIPOS DE
MODELOS L
PREDITIVOS Classificagao

- Quando a variavel a ser predita €
categorica:
- EX: 6bito em 5 anos, incidéncia

Dois grandes grupos de doenca em 10 anos,
diagnostico de doencas etc.



MEDICAO DE PERFORMANCE
EM PROBLEMAS DE REGRESSAO

O mais comum € o uso da raiz quadrado do erro

quadratico médio (RMSE, em inglés)

n
RMSE = | =3 (y; - 4;)°
- Subtrair cada valor real do seu valor \ 7=1

predito e eleva-lo ao quadrado. Somar

todos e dividir pelo numero de

observacoes. Tirar a raiz quadrada para

retomar o valor a sua escala original.



Forma mais intuitiva de apresentar resultados de regressao:
grafico de dispersao da predicao vs. realidade
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MEDICAO DE PERFORMANCE EM
PROBLEMAS DE CLASSIFICACAO






MEDICAO DE PERFORMANCE Primeira possibilidade
EM PROBLEMAS DE o
CLASSIFICACAO Acuracia

proporcdo de acertos

Problema: algoritmos sao malandros.

Modelos de classificagao produzem - Se uma categoria ocorrer em 99%
dois resultados: dos casos, o algoritmo vai predizer
- Probabilidade individual. gue todos os casos estdo nessa

- Categoria predita. categoria. Acuracia: 99%.

Porém: isso nao nos traz nenhuma informacao.



MEDICAO DE PERFORMANCE
EM PROBLEMAS DE
CLASSIFICACAO

Modelos de classificacao produzem
dois resultados:
- Probabilidade individual.

- Categoria predita.

Primeira possibilidade

Acuracia
proporcdo de acertos

Ex: Identificar pacientes que possivelmente estao
com cancer em amostra que sé 1% tem cancer.
Algoritmo: “ninguém tem cancer”! Acuracia = 99%
- Esse algoritmo ndo nos diz nada.
- Preferimos um algoritmo com menor
acuracia.
- Mas que acerte alguns/muitos casos de

cancer.
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Importante:

» Um classificador é tdo bom quanto a métrica usada para avalia-lo.

» Escolher a métrica adequada ¢ um desafio para dados desbalanceados
por duas razoes:

1. A maioria das métricas assume uma distribuicao balanceads;

2. Geralmente, nem todas as classes (e nem todos os erros de predicdo) tém a mesma
importancia quando os dados sao desbalanceados.



Desafios das Métricas de Avaliacao

Quantificam o desempenho de um modelo preditivo

Orienta a modelagem

Métricas iniciais; Acuracia e Erro

Métricas fazem suposicoes sobre o desafio em questao

Deve-se escolher a métrica que capture melhor o que € importante no
problema de predicao definido




o i . Erros da classe minoritaria
Métricas padrao Classe majoritaria ®

) Sao mais importantes
podem nao ser @ X

ideais (ex.: acuracia) Classe minoritaria

CLASSIFICACAO

DESBALANCEADA

®
“teaaaaf Classe N e Onde ha menos
Minoritaria / dados

® Conclusdesenganosas




Técnicas de rebalanceamento

Undersampling Oversampling

Copies of the

minority class .~
s
&

. Samples of
.\, majority class

II f x-l_f-..
A

— T —
e

S —
T

Original dataset Original dataset

Alguns algoritmos na pratica conseguem melhor performance com distribuicao igual entre as
categorias: desfecho binario com 50% cada.
Solucodes:
« Down-sampling: selecionar amostra da classe mais frequente até se igualar a
menos frequente.
« Up-sampling: amostragem com reposi¢do da classe menos frequente ate se
igualar a mais frequente.

e Usar alguma combinacao de de down e up-sampling.

Importante: balanceamento nao é feito no teste (= mundo real).



Taxonomia das métricas de avaliacao

Proposta por Cesar Ferri, et al. (2008)

Métri Métricas Métricas
étricas de de

Limiares Ranking Probabilidade




Taxonomia das métricas de avaliacao

Métricas Métricas

Meétricas de de

Limiares Ranking Probabilidade

Quantificam Erros
Ex.: Acuraciae F-score



Taxonomia das métricas de avaliacao

Métri Métricas Métricas
étricas de de

Limiares Ranking Probabilidade

Quantificam a eficacia da classificacao
Ex.:ROCe AUC



Taxonomia das métricas de avaliacao

Métri Métricas Métricas
étricas de de

Limiares Ranking Probabilidade

Quantificam a incerteza
Ex.: RMSE



Métricas Limiares

I Acuracia = Predicbes corretas
Total de predicodes

 Quase sempre inadequada em saude.
 Aponta a performance na classe
majoritaria.

I Erro = Predicbes incorretas

Total de predicodes

* Erro da acuracia da classificacao.



MEDICAO DE PERFORMANCE
EM PROBLEMAS DE
CLASSIFICACAO

. Predicao
| N Realidade - : -
Matriz de confusao: Cancer Sem cancer

Analise de concordancia visual Cancer 24 36

entre predicao e realidade. Sem cancer 10 130



Métricas Limiares

I « Com dados desbalanceados tipicamente temos:

Classe majoritéria
Classe minoritaria

 Melhor compreensao por meio da matriz de confusao:

2
©
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v
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o
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2

Classe
positiva (l)

Resultado negativo = Classe O
Resultado positivo = Classe 1

Valores Preditos

Classe
positiva (1)

Verdadeiro
positive ('TP)

Falso
positivo (FP)

Falso
negative (FN)

Verdadeiro
negativo (TN)




Métricas Limiares

I « Com dados desbalanceados tipicamente temos:

Classe majoritaria = Resultado negativo = Classe O
Classe minoritaria = Resultado positivo = Classe 1

 Melhor compreensao por meio da matriz de confusao:

Valores Preditos

Classe
positiva (1)

Classe Verdadeiro Falso

Sensibilidade = 1P positiva (1) positivo (TP) negativo (FN)

TP+FN

Falso Verdadeiro
positive (FP) negativoe (TN)

2
©
v
&
!
v
&

o
©

2




Métricas Limiares

I « Com dados desbalanceados tipicamente temos:

Classe majoritaria
Classe minoritaria

 Melhor compreensao por meio da matriz de confusao:

2
©
v
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!
v
&
o
©
2

Classe
positiva (l)

Resultado negativo = Classe O
Resultado positivo = Classe 1

Valores Preditos

Classe
positiva (1)

Verdadeiro
positive ('TP)

Falso
positivo (FP)

Falso
negative (FN)

Verdadeiro
negativo (TN)

Especificidade =

_IN
FP+TN



Métricas Limiares

I « Com dados desbalanceados tipicamente temos:

Classe majoritaria
Classe minoritaria

 Melhor compreensao por meio da matriz de confusao:

2
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2

Classe
positiva (l)

Resultado negativo = Classe O
Resultado positivo = Classe 1

Valores Preditos

Classe
positiva (1)

Verdadeiro
positive ('TP)

Falso
positivo (FP)

Falso
negative (FN)

Verdadeiro
negativo (TN)

Sensibilidade e Especificidade podem
ser combinadas em uma pontuacao de

equilibrio (média geométrica):

G-mean = u(sensibilidade x Especificidade)



Métricas Limiares

Classe majoritaria
Classe minoritaria

Classe
positiva (l)

2
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v
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I « Com dados desbalanceados tipicamente temos:

Resultado negativo = Classe O
Resultado positivo = Classe 1

 Melhor compreensao por meio da matriz de confusao:

Valores Preditos

Classe
positiva (1)

\Ie . Palso

negativo (FN) |

Verdadeiro

positive (FP) negativoe (TN)

Recall = TP

TP+FN



Métricas Limiares

Classe majoritaria
Classe minoritaria

Classe
positiva (l)

Precisao =

Valores reais

TP+FP

I « Com dados desbalanceados tipicamente temos:

 Melhor compreensao por meio da matriz de confusao:

Resultado negativo = Classe O
Resultado positivo = Classe 1

Valores Preditos

Classe
positiva (1)

‘ T E

I‘

Falso
negative (FN)

positive (TP) [

Verdadeiro
negativo (TN)

vositive (FP)




Métricas Limiares

I « Com dados desbalanceados tipicamente temos:

Classe majoritéria
Classe minoritaria

Resultado negativo = Classe O
Resultado positivo = Classe 1

 Melhor compreensao por meio da matriz de confusao:

2
©
v
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!
v
&

o
©

2

Classe
positiva (l)

Valores Preditos
Classe

positiva (1)

also

Falso | | Verdadeiro

positivo ’il | negativo (TN)

Precisao e Recall podem ser

combinadas em um unico escore:

F-score =

_negativo (FN) |

(2 x Precisdo * Recall)

(Precisao + Recall)



Métricas Limiares

I « Com dados desbalanceados tipicamente temos:

Classe majoritaria
Classe minoritaria

 Melhor compreensao por meio da matriz de confusao:

2
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2

Classe
positiva (l)

Resultado negativo = Classe O
Resultado positivo = Classe 1

Valores Preditos

Classe
positiva (1)

Verdadeiro
positive ('TP)

Falso
positivo (FP)

Falso
negative (FN)

Verdadeiro
negativo (TN)

Valor Predito Positivo

Valor Predito Negativo

TN

TN+FN



Métricas Limiares

I O F-score € uma métrica popular para conjuntos de dados desbalanceados.
« Média harmonica entre precisao e recall.

2 x precision x recall

F1 = —
precision <+ recall

Métricas Limiares adicionais

« Kappa, Macro-Average Accuracy, Mean-Class-Weighted Accuracy, Optimized Precision,
Adjusted Geometric Mean, Balanced Accuracy, entre outras.



MEDI(;AO DE PERFORMANCE Por exemplo
EM PROBLEMAS DE
CLASSI FICACAO Teste de HIV/AIDS € importante diminuir

falsos negativos (falsos positivos sao um
problema menor porgue o teste sera

Para alguns desfechos de saude , .
refeito). Sensibilidade e VPN.

é fundamental pensar nas

diferentes metricas Indicacao de cuidados paliativos:

importante diminuir falsos positivos (nao
indicar seu inicio quando o tratamento
aumentara a sobrevida). Sensibilidade e
VPP.



Meétricas de Ranking

I  Quao bem o modelo discrimina os exemplos

* Predicao de uma pontuacao ou

probabilidade em relacao a classe

« Métricas mais utilizadas: Curva ROC
(Receptor Operating Characteristic) ou

AUC (area sob a curva ROC)

* A curva ROC € um grafico que resume o

comportamento do modelo

Grafico da Curva ROC

O%ificador de

habilidade perfeita

1
Curva\loc

para um

com habilidade

Yaxa de verdadeiros positives

classificador

s
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’
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4
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’,
s
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”,
s
,
,
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,
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4
’
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’,
s
’
s
- C ocC
,
‘ urva

para um
classificador
sem habilidade
0.5

Pior do que
nenhuma
habilidade

faxa de falsos positives




Area abaixo da curva ROC

Matriz de confusao é baseada em o algoritmo dar > 50% de

probabilidade.

E possivel melhorar a sensibilidade diminuindo o
threshold?

1.0

0.8

0.6
|

_?g'* 0.300 (Spec = 0.786, Sens = 0.600)
ZE
o Il Q
- Pe rf? '.t0° 1,0 ® S 0.500 (Spec =0.929, Sens = 0.400)
- Ineficiente: 0,5
S
o
Intuicao: entre duas pessoas escolhidas aleatoriamente (em
<9
que uma tem o desfecho e a outra ndo), a AUC é a ° 5 | | | | |
0.0 0.2 0.4 0.6 0.8 1.0
proporcao de vezes que a predicao sera maior para a 1 — Specificity

pessoa que de fato tem o desfecho.



Meétricas de Ranking

Grafico da Curva Precisdao=-Recall

I « ROC e AUC podem ser otimistas quando o S~ /C

numero de exemplos da classe minoritaria é

Classificador
de habilidade
perfeita

1

Curva PR "

pequeno para um
classificador

com habilidade

- Uma alternativa € o uso da Curva de Precisao- Curva PR
AT para um
/) cpe
Recall (concentra o desempenho na 'S | classificador
Q sem habilidade
. or s e & 0.5
classe minoritaria) Q :
« PR AUC = area sob a curva de precisao-recall ":h::::e e
habilidade

Recall



Métricas de Probabilidade

I « Medem o desvio da probabilidade real

« S30 utilizadas quando o interesse esta na incerteza que o modelo tem nas predicoes

« Avaliar um modelo com base nas probabilidades preditas requer que as probabilidades

sejam calibradas

* Alguns classificadores sao treinados usando uma estrutura probabilistica, tendo a

probabilidade ja calibrada

« Exemplos de classificadores que precisam ser calibrados: SVM e KNN



Métricas de Probabilidade

Classificacao Binaria, onde y sao os valores esperados e yhat os valores preditos.

I LogLoss = -((1 -y) » log(1 - yhat) + y = log(yhat))

Generalizando para varias classes temos:

LogLoss = -(sumcinCy_c x log(yhat_c))

 Resume a diferenca media entre duas distribuicoes de probabilidade
- LogLoss = 0.0 (classificador perfeito)

* Quanto mais positivos os resultados do LogLoss, pior € o classificador



Métricas de Probabilidade

N

I BrierScore = % X Z(yhati — Y )?

=1
Erro quadratico meédio entre as prob. reais e as prob. preditas para a classe positiva
Esta focado na classe positiva (minoritaria), sendo preferivel ao LogLoss que foca em toda a
distribuicao de probabilidade
Classificador perfeito =35> Brier Score = 0.0
As diferencas de Brier Score para diferentes classificadores podem ser pequenas

BrierScore

BrierSkillS =1-
TR R coTe BrierScoreRe f

« Usa um score de referéncia
« Melhor classificador BSS =1.0
 Pior classificador BSS = 0.0



MEDlCAO DE PERFORMANCE Solucdo para identificar onde a predicdo esta
EM PROBLENLAS DE errando.
CLASSIFICACAO

Grafico de calibracao:
Separar observacdes segundo grupos de

probabilidade predita.
Ex: [0 - 10%], ... 190 - 100%]

Em cada grupo identificar quantos de fato

apresentaram o evento.
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observed event percentage

o
N

Neonatal mortality prediction with routinely collected BI1] &

data MELINDA
Batista AFM, Diniz CSG, Bonilha EA, Kawachi |, Chiavegatto Filho ADP GATES
BMC Pediatrics 2021;21(32) foundation

- Predizer risco de mortalidade neonatal (até
28 dias) utilizando dados de nascimentos
(SINASC) e obitos (S5IM) do municipio de Sao
Paulo.

-2012 a 2017 (1.202.843 nascimentos e
7.282 Obitos neonatais).

- Preditores: dados rotineiramente
coletados pelo SINASC.
T - AUC: 0,97 (mesmo com as 5 variaveis

LR

e ANN minimas da OMS: 0,91).

XGB

- 5% maior risco: 90% de todos 0s casos.

estimated probability



MEDICAO DE PERFORMANCE
EM PROBLEMAS DE qda 4t e
CLASSIFICACAO f00 -
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Grafico de calibracao (quadratic
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discriminant analysis e random
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Observed Event Percentage
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Qual o melhor? | | | | | |
0O 20 40 60 80 100
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Como escolher
as meétricas de

avaliacao?

Importante!

Converse com 0S pesquisadores responsaveis para
ter claro o que importa no modelo.

Teste

Selecione algumas meétricas e teste em diferentes
cenarios.

A literatura pode ajudar

Uma opcao € revisar o que a literatura diz a respeito
sobre as métricas mais comumente usadas.



Como escolher as métricas de avaliacao?

O que vocé quer predizer? -

{ Rotulo de classe J [ Probabilidade J

I — — 1 I

: A:;'bn.'g:;;f::sg : " A classe positivaé - Vocé precisade - © Vocé precisa de
a0 19 . mais importante? . probabilidades? - . rétulos de classe? -
importantes? ; - . ; .

[Brir.r' Score ]

=3

< BO - 907% dos exemplos Os falsos negatives e
pertencem d classe : :  falsos positives sdo  :
majoritdria? . @ igualmente dispendiosos? .

e l ............. e 1 ............. S eieenaennnes l ............. S T l ............. I l ...............

| Acurécia | | F1 Score | [F 0.5 Score| | F2 Score | | PRAUC | | roc auc |

| . Os falsos positivos sio : : Os falsos negatives sdo : : A classe positiva é mais | :  Ambas as classes sdo
mais dispendiosos? . . mais dispendiosos? . . importante? . . igualmente importantes? .




Artigos da préxima semana

Site:

machinelearningmastery.com/tour-of-evaluation-metrics-for-imbalanced-classification/
» Autor Jason Brownlee
» Atualizado em O1 de maio de 2021




LABORATORIO DE BIG DATA E
ANALISE PREDITIVA EM SAUDE
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;2% alexdiasporto@usp.br

Alexandre Chiavegatto Filho
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