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Analise Multivariada /-
Yn><p :(Yij)egxn><p %

Estatisticas Descritivas Multivariadas: \/
Distribuicao N, Distribuicoes Amostrais, Regioes de Confianga, MANOVA

Andlises Multivariadas Classicas (n>p, iid): CP, AF, CoP, AC, AD, ACC, PLS

Analises Multivariadas Esparsas (n<<p, iid): CP, AD, ACC \;\sxaA

“Componentes Principais” em Observacdes Dependentes (dados de familias)

“Componentes Principais” em Dados Heterogéneos

—

| Modelos de Grafos Probabilisticos
= Aprendizado de Estruturas — Modelos de Equacdes Estruturais
Fatoracéo da Distribuicao Conjunta

—




Aprendizado de Estruturas — Inferéncia Causal

Ynxp — (Yij )E RMP Aprender (Estimar) a Estrutura de Dependéncia
entre Variaveis RPxP

Dados multivariados com observacdes
- & independentes (n>p; pT)
g | iid

Y, eRP ~(1;Z)

> diagonal - b
(variaveis independentes) Nao Estruturada

/

Aprender (estimar) a estrutura de
dependéncia entre as variaveis:

» Modelos de GRAFOS +

» Modelos de Equacdes Estruturais +
\4 = Propriedades de Markov

Grafo Gaussiano de Independéncia Condicional
(p=87 variaveis em E. coli.; Drton and Maathuis, 2016)



Aprendizado de Estruturas
Correlacao x Causa

Relacao entre Variaveis: Correlacao (€ simétrica) versus Causa (€ assimétrica)

X —Y X =Y
X« Y

= “Correlacao” € uma relacdo nao-direcionada entre variaveis
“Causa” é uma relacéo direcionada (uma variavel é causa ou efeito de outra)

= Inferéncias “Causais” sao obtidas de Ensaios Clinicos Controlados e Aleatorizados
gue séo padréo ouro em Planejamento de Experimentos.
Desafio: extrair inferéncia causal a partir de Estudos Observacionais

No Aprendizado de Estruturas é necessario estabelecer suposicdes que possam
capturar o padrao de dependéncias entre as variaveis.

Sistemas de 2 variaveis (X e Y) nao podem inferir estruturas causais.
Ao incluir uma terceira variavel (X, Y e Z) é possivel inferir estruturas causais, sob
certas suposicOes (Haussman, 1984; Papineau, 1985)




Aprendizado de Estruturas — Inferéncia Causal

Como os sistemas respondem a intervencoes ?

Estudos observacionais
(sdo mais faceis de conduzir MAS podem
conter muitos “ruidos, vicios”)

Ensaios Controlados Aleatorizados X
(padréao ouro de inferéncia causal)

(X,Y) d-conectados dado Z:
critério de orientacédo de
arestas em um grafo

Caso 1 Caso 2 Caso 3

Z é efeito comum
V-Estrutura: colisao nao
conectada

@ @ X ®
®/ \® ®/ \®

( ]
. ! Modelos Probabilisticos
(X LY) associados

Equivalentes Grafos Diferentes
(X LY |Z) independéncia condicional (X LY|Z) dependéncia
condicional

Avaliar padroes de dependéncia entre trios de variaveis:

Z é causa comum Z é efeito intermediario
Z é confundidor X tem efeito indireto sobre Y

(X LY) independéncia



Aprendizado de Estruturas A%

Caso 1 Caso 2
Analise de Independéncia
Z é causa comum Z é efeito intermediario condicional
Z é confundidor X tem efeito indireto sobre Y

(x 1Y|Z)

@ @ Problemas mesma relacéo de
/ \ / \ " “independéncia (mesma
@ @ @ @ distribuicdo conjunta) MAS sob
diferentes Grafos.

P(X1Z)P(Y12)P(Z)  P(X)P(Z|X)P(Y|Z)

J

|
P(X,Y,Z)
P(X|Z)P(Y|Z)P(Z)=P(X,Z)P(Y|Z)=P(X)P(Z | X)P(Y|Z)
Como quebrar a equivaléncia de distribuicdes (geradas de “grafos” diferentes) ?

= Condic¢bes para que o modelo probabilistico determine unicamente o grafo:
— Teorema da Identificabilidade (ou da descoberta)



Aprendizado de Estruturas A%

Correspondéncia entre Grafos e Modelos de Equacdes Estruturais (SEM)

Caso 1 Caso 2
Z é causa comum Z é efeito intermediario
Z é confundidor X tem efeito indireto sobre Y
ﬂ/ \fz /31/' \/‘fz
P(X|Z)P(Y|Z)P(2) P(X)P(Z|X)P(Y|Z)

Considere SEM lineares e com erros independentes:
Y=06,Z+e,; Y =52+,

X = ﬁlz +eX|Z / = IB]_X +eZ|x

(X LY|Z)= e, Ley, (X LY |Z)< ey, Loy,

Correspondéncia entre
“‘Grafos” e “SEM”

Cada efeito € uma funcéo
arbitraria (linear ou néao) de
sua causa direta e de um
termo de erro. A fungcao nao é
tdo importante quanto a
independéncia dos termos de
erro (Spirtes,1994)

Sob termos de erros
independentes, tanto a
representacao SEM como a
representacao por Grafos
permitem identificar a

“independéncia condicional” entre

as variaveis.



Al Igun® dos'

Aprendizado de Estruturas = es"”

Na correspondéncia entre Grafos e Modelos de Equacdes Estruturais € importante que
o modelo probabilistico seja Fiel ao Grafo.

(X J_AY|Z)

r
Caso 1

Z é causa comum (confundidor)

@
ﬂ/ B,
® , ®

Y :,322+,B3X +eY|Z,X
X =p7Z +€y;

Y = ,Bzz +ﬂ3(ﬂlz +eX|Z)+eY|Z X

p,=-pp,= Efeito total nulo
‘ ‘ O modelo probabilistico é
infiel ao grafo

)
Caso 2

Z é efeito intermediario
X tem efeito indireto sobre Y

ﬂ/ \/‘fz
®

Efeito X — Y = Efeito direto + Efeito Indireto

Y :ﬂzz +:83X +eY|Z,X
Z=pX €%

Y :ﬂZ(ﬂlx +ez|x)'*‘:6,3x +e\(|z,x

= (B + BSB)X + 5o8,x €z x

B, =—PfB, = Efeito total nulo
O modelo probabilistico &
infiel ao grafo



Aprendizado de Estruturas — Inferéncia Causal

1 7

Componentes’da Inferéncia e do Aprendizado de Estruturas envolvendo “p” variaveis:

1. Fatoracao da Distribuicao de probabilidades conjunta (Lauritzen, 1990, 1996)
Independéncia condicional e
Propriedades de Markov (M-Pares de Variaveis, M-Local, M-Global)

2. Modelos de Grafos Probabilisticos (Pear, 1989; Verma e Pear, 1990)
d-separacéao (V-estrutura de colisdo nao-conectada: X—»>Y<«Z)
Fidelidade

3. Modelos de Equacdes Estruturais (SEM) (Boolen,1989)
Equacdes de Mensuracéo e Equacdes das variaveis latentes
Linearidade
Erros independentes



Grafos: Diagramas de Representacao “Causal’

Grafo € um conjunto de vértices (V) e arestas (E): G=(V,E); E < VxV

V: variaveis (biométricas, sobrevivéncia, espectros de imagens, genotipos, etc)

E: arestas conectando V, representam “dependéncias” (n&o independéncia condicional)
entre variaveis

= Grafo N&o Dirigido (UDG): X—Y —Z

Definem Vizinhangas: nbg(v)={w € V; {w,v} € E}

= Grafo Dirigido (DAG, aciclico): X—>Y —> Z
Definem estruturas de Pais e Descendentes: pag(v)={w €V, {w,v} € E}

deg(v)={w € V; w=v ou v—... »>wem G}



Grafos: Diagramas de Representacao “Causal

= Grafos dirigidos: G=(V,E); E < VxV

= DAGs: Grafos Aciclicos Dirigidos

/ \ SEM recursivos: com termos de erros nao

correlacionados e sem relacionamentos ciclicos
Matriz de Adjacéncia “B” € triangular inferior (arestas
conectando variaveis/Coluna causando Linha)

/@\ » DCGs: Grafos Ciclicos Dirigidos
@ @ SEM néao recursivos: matriz “B” geral mas sem

elementos na diagonal (n&o ocorre self-loops)

Termos de “erro” e efeitos nao sao indicados no grafo (como acontece na
representacao de SEM).



Aprendizado de Estruturas — Inferéncia Causal

Modelos de Equacoes Estruturais (SEM) - EquacOes de Mensuracgao

e

o ye\® L cofve . Premissas
\la(,\?;:ge%\ 6': 3@}“066 \13(\'6“6\6 ™ cléssicas
Yi px1 = Bp><pYi px1 + Xipququl + ei px1? ei ~ N D (O, Z = I pO' )
B,., : Matriz de Adjacéncia (0 e 1's; B;=0)
I -B|=1 paraDAGs
Modelo
reduzido |==——=====

_ R
Y_:(l —B)lx.ﬂ+' (| _B)le_ I Mistura de erros
I p I [ p I .
: , Independentes

Objetivo da inferéncia: Estimar B e Nieréng;.,.

iid

Y ~ Np( [lp—Bpxp]‘lxiﬂ;az[lp—Bpxp]‘l[lp—spxp)]‘l'j



Aprendizado de Estruturas — Inferéncia Causal

p=5v§1riéveis ‘_‘y”A | | @ Das
B matriz de Adjacéncia: coluna causa linha . 81‘/7;9/7
X matriz de covariaveis: cada variavel “y” é Otz
afetada por um Unico Fator “q” 0.8 @
yl y2 y3 y4 y5 08
B _ yl 0.0 0.8 0.0 0.0 0.8 0.8
= y2 00 0.0 0.0 00 08 @

y3 0.0 0.0 0.0 0.8 0.0

_ 0.8
y4 0.0 0.0 0.0 0.0 0.0 o8 @ 08
0.8

ys 0.0 0.0 0.0 0.0 0.0

gl 92 93 g4 g5 p
X= y1 08 00 00 00 00 @
y2 0.0 0.8 0.0 0.0 0.0
y3 0.0 0.0 0.8 0.0 0.0 0.8

y4 0.0 0.0 0.0 0.8 0.0

ys 0.0 0.0 0.0 0.0 0.8



Aprendizado de Estruturas — Inferéncia Causal

p= 5 variaveis Do
B matriz de Adjacéncia: coluna causa linha G
X matriz de covariaveis: cada variavel “y” & 0.8

afetada por um unico Fator “q”

)

08
0/8 0.8
VI y2 y3 y4 5 ()
B= Yyl 0008000000
y2 0.0 0.0 0.8 0.0 0.0
y3 0.0 0.0 0.0 0.0 0.8 o @
y4 0.0 0.0 0.0 0.0 0.0 ‘ 05 08
y5 0.8 0.0 0.0 0.0 0.0
_ gl g2 93 g4 a5 @
X= y1 08 00 00 00 00
y2 0.0 0.8 0.0 0.0 0.0 ol
y3 0.0 0.0 0.8 0.0 0.0 ol

y4 0.0 0.0 0.0 0.8 0.0

y5 0.0 0.0 0.0 0.0 0.8



Aprendizado de Estruturas — Inferéncia Causal

Os Algoritmos de Aprendizado de Estruturas s&o principalmente baseados em
Testes de Independéncia Condicional.

» Passo 1. Grafo Completo
. . N E/i’rl/'na
» Passo 2. Aprendizado do Esqueleto (UDG - relagOes simétricas) aresl‘as r

Independéncia condicional de Pares de variaveis dado as restantes

= Passo 3. Aprendizado do Grafo Direcionado (DAG — relacoes de causa/efeito)
Orientar as arestas: encontrar V-estruturas X— Z <Y

Realizar testes de Independéncia Condicional de Pares de variaveis dado todo
possivel subconjunto condicionante.
3.1. X e Y ndo conectados: (X LY)

3.2. Pesquisar por Z, tal que (X Ly |Z)
33.SeexistirZ = | x—z<—y

Algoritmo IC Implementar um teste de independéncia condicional
Algoritmo PC Oréculo da d-separacéo



Independéncia Condicional — Coeficiente de

Correlacao Parcial

Passo 2. Aprendizado do Grafo nao dirigido (UDG) é baseado em Testes de

Correlacao Parcial Nula

S =V \{X,Y} XL1Y[]S < p(X,Y[S)=0
iid - Oxx Oxy
Modelo Normal Multivariado: V; ~ N, (ypxl;Zpo) = Z,.,=| Oy Oy
Distribuicdo Condicional: oy Ly
Oxx.s Oxvs
Ziyy s :( j
Ovxs Ovys e

Ovx  Oyy

Matriz de Precisao:

=7 =(Kyy )

I
o o 2 _ Fo(X,Y|S)= Txvs =
:( XX XY)—(ZXS)ZSé(st 2SY) :,O( v ) \/Uxx.saw.s
¥S
I

- o o o o o o o O o O e e e e e e e o w)



Testes de Independéncia Condicional

Passo 2. Aprendizado do Grafo néo dirigido (UDG)

Testes da Correlacéo Parcial Nula

iid

VN, (4aiZe )i | 20 = (ke ) | (XY ]S)=

Teste da Correlacao Parcial Nula via a Estatistica z de Fisher

Hopxyz =0 1, (1+p Hy
| Z =—In A : n—|S|—-3 |z ~NO’1
{HlipwZ 0 S T2 1= Py \/ S|-3 |2y 5] (02)




Testes de Independéncia Condicional

: : . |- TTTTssEEmEEmEm = I |
Modelos Univariados: :p(X M S): Oxys  _ Kyy :
Yo _ g | \/ Oxx.sOvv s kxx kw |
o Yoa = Hys +Fs 'S+, s~ N (O’GYIS) ! COV( X|S’eY|S) ,3 Oy |
= = Pxis
« Koa = Hys 75 'S +eys; s ~N (O?fy >2<|S) :_ e _G ils_a o "I'—Gis_ .;
Yo :UY|xs+ﬂ | X+ Lox S+eyxs: Exs ™ (O’G$|xs)

Método das Vizinhancas(Meinshausen and Buhlmann, 2006)

Encontrar a vizinhanca de cada vértice: nb &ﬁv‘ =0, J=i(]J,1= )}

Incluir arestas se:E ={(X,Y); X enb(Y) and Y enb(X)|
Critério AND/OR



Simulacao de Grafos: “UDG”

> data.pCor

[,11  [,2] [,3]
(1,17 1.0 0.6 =-0.5
[2,] 0.0 1.0 0.0
[3,] -0.5 0.0 1.0

Entrada: Matriz de Correlacdo Parcial

#Gerar dados N,
#Aprender a estrutura

#Estimar as arestas via Método das Vizinhancas
#Teste z de Fisher

Adéle Ribeiro, 2018,
IME-USP

gso ¥

> nei out$pCorSestimates

V1 V2 V3
V1l NA 0.64450169 -0.48553853
V2 0.6445017 NA 0.04922369

V3 -0.4855385 0.04922369 NA

> nei out$SpCorSp.values

V1 V2 V3
V1l NA 1.825967e-118 2.817058e-60
V2 1.825967e-118 NA 1.198066e-01

V3 2.817058e-60 1.198066e-01 NA

N&o rejeitar a correlagcao
parcial nula entre (V2,V3) | V1




Simulacao de Grafos: "DAG”
p:3 Variéveis Adeéle Ribeiro, 2018,

id
id
id
id
id
id

Possible types:

chain: V1 -> V2 -> V3
collider: V1 -> V2 <- V3

fork: V1 <- V2 -> V3

triangle: V1 -> V2 <- V3 <- V1
independent: V1 V2 V3

Estimated CPDAG - Collider A V-estrutura Estimated CPDAG - Triangle
(colisor) pode
@3 ser aprendida, )
as demais nem @
semprel.
@
@ @

IME/USP

#Gerar dados via Modelos de Mensuracéo (SEM)
#Entrar com os Betas: no exemplo, Beta=0 e 0.8
#Testes de Independéncia Condicional com

# p-valor=0.01 e Correcao de Bonferroni




Simulacao de Grafos: DAG
p:3 Variéveis Adele Ribeiro, 2018

H= H H H H H

Possible types:

- chain: V1 -> V2 -> V3

- collider: V1 -> V2 <- V3

- fork: V1 <= V2 -> V3

- triangle: V1 -> V2 <- V3 <- V1
- independent: V1 V2 V3

# Estruturas Chain e fork tém a mesma distribuicao
conjunta e ndo podem ser estatisticamente distinguiveis.

Estimated CPDAG - Fork Estimated CPDAG - Chain




Simulacao de Grafos: "DAG”
p=5 Variaveis  Adele Ribeiro, 2018

Possible types:
- multichain
- multicollider: V2, V3, and V4 are colliders and sink/terminal vertices;
V1l and V5 are source nodes;
- multifork: V2, V3, and V4 are source nodes;
V1l and V5 are colliders and sink/terminal vertices.

Estimated CPDAG - Multichain
Estimated CPDAG - Multicollider Estimated CPDAG - Multifork
w
@ @
@ @ @ @ ®
® ©
0
@ @ @




