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Aula 5 
do Prof. Emilio 

de PSI3471 >>>>
Se iniciou aqui
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PSI3471 – Prof. Emilio: 

Recordando (pós carnaval) 
alguns dos pontos principais 
das aulas #1 a #4 e seguindo 
com as aulas #5, #6 ...
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Computação linear e não linear, 
com codificação frequencial

y = fT (  wi xi ) 
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Caso particular do nó com comportamento linear 
… fT(arg) = k.arg

y = fT (  wi xi -  ) 
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Caso particular do nó com comportamento binário 
… fT(arg) = sign(arg)

y = fT (  wi xi -  ) 
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O Perceptron Digital: y=signal( wi xi - )
(função de transferência tipo “degrau”)

 Viabiliza a classificação de padrões com 
separabilidade linear

 O algoritmo de aprendizado adapta os Ws de forma a 
encontrar o hiperplano de separação adequado

 Aprendizado por conjunto de treinamento

A

B

A
A A

AA

A

A

A
A

B
B

B BB

B

B

B

xi

xo

Hiperplano 
Separador

Exemplos - de
Pares (x0;x1) -
da classe A 

Exemplos - de
Pares (x0;x1) -
da classe B
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E se a saída do nosso problema não for digital?
O “Perceptron Contínuo”: y=tgh( wi xi - ) 

 Que problemas de entradas contínuas  conseguimos 
atacar usando uma função de transferência tangente 
hiperbólica)

xi

xo

Hiperplano 
em que y=0

W.X > 0
y > 0

W. X < 0
y < 0

y

vetor W
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Cômputos mais complexos … são realizados 
pelo encadeamento de vários neurônios

Axônio

Dendritos

Sinapse

A conexão entre um axônio de um neurônio e um 
dendrito de outro é denominada Sinapse
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Três arquiteturas neurais importantes
(abordadas em pósgrad – PSI 5886)
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1) MLP                 2) Memória                  3) Mapas Auto-
- Multi Layer        Associativa                      Organizáveis 
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Três arquiteturas neurais importantes
(abordadas em pósgrad – PSI 5886)

Nosso Foco aqui
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Foco deste Curso: 
o Multi Layer Perceptron (MLP)

 Múltiplas entradas / Múltiplas saídas / Múltiplas camadas

 Variáveis (internas e externas) analógicas ou digitais 

 Relações lineares ou não lineares entre elas 
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Aparte ... 

Vocês já ouviram falar de ...

- Deep Learning?
- Redes Neurais Profundas?
- Redes Neurais Convolucionais?

Pois é ... São temas bem quentes do momento e que têm muito  
a ver com a arquitetura MLP que vocês estão aprendendo aqui 

em PSI3471!!
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Instale o MBP e digite “3-1” no campo Topology
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Exemplo de tela do ambiente MBP
definindo uma Rede Neural do tipo MLP – Topology “2-7-5-3”
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Exemplo de tela do ambiente MBP
definindo uma Rede Neural do tipo MLP – Topology “2-7-5-3”

Escolha MLPs
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Algumas Telas do MBP
Mudando a função do nó neural
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Outras funções de transferência não linear 
(nem todas disponíveis no ambiente MBP)

 Com escalamento do argumento, pode-se abarcar os universos digital e 
analógico / linear e não linear simultaneamente

 
 H a r d  L i m i t e r    R a m p i n g  F u n c t i o n  
 ( l i m i t e  r á p i d o )    ( f u n ç ã o  d e  r a m p a )  
     

 S i g m o i d e  F u n c t i o n  “ t y p e  I ”      S i g m o i d e  F u n c t i o n  “ t y p e  I I ”   
 ( f u n ç ã o  s i g m ó i d e  I )   ( f u n ç ã o  s i g m ó i d e  I I )  

y  y  

y  y  

a  a  

a  a  

a  <  0 ,  y  =  - 1  
a  >  0 ,  y  =  1  

s  <  0 ,  y  =  0  
0  < =  a  < =  1 ,  y  =  a  
a  1 ,  y  =  1  

- 1  

1  1  

1  

y  =  1 / ( 1  + e - a )  

- 1  

 a > = 0 ,  y  =  1  - 1 / ( 1 + a )  
 a <   0 ,  y  =  - 1  +  1 / ( 1 - a )  

1  1  
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MBP – uma plataforma didática para redes neurais 
gratuita, de fácil uso e com 12 excelentes tutoriais

site http://mbp.sourceforge.net/

Ambiente desenvolvido pelo Prof. Noel Lopes e colaboradores 
– Instituto Politécnico da Guarda – Portugal 
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Tutorial 2 – criando 2 conjuntos empíricos, de treino e de teste
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Tutorial 3 – definindo entradas saídas e topologia da rede neural
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Foco deste Curso: 
o Multi Layer Perceptron (MLP)

 Múltiplas entradas / Múltiplas saídas / Múltiplas camadas

 Variáveis (internas e externas) analógicas ou digitais 

 Relações lineares ou não lineares entre elas 
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O Multi Layer Perceptron (MLP)

 Múltiplas entradas / Múltiplas saídas / Múltiplas camadas

 Variáveis (internas e externas) analógicas ou digitais 

 Relações lineares ou não lineares entre elas 

Decisão

Estimação

Proc. Não Linear de Sinais

Kolmogorov, Cybenko (~1990)
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Resumindo os aspectos conceituais principais

1) Não linearidade com a função neural sigmoidal

2) Possibilidade de conjugar na mesma estrutura ...
– Cálculos digitais
– Cálculos lineares multivariáveis
– Funções genéricas não lineares multivariáveis

3) Comportamento adaptativo com aprendizado através 
de exemplos 

-----------------------

 Problemas complexos, multidimensionais, não lineares 
e mesmo aqueles sem teoria conhecida 

 Decisão automática, estimação,  reconhecimento de 
padrões, classificação, processamento não linear de 
sinais, clustering multidimensional ...
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Aula 5
(de 15) 

do Prof. Emilio 
de PSI3471 de 
11-mar-2019

se encerrou aqui
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De onde vem o grande 
poder do MLP?
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Theorem of [Kolmogorov &] Cybenko: 

 Kolmogorov: 
Given any F of many variables x1, x2, x3, x4 … for example, the 
complicated F = [x1.sin( x2 ) + log( x3 )] / x4 + etc … or any other F, the 
following approximation can always be obtained … 

F (x1, x2, x3, x4 …. ) ~ linear combination and composition of a finite 
(limited) number of functions gk (v) of just one variable v, and we can 
have arbitrary precision in the approximation of F

 Cybenko: adapted Kolmogorov for the particular case in which the single 
argument functions gk are approximated by a sum of sigmoidal functions 
… he noticed that several sigmoids shifted and scaled properly can 
approximate any gk(scalar argument) 

Cybenko concluded that any arbitrary F CAN be 
“implemented” by an ANN  with sigmoidal nodes and just 
1 hidden layer!!
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Anos de vida 
(“y” contínuo)

Anos de 
educação 

formal (x3) 

Número de 
filhos

Dias de 
Férias / ano

Volume de 
bens 

familiares (x2) 

Grau de 
periculosidade 

da atividade (x1)  

Frequência 
em eventos 

sociais

Frequência 
em eventos 
artísticos

Um hipotético universo de variáveis inter-
dependentes, passível de modelagem/ens
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A função y(X) “a descobrir”, num caso geral de 
função contínua y(X) ....

xo

xi

y
+1.0

0.0

-1.0

X y    (.... VALORES 
CONTÍNUOS!!!)

- ESTIMADOR ; 
- MODELAGEM POR 
MAPEAMENTO Xy

X

S

S: sistema regido por
função F genérica, y=F(X)

(ou y=F(X) + erro “pequeno”)
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Cybenko – Enunciado da Prova ... (premissas + resultado)
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Entendamos ... 

- as premissas da demonstração de Cybenko
- a notação não muito familiar a nós que ele usou
- o quão poderoso é o resultado que ele obteve
- como com passos simples podemos estender a sua aplicação 

(ou ... relaxando algumas das (apenas aparentes) limitações impostas nas premissas)
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Cybenko – Enunciado da Prova ... (premissas + resultado)

yrede(X) X

Wi : vetor de pesos do nó escondido i

viési : viés do nó escondido i
sigmoidal

elementos do vetor de pesos do nó linear de saída Ws

número de nós escondidos
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yrede(X) Fescondida_sistema(X)

Limite de erro
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Cybenko – a prova matemática, disponível para 
download na internet, é bastante complexa
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A função y(X) “a descobrir”, num caso geral de 
função contínua y(X) ....
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A função y(X) “a descobrir”, num caso geral de 
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EGF-006 – Métodos Numéricos e Reconhecimento de Padrões – Prof. Emilio Del Moral – EPUSP

P/ aula que vem: estudar / reestudar os conceitos e 
a parte operacional de derivadas parciais, do vetor 
Gradiente, e da regra da cadeia ...

Derivadas parciais (que são as componentes do 
gradiente):

ex: http://en.wikipedia.org/wiki/Partial_derivative

Vetor Gradiente, útil ao método do máximo declive:

ex: http://en.wikipedia.org/wiki/Gradient

Regra da cadeia, necessária ao cálculo de derivadas 
quando há encadeamento de funções:

ex: http://en.wikipedia.org/wiki/Chain_rule

∂f(a,b,c)/∂a        ∂f(a,b,c)/∂b       ∂f(a,b,c)/∂c

∂f( g( h(a) ) )/∂a = ∂f/∂g . ∂g/∂h . ∂h/∂a 

_. EqmW  

60

EGF-006 – Métodos Numéricos e Reconhecimento de Padrões – Prof. Emilio Del Moral – EPUSP

Método de otimização por máximo declive / máximo aclive ...

(image from http://en.wikipedia.org/wiki/Gradient)
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EGF-006 – Métodos Numéricos e Reconhecimento de Padrões – Prof. Emilio Del Moral – EPUSP

P/ aula que vem: estudar / reestudar os conceitos e 
a parte operacional de derivadas parciais, do vetor 
Gradiente, e da regra da cadeia ...

Derivadas parciais (que são as componentes do 
gradiente):

ex: http://en.wikipedia.org/wiki/Partial_derivative

Vetor Gradiente, útil ao método do máximo declive:

ex: http://en.wikipedia.org/wiki/Gradient

Regra da cadeia, necessária ao cálculo de derivadas 
quando há encadeamento de funções:

ex: http://en.wikipedia.org/wiki/Chain_rule

62

EGF-006 – Métodos Numéricos e Reconhecimento de Padrões – Prof. Emilio Del Moral – EPUSP

Mas ATENÇÃO:
Os links anteriores são apenas amostras  ... 

Use Google, Wikipedia e Youtube para encontrar materiais adequados 
às suas necessidades >>> 

Youtube, por exemplo, tem uma série vídeos com aulas que podem 
ajudar no estudo de ....

Derivadas Parciais (palavras de busca sugeridas: “derivada/s 
parcial/is” ; “partial derivative/s”), 

Vetor Gradiente (palavras de busca sugeridas: “vetor gradiente” ; 
“gradient vector”) e 

Regra da Cadeia (palavras de busca sugeridas: “regra da cadeia” ; 
“chain rule”)
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EGF-006 – Métodos Numéricos e Reconhecimento de Padrões – Prof. Emilio Del Moral – EPUSP

Conexão de RNAs com elementos de “Aprendizado de 
Máquina” / “Machine Learning”  

O “aprendizado do modelo” é feito de maneira automática 
a partir de casos / de exemplos concretos: a definição 
matemática do modelo é feita a partir de um conjunto rico 
de exemplos numéricos empíricos de pares (X,y)

– isso ocorre porque ou não temos uma teoria que 
defina fórmula que mapeie valores de X em valores de y 

– ou não temos uma teoria que defina uma classe de 
fórmulas (com parâmetros a ajustar) que realizem esse 
mapeamento

– ou porque temos fórmulas empíricas aproximadas, 
mas não satisfatórias em qualidade de modelagem, e 
queremos (tentar) obter algo mais preciso, com 

Foco  >>>>  DADOS NUMÉRICOS EMPÍRICOS

Conhecimento rico de 
exemplares / 

casos
(X ; y ):

Temos M observações 
empíricas (X ; y ), 

onde  identifica cada 
observação, e varia 

entre 1 a M 

ymodelo = cálculo neural (ou 
seja, somas ponderadas e 

com tgh´s) que opera sobre 
as componentes do vetor X 
(x1, x2, x3 ...); Esse cálculo 

neural é calibrado (via 
escolha dos valores dos 

ponderadores w´s) a partir 
de M pares empíricos 

(X ; y )

64
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Como escolhemos 
os valores dos 
diversos w´s ?
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O que devemos buscar quando exploramos o espaço de 
pesos W buscando que a RNA seja um bom modelo?

Devemos buscar Maximização da aderência = Minimo Eqm possível

Aderência do modelo aos 
pares (X,y) empíricos

valor do Eqm

100% aderente

baixa aderência

W

Eqm(W)

As Setas Verdes 
Indicam Situações que 
Devem ser Procuradas

70
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Conjunto de treino em arquiteturas supervisionadas (ex. 
clássico: MLP com Error Back Propagation)

X y

RNAX yrede

A computação desejada da 
rede pode ser definida 

simplesmente através de 
observações / exemplares 

do comportamento requerido

Conjunto de M 
observações

(X ; y )

Aprendizado: Espaço de pesos W é explorado 
visando aproximar ao máximo a computação da 

rede da computação desejada 





M

rede yWXy
M

Eqm
1

2)),((
1






_. EqmW  

Sistema Físico, 
Econômico, 
Biológico ...

S

... em loop ...
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Aula 6
(de 15) 

do Prof. Emilio 
de PSI3471 de 
13-mar-2019

se encerrou aqui

72
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Exemplo de tela do ambiente MBP
definindo uma Rede Neural do tipo MLP – Topology “2-7-5-3”

Escolha MLPs

71
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Algumas Telas do MBP: acompanhando a queda do erro (RMS) 
da rede neural enquanto está aprendendo / adaptando seus pesos

(nota: O Eqm é um primo direto do RMS ... RMS = Eqm1/2)

76

© Prof. Emilio Del Moral – EPUSP

Aprendizado do MLP por 
Error Back Propagation ... 

Chegando às fórmulas das 
derivadas parciais, necessárias  

à Bússola do Gradiente

Gradiente de Eqm no espaço de pesos = (∂Eqm(W)/∂w1 , ∂Eqm(W)/∂w2 , ∂Eqm(W)/∂w3 , ... )

_. EqmW  
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Vamos falar um pouco 
sobre GRAFOS?

Aplainando o terreno ... Para o gradiente descendente ...

80
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x1

x2

x3
1

fA

fB

fC

1

yrede(X)

yA(X)

yB(X)

X
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x1

x2

x3
1

fA

fB

fC

1

yrede(X,W)

yA(X,W)

yB(X,W)

X

82
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x1

x2

x3
1

fA

fB

fC

1

yrede(X,W)

yA(X,W)

yB(X,W)

X

yrede(X,W) = fC(wAC . yA(X,W) + wBC . yB(X,W) + w0C )

yrede(X,W) = fC(wAC . fA(w1A.x1+ w2A.x2+ ... + w0A ) + wBC . fB(w1B.x1+ w2B.x2+ ... + w0B) + w0C )

81

82



35

83

83
© Prof. Emilio Del Moral Hernandez

...  erro da rede com relação ao conjunto de treinamento como um todo; 
simbologia (Xμ ; yμ ); Erro quadrático de exemplar (Eqμ); Erro quadrático 

médio (Eqm)





M

rede yXy
M

Eqm
1

2))((
1






Resumo de principais resultados em lousa ...

 identifica um de M exemplos de treinamento





M

rede yWXy
M

Eqm
1

2)),((
1
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x1

x2

x3
1

fA

fB

fC

1

yrede(X,W)

yA(X,W)

yB(X,W)

yalvo(X)

- (.)2

Eq(X,W)

X

Eq (X,W) = [yrede(X,W) - yalvo(X)]2
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X

yv

x1

x2

x3

x de 
viés
(fixo em 1)

Grafo de cálculos 
para um único
nó neural ... 

w1

w2

w3

w0

f(.)

W ... inclui w1 a w3

e também o viés (w0)

v  = X.W =  Σ wi xi

y  = f (v)

86
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Exemplo de regressão multivariada para 
estimação contínua usando MLP

 O valor do y contínuo ... neste exemplo corresponde ao volume de consumo 
futuro num dado tipo de produto “A” a ser ofertado pela empresa a um cliente 
corrente já consumidor de outros produtos da empresa (“B” e “C”), volume esse 
previsto com base em várias medidas quantitativas que caracterizam tal indivíduo.      
... Assim, y = Consumo do Produto A = F(x1,x2, x3, x4, x5).

 Consideremos 4 variáveis de entrada no modelo preditivo neural, ou  seja, temos 
5 medidas em X: 

– x1: Idade do indivíduo 
– x2: Renda mensal do indivíduo 
– x3: Volume de clicks do indivído no website de exibição de produtos oferecidos 

pela empresa 
– x4: Volume de consumo desse cliente observado para outro Produto B da 

mesma empresa
– x5: Volume de consumo desse cliente Produto C da mesma empresa

 Problema: desenvolver uma MLP para regressão contínua multivariada que 
permita estimar esse volume de consumo futuro y com base no conhecimento dos 
X e numa base de dados de aprendizado com esses dados X e y para 350 já 
clientes de universo populacional similar ao do novo consumidor potencial.
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Exemplo de dados empíricos tabulados em Excel ...

Cliente 
()

Idade 
(x1)

Renda 
(x2) 

Clics 
(x3)

Consumo do 
Produto B (x4)

Consumo do 
Produto C (x5)

Consumo do 
Produto A (y)

1 50 78 302 958 136 9800

2 65 128 186 985 196 8760

3 57 150 221 1093 35 520

..... ..... ..... ..... ..... ..... .....

M-2 16 19 51 707 131 11640

M-1 30 75 7 29 78 9640

M 19 47 116 285 124 5320

87

88



38

98

98
© Prof. Emilio Del Moral Hernandez

99

99
© Prof. Emilio Del Moral Hernandez

98

99



39

100

100
© Prof. Emilio Del Moral Hernandez

101

101
© Prof. Emilio Del Moral Hernandez

100

101



40

102

102
© Prof. Emilio Del Moral Hernandez

103

103
© Prof. Emilio Del Moral Hernandez

102

103



41

104

104
© Prof. Emilio Del Moral Hernandez

Aula 7
(de 15) 

do Prof. Emilio 
de PSI3471 de 
18-mar-2019

se encerrou aqui
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