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Terminologia Básica de Árvores
 Nós, raiz, pai, filhos, arestas

 Subárvore

 Caminho, ancestral/descendente

 Folhas/nós terminais, nós internos/não-terminais
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Ávore de Decisão - Definição
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Ávore de Decisão - Definição
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Ávore de Decisão - Definição
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Ávore de Decisão - Exemplo
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Exemplo de construção da árvore

 Queremos construir uma árvore para 
classificar imagens de objetos nas classes: 
porca, parafuso, tesoura, chave, caneta

 Atributos considerados:
 Tamanho: pequeno, grande
 Formato: longo, compacto, outro
 Orifícios: 0, 1, 2, 3, muitos
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Exemplo de construção da árvore – 
amostra de treinamento
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Exemplo de construção da árvore – 
amostra de treinamento
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Processo de construção da árvore 
(informal)
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Processo de construção da árvore 
(informal)

 Árvore com um nó, todos os exemplos associados a ele
 São todos os exemplo da mesma classe?

 Sim: páre
 Não: 



12

Processo de construção da árvore 
(informal)

 Árvore com um nó, todos os exemplos associados a ele
 São todos os exemplo da mesma classe?

 Sim: páre
 Não: subdivida os exemplos de acordo com um 

atributo (filhos da raiz)
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Processo de construção da árvore 
(informal)

 Árvore com um nó, todos os exemplos associados a ele
 São todos os exemplo da mesma classe?

 Sim: páre
 Não: subdivida os exemplos de acordo com um 

atributo (filhos da raiz)
 Para cada nó criado: 
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Processo de construção da árvore 
(informal)

 Árvore com um nó, todos os exemplos associados a ele
 São todos os exemplo da mesma classe?

 Sim: páre
 Não: subdivida os exemplos de acordo com um 

atributo (filhos da raiz)
 Para cada nó criado: são todos os exemplos da 

mesma classe?
 Sim: páre
 Não: subdivida os exemplos de acordo com 

outro atributo....
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Vamos tentar construir?
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Possível árvore
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Funcionamento (classificação)

 Classificando um novo objeto: 

(tamanho = grande, formato = longo, orifícios = 0)
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Problemas?
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Problemas?

 Várias árvores podem ser criadas 
dependendo da ordem de escolha dos 
atributos
 Solução: utilizar uma função de escolha do 

próximo atributo (por exemplo, que melhor divide 
os exemplos)

 A árvore pode ter muitos nós, alguns deles 
com poucos ou nenhum objeto
 Solução: realizar podas na árvore ao final do 

treinamento
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Problemas?

 Várias árvores podem ser criadas 
dependendo da ordem de escolha dos 
atributos
 Solução: utilizar uma função de escolha do 

próximo atributo (por exemplo, que melhor divide 
os exemplos)

 A árvore pode ter muitos nós, alguns deles 
com poucos ou nenhum objeto
 Solução: realizar podas na árvore ao final do 

treinamento
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Problemas?

 Várias árvores podem ser criadas 
dependendo da ordem de escolha dos 
atributos
 Solução: utilizar uma função de escolha do 

próximo atributo (por exemplo, que melhor divide 
os exemplos)

 A árvore pode ter muitos nós, alguns deles 
com poucos ou nenhum objeto
 Solução: realizar podas na árvore ao final do 

treinamento



22

Problemas?

 Várias árvores podem ser criadas 
dependendo da ordem de escolha dos 
atributos
 Solução: utilizar uma função de escolha do 

próximo atributo (por exemplo, que melhor divide 
os exemplos)

 A árvore pode ter muitos nós, alguns deles 
com poucos ou nenhum objeto
 Solução: realizar podas na árvore ao final do 

treinamento
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Ideia do algoritmo de construção
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(dataset de treinamento)

(avaliação do atributo)
(retorna a classe associada ao nó t)

(para dividir em intervalos)
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Principais elementos do algoritmo
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Principais elementos do algoritmo
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Principais elementos do algoritmo
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Vendo mais em detalhes...

 Função classe(t)
 Função score(E, a)
 Poda
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Função classe(t)

 Atribui uma classe ao nó t com base nos 
exemplos que lá “estão”

 Possíveis funções:
 Critério de minimização do erro esperado
 Critério de minimização do custo do erro de 

classificação
 Rotulação dos nós pelas probabilidades das 

classes
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Função classe(t)
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Função classe(t): Critério de 
minimização do erro esperado
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Função classe(t): Critério de minimização 
do custo do erro de classificação
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Função classe(t): rotulação pelas 
probabilidades das classes

Árvore probabilística:

Custo estimado em se atribuir a um objeto a classe i 
(estando no nó t):

Custo estimado de erro no nó t:
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Função classe(t): Custo total de erro 
de classificação da árvore
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Função classe(t): Custo total de erro 
de classificação da árvore
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Função score(E,a) – Escolha do 
atributo ótimo

 Função baseada em uma medida de impureza
 Possíveis funções utilizadas como medida de 

impureza:
 Entropia
 Índice Gini
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Medida de impureza
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Medida de impureza
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Medida de impureza
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Medida de impureza
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Medida de impureza
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Medida de impureza

Impureza global da árvore I(T) = 
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Entropia como medida de impureza

 Medida de incerteza:
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Entropia como medida de impureza

 Medida de incerteza:
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Índice Gini como medida de 
impureza

 Interpretação: erro de classificação: 



48

Índice Gini para custos não unitários
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Poda da árvore

  Árvore com muitos níveis: perda de acurácia

- inserção de atributos com pouco poder preditivo ou 
altamente correlacionados com outros em níveis 
superiores (overfitting)

- nós inferiores suscetíveis a ruídos
  Árvore com poucos níveis

- uso de uma pequena parte da informação 
disponível (generaliza demais - underfitting)

  Problema: encontrar um tamanho ideal
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Poda da árvore

  Duas abordagens:

- pré-poda: regras de parada durante a subdivisão 
dos nós

- pós-poda: construção da árvore completa para 
posterior poda das sub-árvores consideradas não-
confiáveis
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Pré-poda da árvore

  Exemplos de critérios de parada:
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Pós-poda da árvore
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Pós-poda da árvore - Exemplo

original

podada
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Poda por custo-complexidade

  Método mais conhecido, implementado no 
algoritmo CART (árvores binárias)

  Dois estágios:

- Estágio 1: geração de uma sequência de árvores 
T0, T1, …, TK, onde T0 é a árvore original, Ti+1 é 
obtida a partir de Ti (substituindo uma ou mais 
subárvores por folhas), e TK é a árvore contendo 
apenas uma folha (a raiz original)

- Estágio 2: seleção da melhor árvore da sequência 
que minimiza o custo de erro de classificação 
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Poda por custo-complexidade

  Método mais conhecido, implementado no 
algoritmo CART (árvores binárias)

  Dois estágios:

- Estágio 1: geração de uma sequência de árvores 
T0, T1, …, TK, onde T0 é a árvore original, Ti+1 é 
obtida a partir de Ti (substituindo uma ou mais 
subárvores por folhas), e TK é a árvore contendo 
apenas uma folha (a raiz original)

- Estágio 2: seleção da melhor árvore da sequência 
que minimiza o custo de erro de classificação 
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Poda por custo-complexidade -
Estágio 1: obtenção das subárvores

  A árvore original (T0) não precisa ser construída exaustivamente

- No lugar, Tmax (suficientemente grande), construída, por exemplo, usando 
um número mínimo de elementos por folha como critério de parada

 

 Para uma dada árvore T:

- Complexidade de T: número de folhas (|F|)

- R(T) é o custo total de erro de classificação de T

- α é o parâmetro de complexidade

- Custo-complexidade: Rα(T) = R(T) + α |F| 

  Variando α em [0;+∞) eu obtenho sub-árvores de Tmax que 
minimizam Rα (chamadas T(α))

- Para valores α1, α2, …, αK, a árvore Tk é a que minimiza Rα para α em 
[αk;αk+1)   
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Poda por custo-complexidade -
Estágio 1: obtenção das subárvores

 T0 = Tmax

 T1 = T(0), ou seja, uma subárvore de Tmax que  
minimize R(T) apenas (α = 0)

- No entanto R(Tmax) <= R(T), qualquer T ≤ Tmax

- Portanto, T
1
 deve ser a menor subárvore de T

max
 tal 

que R(T
max

) = R(T)
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Poda por custo-complexidade -
Estágio 1: obtenção das subárvores

  Para encontrar T1 :

- T = Tmax

- repita:

      para t um nó interno de T, se R(t) = R(tv) + R(tf),

           tv e tf filhos de t, pode o ramo Tt substituindo-o

           pelo nó t

até que não seja mais possível fazer podas 
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Poda por custo-complexidade -
Estágio 1: obtenção das subárvores

  Encontrando Tk+1 = T(αk+1) a partir de Tk = T(αk), onde αk+1 > αk:  
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Poda por custo-complexidade -
Estágio 1: obtenção das subárvores
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Poda por custo-complexidade -
Estágio 1: obtenção das subárvores
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Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore
  Seleção da subárvore com menor custo de 

erro de classificação
  Problema?
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Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore
  Seleção da subárvore com menor custo de 

erro de classificação
  Problema?

Tmax é a de menor custo para a amostra de 
treinamento utilizada
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Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore
  Seleção da subárvore com menor custo de 

erro de classificação
  Problema?

Tmax é a de menor custo para a amostra de 
treinamento utilizada

  Solução:
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Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore
  Seleção da subárvore com menor custo de 

erro de classificação
  Problema?

Tmax é a de menor custo para a amostra de 
treinamento utilizada

  Solução:

- utilizar outra amostra EA (de teste) para estimar 
adequadamente esse custo (com exemplos não 
utilizados na construção da árvore)
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Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore
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Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore
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Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore



69

Poda por custo-complexidade - 
Estágio 2: Escolha da melhor subárvore
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Missing values

  Alternativas:

– “missing” como um valor possível do atributo

– Treinamento: ir até onde der na árvore. Se chegar 
em uma folha, ótimo. Se parar em um nó interno 
t,dividir os exemplos pelos ramos

– Classificação: ir até onde der na árvore. Se 
chegar em uma folha, ótimo. Se parar em um nó 
interno t, usar a distribuição deste nó para 
classificar a instância
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Seleção de Características

 A seleção de características está embutida no 
aprendizado da árvore
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Características de Árvores de Decisão

  Método supervisionado ou não-supervisionado?

Supervisionado! Tanto a amostra de treinamento (para 
construção da árvore) quanto a de teste (para poda da 
árvore) devem ser rotuladas. 

  Método paramétrico ou não-paramétrico?

Não-paramétrico! Não é assumida nenhuma família de 
distribuições para descrever o espaço nem a “cara” do 
classificador

  Também considerado não-métrico, por poder 
trabalhar com atributos não-ordenados (categóricos)
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Características de Árvores de Decisão

  Método supervisionado ou não-supervisionado?

Supervisionado! Tanto a amostra de treinamento (para 
construção da árvore) quanto a de teste (para poda da 
árvore) devem ser rotuladas. 

  Método paramétrico ou não-paramétrico?

Não-paramétrico! Não é assumida nenhuma família de 
distribuições para descrever o espaço nem a “cara” do 
classificador

  Também considerado não-métrico, por poder 
trabalhar com atributos não-ordenados (categóricos)
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Características de Árvores de Decisão

  Método supervisionado ou não-supervisionado?

Supervisionado! Tanto a amostra de treinamento (para 
construção da árvore) quanto a de teste (para poda da 
árvore) devem ser rotuladas. 

  Método paramétrico ou não-paramétrico?

Não-paramétrico! Não é assumida nenhuma família de 
distribuições para descrever o espaço nem a “cara” do 
classificador

  Também considerado não-métrico, por poder 
trabalhar com atributos não-ordenados (categóricos)
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Características de Árvores de Decisão

  Método supervisionado ou não-supervisionado?

Supervisionado! Tanto a amostra de treinamento (para 
construção da árvore) quanto a de teste (para poda da 
árvore) devem ser rotuladas. 

  Método paramétrico ou não-paramétrico?

Não-paramétrico! Não é assumida nenhuma família de 
distribuições para descrever o espaço nem a “cara” do 
classificador

  Também considerado não-métrico, por poder 
trabalhar com atributos não-ordenados (categóricos)
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Características de Árvores de Decisão

  Método supervisionado ou não-supervisionado?

Supervisionado! Tanto a amostra de treinamento (para 
construção da árvore) quanto a de teste (para poda da 
árvore) devem ser rotuladas. 

  Método paramétrico ou não-paramétrico?

Não-paramétrico! Não é assumida nenhuma família de 
distribuições para descrever o espaço nem a “cara” do 
classificador

  Também considerado não-métrico, por poder 
trabalhar com atributos nominais (categóricos)
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“Implementações” de árvores de 
decisão

  Variação das funções vistas hoje levam a 
diferentes algoritmos de árvores de decisão

  Exemplos:

- ID3: bem simples - não lida com atributos numéricos 
nem missing values, não faz poda

- C4.5: evolução do ID3 

- CART (Classification And Regression Trees): árvores 
binárias

- ...
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Algumas da principais vantagens

  Interpretabilidade

Pode ser convertida em um conjunto de regras
  Lida com atributos numéricos e categóricos
 Já efetua automaticamente seleção de 

características (selecionador embutido)
  Por ser não-paramétrica, não assume nenhuma 

família de distribuição
  Conseguem lidar com missing values
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Algumas da principais desvantagens

  Alguns algoritmos só trabalham com atributos 
discretos (ID3, C4.5)

– REAL trabalha com números reais
  Funciona bem quando há poucos atributos 

altamente relevantes, mas pode ter mais 
dificuldades se houver uma grande complexidade 
de interações

  Instável - tende a ser sensível à amostra de 
treinamento devido à sua natureza gulosa (ruído, 
atributos irrelevantes)
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Alternativas para diminuir a instabilidade

  Bagging: várias árvores de decisão, cada uma 
treinada por uma amostra bootstrap de mesmo 
tamanho da amostra original (sorteio com 
reposição da amostra original)

- classificação: classe mais “votada” pelas árvores

- demora mais para treinar e classificar, mas o 
processo é facilmente paralelizável
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Alternativas para diminuir a instabilidade

  Random Forests: variação de Bagging (ntree 
árvores) na qual, no momento em que a árvore 
é construída, apenas um subconjunto aleatório 
(de mtry elementos) dos atributos participa da 
subdivisão de um nó

- Mais estável que Bagging  
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Trabalho

 Semelhante aos anteriores, usando Random 
Forests

 R: Pacote randomForest
 Parâmetros a serem utilizados:

–  mtry (o parâmetro mais sensíve): raiz 
(quadrada) de n, n sendo o número de 
características (testar outros se puder)

– ntree = 500 (quanto maior melhor, depende do 
tempo disponível) 
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