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Motivacao e potenciais aplicacoes

Humanosseinteressanpor categorizacoe, .

U Mdusica erudita,popularreligiosaetc. =
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Diversas ciéncias se baseiam na organizacao de
objetosdeacordocomsuassimilaridades

U Biologia
Reina Animalia
Rama Chordata
Classe Mammalia
Ordem Primatas
Familia Hominidae
Género Homo(homemmoderno)
EspécieHomo sapiens




A Entretanto,existemmuitas situacéesnas quais ndo sabemogle
antemaouma maneiraapropriadade agrupar uma colecaode
objetosdeacordocomsuasi si mi | ari dadeso

U massas de dados, possivelmente descritas por varias
caracteristicas (atributos) diferentes.

AFrequentemente ndo sabemos sequer se existe algum
agrupamento natural dos objetos segundo um conjunto de
caracteristicaguedescrevenesse®bjetos

AVejamosum exemplailustrativo...



O gue é unagrupamento naturantre 0s seguintes objetos

Mulheres

Keogh E.A Gentle Introduction to Machine Learning and Data Mining for the Database Community; SBBD 2003, Manaus.



Uma definicao para agrupamento de dados

NFinding groups of objects such that the objects in a grot
aresimilar (or related to one another amifferentfrom (or
unrelatedo) the objects in othey r o u(fpas et al.2006)

U Uma visao matematica/geometrica:

Distancias intra-cluster

- S Distancias inter-cluster
sao minimizadas

sao maximizadas




Agrupamento para mineracao de textos

Documento:

Vetor
de
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-
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Frequéncia com gue se usa clustering?
Algorithms for data analysis / data mining

Web of Science+12.000
artigos usando o termo
clusteranalysisno (titulo,
palavras chavesesumo)
oriundosde mais de3.000
journals diferentes

(Xu & Wunsch Clustering
IEEE Press2009)

A @ c: e

Which methods/algorithms did you use for data analysis in 20117 [311 voters]

Decision Trees/Rules (186) T 59 8 %
Regression (180) T 57 9 9
Clustering (163) D 52 4 %
Statistics (descriptive) (149) N 47 9 %
Visualization (119) T 383 %

Time series/Sequence analysis (92) B oo 5

Support Viector (SVM) (39) N 28 6 %
Association rules (89) T 26 %
Ensemble methods (88) T 23 %

Text Mining (86) N 077 %

Meural Nets (34) N 070 %

Boosting (73) B 0359

Bayesian (68) B 2199

Bagging (63) B 003 %

Factor Analysis (58) 8.7 %
Anomaly/Deviation detection (51) B 154

Social Metwork Analysis (44) B 142 %

Survival Analysis (29) BMo32%

Genetic algorithms (29) [ ERYEN

Uplift modeling (15) Haia2%

www.kdnuggets.com/polls/2011/algorithms

-analytics -data - mining.html




Lembre que algoritmos induzem os clusters

U Osclustersa sereminduzidosdependentle umaseérie
defatoresalémdosdadospropriamentalitos

U medidasde dis(similaridade),indicesde avaliacao,
parametroslefinidospelousuarioetc

U fortementedependentdodominio/ problema

U Na perspectivale Aprendizado de Maquina (AM) ha
umarelacaoccomo conceitode biasindutivo:

U projetistadefineo queo computadoipodeaprender

U existencentenagidealgoritmos..



Métodos particionais e hierarquicos

AParticionais: constroem uma particdo dos dados

AHierarquicos: constroem uma hierarquia de particées

A \éf
2
A/ \/
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St

Keogh E. AGentleIntroductionto Machine Learningand Data Mining forthe DatabaseCommunity SBBD 2003, Manaus.



Agrupamento x Classificacao

N . :’:? .
$ 4
. Agrupamento:
Py ...:. Inducao de grupos
9 - Pes a partir da base
2,0 - de dadOS
L 4 i »
% 4 % % '
10 %%9: e s
0,0 . “ 10 2;0 3,0 4,0 5,0 6,0 7,0

U Grupos obtidos serao entao cuidadosamente estudados



5,0 ’%ﬁ3 Classe 1 «
Base de treinamento com
Classe,2 dados rotulados:
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Ciclo de modelagem em agrupamento

Representacao dos Dados
Base de Dados — (atributos e (dis)similaridades)

!

Validacao — Escolha/configuracao de um
(encontramos clusters?) algoritmo e critérios de avaliacao

]

Interpretacao do Agrupamento

Nota: emqualquer etapa
podemos ter que retornar a uma

Descoberta de conhecimento ? etapa anterior
(Especialista de Dominio)
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Preliminares

Definicdo. Considerandoum conjunto de N objetos a serem
agrupadosX = {Xxy, X,, ..., X5}, Umaparticao (rigida)é umacolecéao
dek gruposnaosobreposto® ={C,, C,, ..., C,} talque

C,CC,C...CC,=X
C..A
C, £C,=A parai, |

U Exempla P ={ (Xy), (X3, X4, Xg), (X2, Xs5) }



Definicdo. Uma Matriz de Particao € umamatrizcomk linhas
(no. degrupos)e N colunag(no. deobjetos)naqualcadaelemento
m indicao grau de pertinénciado j-esimoobjeto (x;) aoi-€simo
grupo(C)):

em, m, 3 Mo
e u
U(X) — é@l nZz 3 nZN L:J
e 6 4 U
e u
am, m, 3 My

Se essamatriz for binaria, ou seja, | {0,1} e, ainda,se a
restricaoa;(/m) = 1 "] for respeitada.entao denominase de
matrizde particiorigidaou semsobreposicao



Exemplo de matriz de particao considerandaima particaoP =
{(X1), (X3.X4:Xg), (X2,X5)} t€MOS

& 0 0 0 0 Og
UX)=0 1 0 0 1 0f
O 0 1 1 0 1y

U Algoritmosparticionaissemsobreposicabuscam/explicitaou
Implicitamente) por uma matriz de particao rigida de um
conjuntode objetosX.

U Haoutrasclasseslealgoritmos?



Particionamento combinatorio

Problema: Presumindague k sejaconhecido o no. de possiveis
formasdeagrupam objetosemk clusterse dadopor (Liu, 1968):

NM (N, K) = —a( 1) %g

-|O

A Por exemplo,NM(100, 5) © 56.6x10°7. Em um computador
com capacidadeale avaliar 10° particbes/s)evaria® 1.8x10°°
séculogaraprocessatodasasavaliacdes

A Comok emgeralé desconhecidgroblemaé aindamaior.

A Em problemas NP-Hard, precisamos de formulacdes
alternativas



Agenda

A Motivacdo e conceitos

A Defini¢cdes preliminares

A k-means

A Estimando o namero de clusters a partir dos dados
A Bisecting k-means

A k-medoids

A EM para misturas de Gaussianas

A Avaliacdo de agrupamentos



Algoritmo k-means

C Muito bem estudaddfacQueen, 1967; Kulis &
Jordan, 201p

C Conceitualmente simples e facil de implementar

C Um dos algoritmos mais utilizados pgaatica:

AWu, X. and Kumar, V. (Editors), The Top Ten
Algorithms in Data Mining, CRCPress, 20009.

D LA 1]
« ad Kiwra wdoe EN0Don s Ser ae

AX. Wu et al., i T olp Algorithms in Data Mi n i g 0 FsHares
Knowledge and Information Systems vol. 14, pp. [ aSlgaatanns

1-37, 2008. in Data
Mining




1)

2)

3)

4)

Escolher aleatoriamenkgorototipos (centros) pa
0s clusters (grupos)

ra

Atribuir cada objeto para o cluster de centro mais

proximo(segundo alguma medida de distancia
e.g. Euclidiana)

Mover cada centro para a mediaiitroide dos
objetos do cluster correspondente

Repetir os passos 2 e 3 até que algum critério
convergéncia seja obtido:

- nUmero maximo de iteracoes

- limiar maximo de mudancas noantroides

de




Escolher 3 centrasiciais:
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Slides desse exemplo s&o baseados no curso de Gregory
Piatetsky-Shapiro, disponivel em http://www.kdnuggets.com



Atribuir cada objeto ao cluster de centro mais proximo:
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Mover cada centro para o vetor medio do clustentfoide:
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Reatribuirobjetosaosclustersmaisproximos..
Quaismudaraade cluster?
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Resp:
2 objetos
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Recalculavetoresmédios




Movercentrosdos clusters:




Exercicio:

Objeto x; X1 Xio
1 2
2 2 1
3 1 1
4 2 2
5 8 9
6 9 8
7 9 9
8 8 8
9 1 15
10 2 15
11 1 14
12 2 14

Xi2
16.00 -
14.00
12.00
10.00

8.00 b
6.00 4
4.00 -
2.00 1
0.00

oo
TS

* e

L4
¢

' - ! 1 X

0 2 4 6 8 10
Executark-meanscomk = 3 nosdadosacima
a partir dos prototipos[6 6], [4 6] e [6 1Q].
Quais foram as particoes e 0s centroides
obtidos?



k-means sob a perspectiva de otimizacao
Algoritmo minimiza a seguinte funcao objetivo:

J :.alf. a d(xj’)_(c)2

c=1 x;1 C,

U Minimizar J equivale a minimizar as variancigra-cluster

U Para facilitar o entendimento, vamos reescrever o problema de
otimizacao...



- Consideremos:
- conjunto de objetoX = {Xy, X5, ..., Xy}
- conjunto dek centroidegjuaisquer Xy, X, ..., X}

- Podemos reescrever o critério SSE de forma equivalente com

k
“Am=1"j;mi{o1
c=1

- Desejamos minimizal com respeito aX_} e {ngj}

J = aaﬂz,\

]=1 c=1

- Podesefazerissovia umprocedimentaterativo (2 passok
a) Fixar{X.} € minimizarJ com respeito a4z} E)

b) Minimizar J comrespeitoa{x.}, fixando-se {7z} (M)



K
aan:]-"j , m | {0’1}
c=1

a) Fixar {X.} e minimizarJ comrespeitoa{ 72} (PassoE)
- Termosenvolvenddiferenteg sadoindependentes
- Logo, podeseotimiz&los separadamente
- 1y =1 parac queforneceo menorvalor do erroquadratico
* Atribuir /73=1 para 0 grupo mais proximo.

J = aaﬂz,\

]=1 c=1

b) Minimizar J comrespeitoa{x}, fixandose{ng} (PassoM)

- DerivarJ comrespeitoacadax, eigualarazera .
a X,

D, J :5; md, [, - % x, - xc)]:zg mx,-x)=0 - |x =1L
= = am

=1




Sensibilidade em relacao a inicializacao

A Resultado pode variar significativamente dependendo da
escolha das sementes (prototipos) iniciais
A kmeanpode fificar presoodo em

Centros
iniciais

\.
e \ ®
objetos
N\

A Como evitar ... ?

Slide baseado no curso de GregoryPiatetsky-Shapiro, disponivel em http://www.kdnuggets.com



Exemplos i1 Inicializacao 1
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Exemplos i Inicializacao 2
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