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PSI 5886 – Prof. Emilio – 2018
Princípios de Neurocomputação

 Quartas feiras – das 18 hs às 21 hs
... ou (se combinamos) 18:30hs até 21:20hs

 Sala B2-12

 Prof. Emilio Del Moral Hernandez

 emilio@lsi.usp.br

18:10
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ICONE – EPUSP:  Grupo de Inteligência Computacional, 
Modelagem e Neurocomputação Eletrônica

Prof. Dr. Emilio Del Moral Hernandez 

Graduação em Engenharia Elétrica na EPUSP 

Doutorado em Engenharia Elétrica pela 
University of Pennsylvania (Upenn – Philadelphia)

Livre Docente da EPUSP, na àrea de
Neurocomputação Eletrônica e Sistemas Adaptativos

Atuante no IEEE e na IEEE - CIS

Contato: emilio.delmoral@usp.br / emilio@lsi.usp.br
Website do Grupo de Pesquisa: www.lsi.usp.br/ICONE
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O Perceptron Digital: y=signal( wi xi - )
(função de transferência tipo “degrau”)

 Viabiliza a classificação de padrões com 
separabilidade linear

 O algoritmo de aprendizado adapta os Ws de forma a 
encontrar o hiperplano de separação adequado

 Aprendizado por conjunto de treinamento
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E se a saída do nosso problema não for digital?
O “Perceptron Contínuo”: y=tgh( wi xi - ) 

 Que problemas de entradas contínuas  conseguimos 
atacar usando uma função de transferência tangente 
hiperbólica)

xi

xo

Hiperplano 
em que y=0

W.X > 0
y > 0

W. X < 0
y < 0

y

vetor W
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Cômputos mais complexos … são realizados 
pelo encadeamento de vários nós

Axônio

Dendritos

Sinapse

A conexão entre um axônio de um neurônio e um 
dendrito de outro é denominada Sinapse



4

55

55
Prof. Emilio Del Moral Hernandez

Três arquiteturas neurais importantes: 
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1) MLP                 2) Memória                  3) Mapas Auto-
- Multi Layer        Associativa                      Organizáveis 

Perceptron         de Hopfield                      de Kohonen

ou recorrentes em geral
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O Multi Layer Perceptron (MLP)

 Múltiplas entradas / Múltiplas saídas / Múltiplas camadas

 Variáveis (internas e externas) analógicas ou digitais 

 Relações lineares ou não lineares entre elas 

Decisão

Estimação

Proc. Não Linear de Sinais

Kolmogorov, Cybenko (~1990)
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Caso particular de uma rede de uma única camada de 
neurônios escondidos (e um neurônio na saída)

X yrede

RNAX yrede

“MLP de Cybenko”
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MBP – uma plataforma didática para redes neurais 
gratuita, de fácil uso e com 12 excelentes tutoriais

site http://mbp.sourceforge.net/

Ambiente desenvolvido pelo Prof. Noel Lopes e colaboradores 
– Instituto Politécnico da Guarda – Portugal 
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Exemplo de tela do ambiente MBP
definindo uma Rede Neural
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Algumas Telas do MBP
Mudando a função do nó neural
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Modelagem com o MLP
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Modelagem de um sistema por função de mapeamento X -> y 
(a RNA como regressor contínuo não linear multivariável)

X y

RNAX yrede

Assumimos que a variável y do 
sistema a modelar é uma função 
(normalmente desconhecida e 
possivelmente não linear) de 
diversas outras variáveis desse 
mesmo sistema

A RNA , para ser um bom 
modelo do sistema, deve 
reproduzir essa relação entre X 
e y, tão bem quanto possível

sistema a
modelar

y ... do mundo 
analógico 
(contínuo)
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RNAs como reconhecedor de padrões ...

X
X é um “padrão” notável?

Sim (  )  Não (  )

RNAX yrede    +1 (   )      - 1  (   )

... ou alternativamente  
yrede > 0 (   )     yrede < 0 (   )

sistema a
modelar

y ... mundo binário 
(sim x não)
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Capacidade de reconhecimento de padrões em 
casos complexos NÃO LINEARES

Com as RNAs, a hipersuperfície de separação entre 
classes vai muito além dos hiperplanos
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O Conjunto de treinamento como amostragem do 
universo (infinito) de possibilidades (X ; y)

X y

RNAX yrede

O sistema a modelar na 
prática não é observável em 
todas as infinitas situações 
possíveis para as entradas X. 

Somente o observamos em 
“casos” , ou seja, amostras 
isoladas de X e dos  
correspondentes y. 

Esses casos isolados, 
supostamente muitos e 
representativos, formam o 
conjunto de treinamento, ou 
seja, um “retrato amostrado” 
do sistema real.

Tabela 
de 

amostras
(X ; y)

sistema a
modelar
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Conjunto de treino em arquiteturas supervisionadas (ex. 
clássico: MLP com Error Back Propagation)

X y

RNAX yrede

A computação desejada 
da rede pode ser definida 
simplesmente através de 
amostras / exemplos do 

comportamento requerido

Conjunto 
de M 

Amostras
(X ; y )

Aprendizado: Espaço de pesos W é explorado 
visando aproximar ao máximo a computação da 

rede da computação desejada 





M
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M
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_. EqmW  

Sistema Físico, 
Econômico, 
Biológico ...

S

... em loop ...
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De onde vem o grande 
poder do MLP?
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Cybenko – Enunciado da Prova ... (premissas + resultado)
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Cybenko – Enunciado da Prova ... (premissas + resultado)

yrede(X) X

Wi : vetor de pesos do nó escondido i

viési : viés do nó escondido i
sigmoidal

elementos do vetor de pesos do nó linear de saída Ws

número de nós escondidos
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yrede(X) Fescondida_sistema(X)

Limite de erro
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Cybenko – a prova matemática, disponível para 
download na internet, é bastante complexa
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Questões intrigantes, p/ esta aula e p/ pensar em casa ...

- No que impacta escolhermos o “epslon” de Cybenko de alto valor? O 
que muda na estrutura de Cybenko com isso?

- No que impacta escolhermos o “epslon” de Cybenko de baixo valor?
- Como definimos o número de nós da primeira camada do MLP ? Isto 

pode ser definido a priori, antes de testar o seu desempenho? (por 
exemplo com base no número de entradas da rede e/ou com base no 
número de exemplares de treino M?)

- O que ganhamos e o que perdemos se escolhermos usar POUCOS nós 
na construção rede neural? 

- O que ganhamos e o que perdemos se escolhermos usar MUITOS nós 
na construção da rede neural? 


