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IV. Noções de probabilidades


IV. NOÇÕES DE PROBABILIDADES

4.1 Por que precisamos aprender probabilidades?

Nas aulas anteriores vimos as diversas formas de apresentar os dados visando captar as informações subjacentes nesses. Observamos, por exemplo, que o desempenho dos alunos da 5ª série na prova de matemática e na escala de atitudes varia segundo a escola (pag. 27). Os alunos da escola 1 têm atitudes tendendo ao negativo e com baixo desempenho, enquanto que os alunos da escola 2 mostram um bom relacionamento com a matemática, e os alunos da escola 3, mostram um desempenho intermediário entre as duas escolas. 

Mas, como saber se essas diferenças são estatisticamente significativas? Como saber se o baixo desempenho dos alunos da escola 1 é apenas fruto do acaso? E, isso, porque estamos trabalhando com amostras, uma vez que a prova foi aplicada uma única vez, além disso, esses alunos podem estar vindo de uma população maior, onde, mesmo que tenhamos escolhido aleatoriamente, podemos, por acaso, termos escolhido os alunos com os piores desempenhos. Então, como podemos afirmar que as crianças das escolas tem desempenhos diferentes?

Esse é um exemplo típico em que precisamos tomar uma decisão em condições de incertezas. Observamos que para fazer um estudo desta natureza, parte-se do pressuposto de que todos os alunos vem de uma população “normal”, de condições similares, no sentido de maturidade física, afetiva, intelectual, tendo visto os mesmos conteúdos da matemática, ou seja, que as diferenças entre o desempenho se deva apenas a forma como a Matemática foi aprendida e ensinada,  o que está atrelada à escola que, no caso, estamos pressupondo ser o fator determinante na explicação das possíveis diferenças. Este é um exemplo que será tratado pela Análise de Variância, mais adiante. Por enquanto é necessário entender o processo probabilístico subjacente na análise. Precisamos de dois conceitos, o de amostragem e o da distribuição de uma variável, ou seja,  do conceito de probabilidade.

Suponhamos que a população de estudo está composta por todos os alunos que estão cursando a 5ª série, nas três escolas, onde estamos medindo duas variáveis: o desempenho, através da nota e a atitude frente a matemática, através da escala de atitude:

População: todos os alunos da 5ª série das três escolas 

X: nota na prova de matemática  ( quantitativa contínua ( toma valores de zero a dez

Y: valor na escala de atitude ( quantitativa contínua ( toma valores de 20 a 80

Observa-se que estas variáveis (funções) são diferentes de uma função, matemática ou física, como, por exemplo, a função velocidade, que depende do espaço e o tempo, que, se conhecidos, é possível conhecer apriori valor  da velocidade, ou seja, tem um caráter determinístico. Já a nota em uma prova não pode ser conhecida apriori, depende de uma série de fatores probabilísticos. Vejamos que fatores são esses:

Analisando o desempenho do aluno nas provas:

Aluno  
 Prova1  
Prova2  
prova3   ...

(    (    (    (    
Desempenho do aluno em Matemática ( X: nota do aluno em Matemática

(análise longitudinal)

Espera-se que o aluno tenha um desempenho e que as diversas provas irão medi-lo, com certa fidedignidade. Isto não significa que o aluno sempre obterá a mesma nota em todas as provas, haverá uma variação aleatória, que pode ser considerada erro de medição, fruto de vários fatores, tais como, calibração da prova (nível de dificuldade), do estado emocional do aluno, de ter estudado ou não na véspera, entre outros.

A variável nota do aluno é chamada de variável aleatória. Veremos , adiante, a definição deste conceito. Esta variável aleatória terá como média (esperança matemática) o desempenho do aluno em matemática (parâmetro), as provas são apenas amostras, medições da variável. Espera-se que a maioria das notas fiquem muito próximas da média e que a variação seja pequena, esse comportamento é conhecido como distribuição normal. 

Se medíssemos  infinitas vezes o desempenho do aluno e se seu desempenho seguisse uma distribuição normal, com média 7,0 e desvio padrão 1,0, o formato da distribuição das notas deste aluno seria: 
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Figura 15. Distribuição da nota de um aluno em Matemática

Analisando o desempenho dos alunos em uma prova:

Prova 

  aluno1    aluno2     aluno3 ...
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Desempenho dos alunos em uma prova de Matemática ( X: nota dos alunos na prova

(análise transversal)

Da mesma forma podemos supor que a prova foi calibrada para ter uma média de 7,0 e um desvio padrão de 1,0. Nesse caso, a distribuição das notas com esses parâmetros será o mesmo da Figura 15.

Ou seja, temos duas variáveis aleatórias interagindo simultaneamente, uma fruto do desempenho do aluno e outra, da prova. Além dessas variações, existe outro fator, que tornará mais complexo o mundo de probabilidades subjacentes nesta análise, que é resultante do processo de amostragem.

Analisando a variabilidade inerente ao processo de amostragem:

População (N alunos)

  
       Amostra (n alunos; n<N)
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Onde:

X: nota dos alunos na prova de Matemática

é a nota média de todos os alunos (parâmetro populacional)


[image: image91.png]


: é a média amostral, depende dos alunos que comporão a amostra, que depende das leis de probabilidades. 

Assim, o presente capítulo tem por objetivo apresentar a teoria de probabilidades subjacente no processo estatístico.

4.2 Introdução à probabilidades

A principal preocupação da estatística é tirar conclusões acerca dos parâmetros populacionais, baseando-se nos resultados observados em uma amostra. Quando a  amostra é selecionada aleatoriamente não podemos determinar, ou prever apriori, os resultados (experimento aleatório). Contudo, podemos construir modelos probabilísticos que permitem calcular as chances de ocorrência dos possíveis resultados, através da teoria de probabilidades.

Suponha que você deseje conhecer a chance relativa teórica de sair cara no experimento lançar “n” vezes uma moeda não viciada. Existem duas formas de abordar o problema, uma através da experimentação e a outra através de um modelo probabilístico.

Através da experimentação, observamos a freqüência relativa com que cara aparece nos “n” lançamentos. Se repetirmos o experimento teremos outra freqüência relativa observada, que não necessariamente é igual a anterior, mas esperamos que esteja muito próximo dela. Assim, se repetirmos várias vezes os “n”  lançamentos, esperamos que as freqüências observadas convirjam  para  um número chamado probabilidade. Buffon e Pearson realizaram esse tipo de experimento com os seguintes resultados:

Estimativa da probabilidade através das freqüências observadas

Buffon
Pearson

Possíveis

resultados
Freqüência

Absoluta
Freqüência Relativa
Freqüência Absoluta
Freqüência Relativa

Cara
2048
0,5069
12012
0,5005

Coroa
1992
0,4931
11988
0,4995

Total
4040
1,0000
24000
1,0000

Outra forma de se chegar a freqüência relativa teórica á através da construção de um modelo probabilístico teórico sob certas suposições adequadas. Assim, no exemplo, sabemos  que existem somente dois possíveis resultados: cara ou coroa, sendo que as duas faces tem as mesmas chances de ocorrer. Então, a freqüência  relativa teórica para a ocorrência de cada resultado é ½ ou 0,5.

Possíveis resultados
cara
coroa
total

Freqüência teórica
½
½
1

Este modelo representa de forma adequada o resultado do experimento e, quando falamos de probabilidades da ocorrência dos possíveis resultados do experimento, estamos no referindo as chances teóricas deles acontecerem.

A partir de fenômenos ou experimentos aleatórios pode-se construir modelos probabilísticos, baseados em certas suposições teóricas adequadas,  que reflitam seus comportamentos, de maneira que seja possível determinar as chances de ocorrência  (probabilidade) dos possíveis resultados (espaço amostral), sem precisar de realizar o experimento.

4.2.1 Experimento e fenômeno aleatório

É aquele que repetido em condições idênticas produz geralmente resultados distintos. Por exemplo jogar uma moeda não viciada, sabemos que a chance de sair cara é 50%, mas não conseguimos prever com exatidão o resultado da jogada, mesmo controlando todas as circunstâncias relevantes ao experimento (jogar a moeda).

O conceito de fenômeno aleatório é ligeiramente diferente do conceito de experimento aleatório. Nos experimentos aleatórios podemos controlar, de certa forma, fatores alheios ao problema os quais podem influenciar os resultados do experimento, além disso, podemos “reproduzir” o experimento com certa margem de liberdade.

Já nos fenômenos aleatórios nós somos meros observadores, os fenômenos aleatórios tratados pela estatística são aqueles que possuem “regularidade estatística”, isto é, são observáveis e suceptíveis de repetição (ver exemplos na Tabela 6, página 55).

Espaço amostral ( ( )

É o conjunto formado por todos os possíveis resultados de um experimento ou fenômeno aleatório

Espaço amostral discreto: quando as realizações do experimento denotam uma qualidade ou são resultados de uma contagem, o espaço amostral é dito discreto, isto é, suceptível de enumeração (finita ou infinita), nesse caso, cada possível resultado é chamado de evento elementar  {wi}.

( = { {w1}, {w2}, {w3}, ... }

onde 

· cada {wi} representa um único possível resultado;

· a união de todos os eventos elementares compõem o espaço amostral;

· a interseção de qualquer par de eventos elementares  é o conjunto vazio, ou seja, são mutuamente exclusivos.

Espaço amostral contínuo: quando as realizações do experimento são resultados de uma mensuração, isto é, os possíveis resultados não são enumeráveis, o espaço amostral é chamado de contínuo. Neste caso, não faz sentido  falar em eventos elementares e, em geral, os eventos estão constituídos por intervalos (ver Tabela 6, pag. 55).

Tabela 6. Exemplos de alguns experimentos e fenômenos aleatórios

Nº
Experimento
Tipo
Tipo
Espaço amostral
Variáveis aleatórias

1. 
Lançar uma moeda três vezes 
Experim
Discreto
( = { CCC, CCX, CXC, XXC,

CXX,XCX, XXC, XXX}
número de caras

número de lançamentos até aparecer cara

2. 
Escolher aleatoriamente uma amostra de três alunos da disciplina de estatística (*)
Experim
Discreto
(1 = {ABC, ACD, ABE,... }

(2 = {AAA, AAB, AAC,... }
número de alunos de sexo masculino

3. 
Lançar  dois dados
Experim
Discreto
( = { (1,1) (1,2), ... (6,6) }
soma dos valores das faces

diferença entre os valores das faces 

4. 
Escolher aleatoriamente eleitores e perguntar em quem irão votar para presidente
Experim
Discreto
( = {Lula, FHC, CG, E, X}
número de eleitores quem votarão no candidato X

5. 
Escolher aleatoriamente uma mulher e anotar o número de filhos vivos 
Experim
Discreto

Contínuo
( = { 0, 1, 2 ... }

( = { X;  12  (  X  (  50 }
número de filhos vivos por mulher

idade em que engravidou a primeira vez

6. 
Observar o número de casos de meningite por mês 
Fenômeno
Discreto
( = { 0, 1, 2 ... }
número de casos de meningite por mês 

número de casos por sexo, por faixa etária, ...

7. 
Aplicar uma prova de Matemática de 5 questões, com duração de duas horas
Experim
Contínuo

Discreto

Contínuo
( = { X;   0  (  X  (  10}

( = { 0, 1, 2, 3, 4 e 5}

( = { X;  0  (  X  (  2}
nota na prova de Matemática (nota)

número de questões erradas

tempo que demorou para responder a prova

8. 
Aplicar a escala de atitudes frente a Matemática e observar a pontuação
Experim
Contínuo
( = { X;  20  (  X  (  80 }
Valor na escala de atitudes

9. 
Observar a reprovação em Matemática dos alunos de 5ª séries por turma 
Fenômeno
Contínuo
( = { X;  0%  ( X  ( 100%}
Porcentagem de alunos reprovados por turma 

10. 
Observar o tempo de vida (até queimar) de uma lâmpada 
Experim
Contínuo
( = { X;  X  ( 0 }
Tempo de vida da lâmpada (em horas)

11. 
Observar a quantidade de chuva mensal
Fenômeno
Contínuo
( = { X; 0 ( X  ( M }

M suficientemente grande, porém limitado
Quantidade de chuva mensal (em mm)

(*) Depende do tipo de amostra: sem o com reposição

Evento (A): É todo subconjunto do espaço amostral

Por exemplo, no experimento 3, lançar dois dados:

A= { pelo menos uma face é número par: todos os pares sombreados}

B= {as duas faces tem o mesmo valor: (1,1), (2,2), (3,3), (4,4), (5,5), (6,6)}

(1,1)
(1,2)
(1,3)
(1,4)
(1,5)
(1,6)

(2,1)
(2,2)
(2,3)
(2,4)
(2,5)
(2,6)

(3,1)
(3,2)
(3,3)
(3,4)
(3,5)
(3,6)

(4,1)
(4,2)
(4,3)
(4,4)
(4,5)
(4,6)

(5,1)
(5,2)
(5,3)
(5,4)
(5,5)
(5,6)

(6,1)
(6,2)
(6,3)
(6,4)
(6,5)
(6,6)

No experimento 7, aplicar uma prova de Matemática:

A= { o aluno obter uma nota menor que 6}  ( A={X;  X < 6)

B= { o aluno tirar notas entre 7 e 9} ( B={X; 7 < X < 9}

Operações com eventos: Sejam A e B dois eventos associados a um espaço amostral

União A ( B:  implica na ocorrência

de pelo menos um dos eventos

Interseção A ( B: quando os dois 

evento ocorrem simultaneamente
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

Diferença simétrica A ( B: 

ocorre apenas um dois evento

Eventos mutuamente exclusivos: quando a interseção deles é o evento impossível 
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Evento seguro {(}: ocorre sempre

Evento impossível { ( }: nunca ocorre

4.2.2 Definição frequentista de probabilidade

A freqüência relativa de um evento é definida como o quociente entre o número de casos favoráveis ao evento e o número total de observações. Por exemplo, quando lançamos uma moeda não viciada, a freqüência relativa de cara é:

[image: image44.wmf]V(X)

n

=

s

2


Buffon encontrou  essa freqüência igual a 0,5069 em 4.040 lançamentos, enquanto que Pearson achou 0,5005 em 24.000 lançamentos, sendo que a freqüência teórica é ½ . Observa-se como estes experimentos foram tentativas  de montar um modelo probabilístico, isto é, atribuir probabilidades aos resultados do experimento.

Então podemos definir a probabilidade de sair cara como o limite para onde a freqüência relativa tende quando o número de ensaios tende para infinito:
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Quando a variável é contínua, a freqüência relativa é dada em termos de intervalos ou faixas, por exemplo, a freqüência relativa de alunos das três escolas cujas notas variam de 4 a 6:
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Então, a estimativa da probabilidade de que um aluno tenha notas entre 4 e 6 será 0,4130.

Ao falarmos de probabilidades em termos de freqüência relativa, temos em mente o número em torno do qual os valores das freqüências relativas se concentram quando o número de repetições do experimento tende ao infinito. Esta é a definição frequentista de probabilidade, mas é uma definição que tem uma série de limitações. Logo definiremos a probabilidade axiomaticamente.

4.2.3 Definição axiomática de probabilidade

Probabilidade é uma função que associa a cada evento A, do espaço amostral, um número P(A), chamado de probabilidade do evento A, satisfazendo os seguintes axiomas:

Axioma 1: P(A) ( 0

Axioma 2: P() = 1

Axioma 3: Se A e B são dois eventos disjuntos, isto é, A (B= 

então: P(A ( B)= P(A)+ P(B)


      Em geral:

      Se A1, A2, A3, ..., são eventos disjuntos de tal que Ai ( Aj = para todo i(j, 

      então: P(A1( A2(... An)= P(A1) + P(A2)+...P(An)

Exemplo: experimento lançar uma moeda
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Exemplo: aplicar a prova de Matemática (se tivesse uma distribuição normal):
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                      X: Nota na prova de Matemática                                    P: probabilidade
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Onde:

No exemplo das notas: 0  ( x  ( 10 ;   e    

Em geral: - ( ( x  ( +( ; - ( (  ( + (  e    ( 0

Propriedades:

Propriedade 1: 0 (  P  ( 1

Propriedade 2: P() = 0

Propriedade 3: P(Ac)= 1 -  P(A)

Propriedade 4: Se A está contido em B, então P(A) (  P (B)

Propriedade 5: P(A ( B)  (   P(A) +  P(B) e isto devido a:



 P(A ( B)   =  P(A) +  P(B) – P(A (B)

Vejamos através de um exemplo como se atribui probabilidades aos eventos. No experimento lançar uma moeda, suponha que temos quatro funções P1, P2, P3, e P4, tais que:

Evento
P1
P2
P3
P4

Cara
½
¼
0
1/3

Coroa
½
¾
1
¼

Total
1
1
1
7/12

Observamos que com exceção de P4, as três primeiras funções são de probabilidade, pois cumprem com os axiomas.  Agora  a pergunta é: qual das três funções devemos escolher para atribuir probabilidade aos eventos? Isto depende do experimento, se a moeda não for viciada, P1 é a função mais apropriada. Se ambos lados da moeda forem cara, então P3 é a mais adequada. Se suspeitamos que a moeda está carregada para sair coroa, “talvez” P2 seja a função mais adequada para representar o experimento, em todo caso devemos recorrer a freqüência relativa para estimar os valores.

4.2.4 Probabilidade condicional
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A probabilidade condicional de

um evento A dado a ocorrência

do evento B é definida por:

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Logo, a probabilidade da interseção de dois eventos, pode ser obtido multiplicando as probabilidades,  conhecido como a regra da multiplicação:

P(A(B)= P(A/B)*P(B)

No exemplo dos dois dados, página 56:

A= { pelo menos uma face é número par: todos os pares sombreados}( P(A)=27/36

B= {as duas faces tem o mesmo valor: (1,1), (2,2), (3,3), (4,4), (5,5), (6,6)}(P(B)=6/36

A(B ={(2,2),(4,4),(6,6)}( P(A(B)=3/36
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Estas probabilidades são muito utilizadas na área de medicina, principalmente para avaliar a qualidade dos testes utilizados para diagnosticar doenças e situações clínicas, vejamos um exemplo:

Diagnóstico
Probabilidade

Grávida
Positivo
Negativo
marginal

Sim
P[grávida ( positivo]
P[grávida ( negativo]
(=P[falso negativo]
P[Grávida]

Não
P[nãográvida ( positivo]
(=P[falso positivo]
P[nãográvida ( positivo]
P[Não grávida]

Probabilidade

Marginal
P[positivo]
P[Negativo]
1,00

Aqui estamos trabalhando com duas variáveis: gravidez e diagnóstico. As probabilidades isoladas de cada variável são conhecidas como probabilidades marginais, e isto porque são calculadas à margem da outra variável; já as probabilidades das interseções são conhecidas como probabilidades conjuntas, pois são calculadas através da ocorrência das duas variáveis simultaneamente. 

Neste tipo de análise estamos interessados nas seguintes probabilidades:

(=P[falso negativo], que é a probabilidade do teste não detectar a gravidez, quando a

          mulher está grávida (erro de diagnóstico)

(=P[falso positivo], que é a probabilidade do teste detectar a gravidez, quando a

          mulher não está grávida (erro de diagnóstico)

Especificidade de um teste é a probabilidade que o resultado do teste dê negativo dado que a mulher não  está grávida = P(-/N)

Sensibilidade de um teste é a probabilidade que o resultado do teste dê positivo dado que a mulher está grávida = P(+/G)

A qualidade do teste são medidos por esses indicadores.

Usando o diagrama da árvore para ilustrar melhor as probabilidades
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Sensibilidade do teste
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Suponha que 300 mulheres, que suspeitavam que estavam grávidas, fizeram o teste para diagnosticar a gravidez, com os seguintes resultados:

Grávida
Diagnóstico
Total


Positivo
Negativo


Sim
216
24


Não
18
42
60

Total

66
300

             Probabilidades conjuntas

probabilidades marginais

             P(G(+) =216/300=0,72

P(G) =240/300=0,80

(=P[falso negativo]( P(G( -) =  24/300=0,08

P(N) =  60/300=0,20

(=P[falso positivo]( P(N(+) =  18/300=0,06

P(+) = 234/300=0,78

             P(N( -) =  42/300=0,14

P(-) =   66/300=0,22

Probabilidades condicionais
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Usando o diagrama da árvore:
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P(+/G)
+
P(G ( +)=0,8*0,9=0,72
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  P(N)=0,2
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Probabilidade Total

P(+)=P(G ( +) + P(N ( +)  = 0,72 + 0,06 = 0,78

P(-)=P(G ( -) + P(N ( -)  = 0,08 + 0,14 = 0,22

Teorema de Bayes

Dado que você recebeu o laudo do teste e o resultado é positivo, qual é a probabilidade de que o laudo esteja errado:
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4.2.5 Independência de eventos

Dois eventos A e B são independentes se a ocorrência de um deles não interfere não ocorrência do outro:
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Logo, dois eventos são independentes se a probabilidade da interseção é igual ao produto de suas probabilidades isoladas, ou ainda, se a probabilidade conjunta é produto das probabilidades marginais.

No exemplo do diagnóstico da gravidez:

P(G ( +)= 0,72

P(G)=0,80  e P(+)=0,78 ( P(G)*P(+)=0,80*0,78=0,624

Logo P(G ( +) ( P(G)*P(+)   ( portanto são eventos dependentes.

O conceito de independência é crucial na análise estatística, principalmente na escolha das amostras. Vejamos um exemplo atrelado a seleção de uma amostra. Suponha que desejamos estimar a proporção de homens e a idade média dos alunos da disciplina de Estatística, composto por 11 alunos (N=11),  dos quais dois são homens. Suponha que para estimar esses parâmetros selecionamos uma amostra de tamanho três (n=3).

4.2.6 Amostragem sem reposição

Quando a população é finita, a amostragem sem reposição gera dependência entre os elementos que compõem a amostra. Vejamos como varia a população a cada sorteio:

1º sorteio

N=11

2º sorteio

N=10

3º sorteio

N=9






H
(((((
((((



(((((
(((((




H

M
((((
(((((

((((((
(((((






M

H
(((((
((((



(((((
(((((






M
(((((
(((    (

Sejam os eventos:

H1={o aluno selecionado no primeiro  sorteio é de sexo masculino}

M1={o aluno selecionado no primeiro sorteio é de sexo feminino}

H2={o aluno selecionado no segundo  sorteio é de sexo masculino}

M2={o aluno selecionado no segundo  sorteio é de sexo feminino}

H3={o aluno selecionado no terceiro   sorteio  é de sexo masculino}

M3={o aluno selecionado no terceiro   sorteio é de sexo feminino}

P(H1) = 2/11  ( P (H2 /H1 )=1/10 ( P(H3 /H1H2)=0

P(M1)= 9/11  ( P (M2 /M1 )=8/10 ( P(M3 /M1M2)=7/9

P(H1H2H3 )  =P(H1) *P(H2 /H1 )* P(H3 / H1H2) = (2/11)*(1/10)*(0/9) = 0

P(M1M2M3 )=P(M1)*P(M2 /M1)* P(M3 /M1M2)= (9/11)*(8/10)*(7/9) = 504/990

Assim por diante...

1º sorteio

(N=11)

2º sorteio

(N=10)

3º sorteio

(N=9)

Eventos
Proba-bilidades














0
H3
H1H2H3
0/990



1/10
H2









1
M3
H1H2M3
18/990


H1







2/11



1/9
H3
H1M2H3
18/990



9/10
M2









8/9
M3
H1M2M3
144/990














1/9
H3
M1H2H3
18/990



2/10
H2





9/11



8/9
M3
M1H2M3
144/990


M1











2/9
H3
M1M2H3
144/990



8/10
M2









7/9
M3
M1M2M3
504/990

4.2.7 Amostragem com reposição

Já na amostragem com reposição os eventos se tornam independentes:

P(H1 )          = 2/11  

P (H2 / H1 )   = P(H2) = 2/11 


P(H1) = P(H2) = P(H3) = 2/11

P(H3 / H1H2) = P(H) = 2/11

Ou seja, a probabilidade do aluno sorteado ser homem independe do sorteio e dos resultados anteriores. Logo podemos trabalhar apenas com os evento:

H={o aluno selecionado é de sexo masculino}

M={o aluno selecionado é de sexo feminino}

P( H1H2H3 )  = P(HHH)  = P(H) *P(H)* P(H) = (2/11)*(2/11)*(2/11) =(2/11)3
P(M1M2M3 ) = P(MMM)= P(M)*P(M)*P(M) = (9/11)*(9/11)*(9/11) =(9/11)3
E assim por diante...

Em geral, se  P(H)=p e P(M)=q, onde q=1-p, teremos a seguintes probabilidades:

Eventos
Sem reposição
Sem reposição
Sem reposição 

em geral









H1H2H3
0/990

(9/11) 0*(2/11)3


p3









H1H2M3
18/990

 (9/11)1*(2/11)2 

 q 
p2









H1M2H3
18/990

(9/11) 1*(2/11)2

q 
p2









H1M2M3
144/990

(9/11)2*(2/11)1

q2 
p









M1H2H3
18/990

(9/11)1*(2/11)2

q 
p2









M1H2M3
144/990

(9/11)2*(2/11) 1

q2 
p









M1M2H3
144/990

(9/11)2*(2/11) 1

q2 
p









M1M2M3
504/990

(9/11)3*(2/11)0

q3


4.3 Variável aleatória

É qualquer função de número real, definida no espaço amostral associado a um experimento aleatório. Geralmente, quando o espaço amostral é formado por eventos que denotam qualidade, a variável aleatória tem um papel importante, pois transforma os eventos em números, facilitando o tratamento matemático destes. Já quando o espaço amostral é contínuo, via de regra, a variável aleatória é a própria identidade.

4.3.1 Variável aleatória discreta

No experimento escolher uma amostra de três alunos da disciplina para estimar a proporção de homens, podemos definir a variável aleatória X número de homens na amostra:

Seja X: número de homens na amostra:







X :   ( (
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Função de probabilidade de uma variável aleatória (amostragem sem reposição)
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X: número de homens na amostra (amostragem com reposição)

X
P(X)

p=2/11
P(X)

p=½
P(X)

p=¼
P(X)

p

0
(9/11)3=
0,5477
1/8
0,421875
q3 

1
3(9/11)2 (2/11) =
0,3651
3/8
0,421875
3q2p

2
3(9/11)(2/11)2=
0,0812
3/8
0,140625
3q p2

3
(2/11)3=
0,0060
1/8
0,015625
      p3

Total

1,0000
1
1,000000
1

4.3.1.1 Distribuição de Bernoulli

Uma variável aleatória X, que assume apenas dois valores 0 (fracasso) e 1 (sucesso) com a função de probabilidade

x
Fracasso

0
Sucesso

1
Total

P(x)
1-p
p
1

É chamada de variável aleatória de Bernoulli

Neste caso:

E(X)=p

V(X)=p(1-p)

4.3.1.2 Distribuição Binomial

Se repetirmos um ensaio de Bernoulli  “n” vezes, ou obtemos uma amostra de tamanho “n” de uma distribuição de Bernoulli, sendo que as repetições são independentes, ou seja, o resultado de um ensaio não têm influência nenhuma no resultado de qualquer outro ensaio, podemos definir a variável aleatória número de sucessos;

X: número de sucessos em n ensaios  ( X ~ B(n , p) 

Então X tem uma distribuição binomial, com parâmetros n e p, onde p é a probabilidade de sucesso no ensaio de Bernoulli e cuja função de probabilidade está dada por:


onde x = {0, 1, . . . , n}

E(X)=np

V(X)=np(1-p)

Esta distribuição é muito importante para a formação do estimador da proporção populacional.

4.3.2 Variável aleatória contínua

Como vimos anteriormente, via de regra, uma variável aleatória contínua é aquela que descreve a própria função de probabilidade associada a variável em estudo. No exemplo das notas na prova e dos valores na escala de atitudes frente a Matemática, observamos que estas são duas variáveis aleatórias, pois tem como domínio o espaço amostral e como imagem a probabilidade.

Toda variável aleatória contínua precisa de uma função de densidade de probabilidade, a partir da qual é possível calcular as probabilidades. A probabilidade para uma variável aleatória contínua é definida como a área contida no intervalo desejado e a função de densidade de probabilidade, logo não existe a probabilidade da variável tomar exatamente um valor.

Retomando o exemplo da página 58 ( X: notas na prova de Matemática



x









(



(


















0    1     2      3     4      5     6      7      8     9     10                   0                           1

                      X: Nota na prova de Matemática                                    P: probabilidade

4.3.2.1 Distribuição normal

Se X tem uma distribuição normal de parâmetros  e , sua função de densidade probabilidade é definida assim:


Onde:
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e f(x) ( 0 para todo x que pertence aos reais

No exemplo das notas: 0  ( x  ( 10 ;   e    

Figura 16. Distribuição das notas na prova de Matemática
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A probabilidade de que um aluno escolhido aleatoriamente tenha notas entre 4 e 6, área sombreada na Figura 16, é calculada como a área contida no intervalo [ 4 ; 6 ] e a função de densidade de probabilidade. Esta área é calculada através de um processo de integração, muito laborioso. Felizmente existe uma tabela pronta que pode ser usada para calcular todas as probabilidades desejadas e os pacotes estatísticos já fornecem os valores.

Características da distribuição normal

A distribuição normal é simétrica

E(X)=

V(X

Figura 17. Histograma de 5000 números aleatórios gerados por uma

distribuição normal de média 7 e  desvio padrão 1
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A distribuição normal padrão: Z ~N (0,1)

A distribuição normal padrão é aquela cuja média é zero e cuja variância é 1. Existe uma tabela contendo as probabilidades.

A distribuição normal padrão: Z ~N (0,1)


[image: image5.wmf]
Leitura da tabela normal padrão

Probabilidades p tais que p = P(0<Z<Zc)

Parte in- teira e 1º decimal
Segundo decimal ( Zc


0
1
2
3
4
5
6
7
8
9

0,0























1,2








39973
40147













1,6




44950
45053

















1,9






47500
















2,3



49010



















2,5







49492
49506














4,5
49999
50000









Então:

P(0<Z<1,96)=0,475 ( P(Z<-1,96)=P(Z>1,96)=0,025

P(-1,96<Z,1,96)=0,95 ( conhecido como 1- ( ou nível de confiança

P(Z<-1,96) + P(Z>1,96)=0,05 ( conhecido como =5% ( ou nível de significância

[image: image6.wmf]
Alguns valores de Z para alfas clássicos:


Unilateral
Bilateral





1%
2,33
2,58

5%
1,64
1,96

10%
1,28
1,64

Padronização de uma variável aleatória N(2) 

Toda variável aleatória normal de média e variância 2 pode ser transformada em uma distribuição normal de média zero e variância igual a 1, usando a seguinte transformação:

Por exemplo:

X: notas dos alunos de matemática X ~N(7, 1)








        4
                 5

    6
             7
           8                   9
                 10


X-7:








      -3
                -2

   -1
             0
           1
        2
                 3

Neste caso não precisamos dividir pelo desvio padrão que este é igual a 1

X: valor na escala de atitude frente a matemática X ~N(50, 102)








20
       30

    40
              50
            60
         70
       80


X-50:








-30
      -20

   -10
               0
            10
         20                 30


(X-50)/10:








-3
  -2
    -1
        0            1           2             3

Calcule as seguintes probabilidades:

P ( X > 70 ) = P( Z > 2) ( Z = ( X - = ( 70 – 50 ) / 10 = 2

Mas a tabela nos dá o valor da probabilidade entre 0 e 2 ( P(0<Z<2)=0,47725

Como a distribuição é simétrica, logo o valor de metade da função é igual o ½, então podemos calcular  P(Z>2) pelo complemento


P(Z>2)= 0,50000 – P(0<Z<2)

            = 0,50000 – 0,47725


= 0,02275

                                 
        37                  50       59

P(37<X<59)=

padronizando 37: Z= (X = (37-50)/10=-1,7 ( P (-1,7<Z<0)=P(0<Z<1,7)=0,45543

padronizando 59: Z= (X = (59-50)/10=  0,9 ( P ( 0 <Z<0,9)=0,31594

P(37<X<59)= P (-1,7<Z<0) + P ( 0 <Z<0,9)=0,45543 + 0,31594 = 0,77137

Quadro 1. Distribuição Normal Padrão

(Prezado usuário, aqui deverá ser inserida a Tabela da Distribuição Normal Padrão, que pode ser encontrada em qualquer livro de Estatística Básica)

Quadro 2. Distribuição de qui-quadrado: (2
(Prezado usuário, aqui deverá ser inserida a Tabela da Distribuição de Qui-quadrado ((2), que pode ser encontrada em qualquer livro de Estatística Básica)

Quadro 3. Distribuição de Student

(Prezado usuário, aqui deverá ser inserida a Tabela da Distribuição de Student (t-student), que pode ser encontrada em qualquer livro de Estatística Básica)

Quadro 4. Distribuição F de Fisher-Snedecor

(Prezado usuário, aqui deverá ser inserida a Tabela da Distribuição F de Fisher-Snedecor, que pode ser encontrada em qualquer livro de Estatística Básica)

a) Estudando a normalidade das variáveis

O banco de dados RANDOM.SAV contem 1000 registros de números aleatórios gerados por várias distribuições:

Nor01         ( X ~ N (0,1)

Nor5010     ( X ~ N (50,100)

Normal

Nor71         ( X ~ N (7,1)

Chi1
       ( X~(21
Chi10
       ( X~(210


           Chi-quadrado

Chi30
       ( X~(230

F11
       ( X~F1,1

F110
       ( X~F1,10


F de Snedecor
F1010
       ( X~F10,10

t10
       ( X~t10 



t-student
t30
       ( X~t30

B3001
       ( X~B(30, 0.1)


Binomial

B3005
       ( X~B(30, 0.5)

P2
       ( X~P(2)


Poisson

P15
       ( X~P(15)

Logist01     ( X~Lg(0,1)
      (

Log-normal

O banco de dados RANDOM1.SAV contem 300 registros de números aleatórios gerados por várias distribuições:

Nor5010    (  X ~ N (50,10)
(  Normal

Uni2080    (  X ~ U (20,80)

(  Uniforme

Bin10005   ( X ~ B (100, 0.5)

Bin10003   ( X ~ B (100, 0.3)
       Binomial

Bin10007   ( X ~ B (100, 0.7)

Bin100005 ( X ~ B (100, 0.05)

Para estudar o grau de normalidade de uma variável aleatória devemos testar hipóteses, o que faremos posteriormente; por enquanto, vamos aprender a examinar o formato das variáveis e os gráficos que nos permitem avaliar de forma intuitiva se a variável em questão  pode ser modelada ou não por uma distribuição normal.

Usando o comando EXPLORE para examinar os dados:

(Statistics


(Summarize



(Explore




Escolha as variáveis





Plots ( escolha a opção para fazer os gráficos






  Normality plots with tests






  Spread vs level with Levene test

Saída do SPSS para as variáveis contidas no banco de dados RANDOM1.SAV:

Variável: NOR5010

 Valid cases:       300,0   Missing cases:        ,0   Percent missing:      ,0

 Mean       49,9015  Std Err      ,5811  Min        21,7907  Skewness     ,0880

 Median     49,8198  Variance  101,3192  Max        79,8518  S E Skew     ,1407

 5% Trim    49,8238  Std Dev    10,0657  Range      58,0610  Kurtosis    -,2301

                                         IQR        14,3134  S E Kurt     ,2805

 Frequency    Stem &  Leaf

     1,00        2 *  1

     3,00        2 .  588

    16,00        3 *  0001222223334444

    36,00        3 .  555666666667778888888888899999999999

    38,00        4 *  00000000111111111223333333334444444444

    59,00        4 .  55555555555566666666666666667777777788888888899999999999999

    54,00        5 *  000000011111111111111122222222223333333333333344444444

    47,00        5 .  55555555666666666677777778888888889999999999999

    27,00        6 *  000011111112222223333333344

    12,00        6 .  555677788889

     4,00        7 *  0114

     2,00        7 .  55

     1,00 Extremes    (80)

 Stem width:  10,00000

 Each leaf:       1 case(s)





Figura 18. Histograma e função de densidade de probabilidade de 300 números

aleatórios gerados de uma distribuição N(50;100)
Estes dados simulam a distribuição dos valores na escala de atitudes. Observe como, apesar desta amostra vir de uma distribuição normal, ela não é perfeitamente normal. 

b) Teste de normalidade

Desde que a distribuição normal é muito importante na inferência estatística, frequentemente devemos examinar a suposição de que nossos dados vem de uma distribuição normal. Uma forma de fazer isto é através do gráfico da probabilidade Normal - Normal Probability Plot-. Neste gráfico, cada valor observado é emparelhado com seu respectivo valor esperado, sob a suposição de normalidade. O valor esperado de uma distribuição normal está baseado no número de casos na amostra e na ordem (crescente) que ocupa na amostra. Se a amostra vem de uma distribuição normal esperamos que os pontos caiam na linha reta.

A Figura 19 mostra a qualidade do ajuste do desempenho da amostra de 300 números aleatórios gerados por uma distribuição normal com média 50 e desvio padrão 10, simulando o comportamento da escala de atitudes.


Figura 19. Normal Probability Plot de uma distribuição normal

na abscissa coloca-se o valor observado da amostra, cuja média é: 49,9015 e desvio padrão 10,0657 (apesar de vir de uma simulação de média 50 e desvio padrão 10).
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valor esperado Z = ( X - 49.9015) / 10,0657

Estes pares formam a linha reta, os pontos são calculados da seguinte maneira:

P (X ( 30 ) = 7 / 300 = 0,0233333   ==> 0,5 - 0,0233333 = 0,4777777777






      na tabela normal o valor mais próximo é






      0,47670 ==> que da um valor de Z padronizado 




      observado de -1,99


P (X ( 40 ) = 64 / 300 = 0,2133333 ==> 0,5 - 0,2133333 = 0,2866666






      na tabela normal o valor mais próximo é






      0,28524 ==> que da um valor de Z padronizado 




      observado de -0,79


e assim por diante...

Outra forma de checar graficamente a normalidade dos dados é graficar o valor observado versus   a diferença entre o valor observado e o valor esperado: Detrended Normal Plot. Neste gráfico, os pontos devem ficar em torno do valor zero, sem nenhuma tendência. 


Figura 20. Detrended Normal Plot de uma distribuição normal

Embora os gráficos anteriores mostrem  visualmente o comportamento da variável em relação a curva normal é recomendável fazer  testes de normalidade. Os testes mais utilizado são o Lilliefors test, baseado no teste de Kolmogorov-Smirnov e o teste Shapiro-Wilk´s test, ambos testes serão apresentados no capítulo de teste de hipóteses.

Resultado do teste de K-S (Lilliefors) para avaliar a normalidade dos dados:

Hipótese nula ( Ho: X~Normal ( Aceita-se Ho


Statistic
graus de liberdade
Significance 

(p-value ou p-valor)

K-S (Lilliefors)
0,0320
300
> ,2000

Enquanto não apresentamos a lógica do teste de hipótese, a leitura do resultado de qualquer teste de hipótese, pode ser feita comparando o p-valor com o nível de significância  (alfa), escolhido por você (pesquisador), via de regra, trabalha-se com =5%, 10% ou 1%. Para aceitar a hipótese nula, o p-valor tem que ser maior que o nível de significância, caso contrário rejeita-se Ho.

Regra de decisão:

maior
alfa
Aceita-se Ho

p-valor



menor
alfa
Rejeita-se Ho

4.3.2.2 Distribuição Uniforme

Uma variável aleatória segue uma distribuição uniforme, de parâmetros a e b, se sua função de densidade de probabilidades esta dada por:



       f(x)


1 .






b-a






    a
        c             d
    b 

x

Para calcular a probabilidade de x estar entre c e d, devemos integrar a função:


Podemos supor que o valor das atitudes das crianças frente a Matemática seguem uma distribuição uniforme de parâmetros 20 e 80, o que significaria que a média seria 50 e o desvio padrão 17,321.

Essa suposição significaria que haveria alunos com atitudes tendendo ao positivo, ao negativo e neutros, quase que com a mesma proporção. Este modelo não parece ser apropriado para os nossos dados. Mas, com fins ilustrativos, apliquemos o teste de normalidade, a 300 dados gerados por uma distribuição uniforme entre 20 e 80.

Variável: UNI2080

Casos válidos=300,0 Média=49,3258  Desvio padrão=18,2216  


Figura 21. Histograma de 300 números aleatórios gerados de uma 

distribuição uniforme de parâmetros 20 e 80

Quando a amostra vem de uma população uniforme, suas caudas são muito pesadas, logo, dificilmente, passará pelo teste de normalidade. Observe como os valores, principalmente das caudas se afastam da reta.

Figura 22. Normal Probability Plot de uma distribuição uniforme


Figura 23. Detrended Normal Plot de uma distribuição uniforme

Resultado do teste de K-S (Lilliefors) para avaliar a normalidade dos dados:

Hipótese nula ( Ho: X~Normal ( Rejeita-se Ho


Statistic
graus de liberdade
Significance

K-S (Lilliefors)
0,0896
300
0,0000

Ou seja, concluímos que dificilmente uma amostra aleatória proveniente de uma distribuição uniforme se ajustará a uma distribuição normal.

Testando a normalidade de dados gerados aleatoriamente a partir de outras distribuições de probabilidades.

Resultado do teste de K-S (Lilliefors) para avaliar a normalidade dos dados das outras variáveis do banco de dados RANDOM1.SAV:

Hipótese nula ( Ho: X~Normal 

Variáveis
Statistic
graus de liberdade
Significance
Decisão
Normal?

Binomial (100;0,5)
0,0682
300
0,0018
Rejeita-se Ho
Não

Binomial (100;0,3)
0.0714
300
0,0009
Rejeita-se Ho
Não

Binomial (100;0,7)
0,0595
300
0,0122
Rejeita-se Ho
Não

Binomial (100;0,05)
0,1689
300
0,0000
Rejeita-se Ho
Não

Testando a normalidade das notas dos alunos de 5ª série das três escolas, tanto de forma isolada, quanto de forma conjunta (página 27, EXPLORA2. SAV)

Para análise geral

(Statistics


(Explore ( Selecionar a variável



(Plots 




Normality plots with test





Spread vs level with Levene Test

Para analisar o desempenho por escola

(Data


(Split file



(Repeat analysis for each group




Selecionar a variável desejada  e colocar em: 




( Group based on   ( Repita o procedimento anterior

Resultado para as notas das três escolas:

Hipótese nula ( Ho: X~Normal 

Teste K-S Lilliefors

Variáveis
Statistic
graus de liberdade (n)
Significance
Decisão
Normal?

Geral
0,1220
92
0,0018
Rejeita-se
Não

Escola 1
0,0976
40
> 0,2000
Aceita-se
Sim

Escola 2
0,1338
23
> 0,2000
Aceita-se
Sim

Escola 3
0,0960
29
> 0,2000
Aceita-se
Sim

Teste de Shapiro-Wilks ( recomendado para pequenas amostras)

Escola 1
0,9675
40
0,4209
Aceita-se
Sim

Escola 2
0,7929
23
< 0,0100
Rejeita-se
Não

Escola 3
0,9353
29
0,0924
Aceita-se a 10%
Sim a 10%

Observe como a decisão não é unânime, depende do teste. Na realidade, observamos que dificilmente as notas das três escolas juntas passariam pelo teste de normalidade e isso porque existe uma diferença nítida da escola 2 para as outras duas escolas, o que faz com que as notas das três tenha uma distribuição bimodal, e, no caso da normal, além de ser unimodal ela deve ser simétrica. Vejamos como se comportam os dados das três escolas de forma isolada. Faça o  teste e os gráficos para cada escola, anote o resultado, depois tire os valores extremos e/ou outliers, veja o que acontece.
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Figura 24. Análise visual sobre a normalidade das notas das três escolas

Aguçando a nossa percepção analisemos os dados dos valores da escala de atitudes dos 1530 alunos da escola de Paulínia (use o banco de dados FINAL.SAV e variável soma)


Figura 25. Histograma das atitudes em relação a Matemática de

 todos os alunos da escola de Paulinia

Observe como a distribuição não é simétrica, há uma maior concentração na faixa dos 60´s. O Normal Probability Plot infelizmente não é muito ilustrativo, mas o gráfico dos desvios mostra a influência desta assimetria.


[image: image8.wmf]Detrended Normal Plot of SOMA
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Observe como os desvios se concentram nos  valores negativos e o impacto dos valores extremos. 

Contudo, esses resultados chamam atenção uma vez que o senso comum nos diria que a variável  atitude segue uma distribuição normal. Logo, a questão é: o que pode estar explicando essa assimetria? Na realidade, o que esta acontecendo é a interferência da variável série, uma vez que analisando os dados observamos que existe diferença significativa por série, sendo que umas tendem a atitudes mais positivas do que outras. Por esta razão teríamos que analisar o comportamento dentro de cada série e se verificarmos que isto está acontecendo, então devemos retirar a influência desta variável. Bem, isto fica como exercício para você. Use o Banco de dados FINAL.SAV.

Figura 26. Box-Plot das atitudes frente a Matemática por série e gênero



4.4 Distribuições amostrais

Como vimos na aula anterior, a maioria das variáveis estudadas de uma população se constituem em variáveis aleatórias, ou seja, não conseguimos determinar apriori a ocorrência de um resultado determinado, apenas podemos calcular a probabilidade de que ele ocorra. Além disso, via de regra, estudamos uma população através de uma amostra, cujos resultados serão utilizados para estimar valores populacionais, num processo chamado de inferência estatística.

















Figura 27. Esquema do processo de inferência estatística6
Ilustremos este processo tomando como exemplo a variável nota dos alunos na prova de Matemática. Podemos supor que a nota dos alunos segue uma distribuição normal com média  e desvio padrão , ou,  simplesmente, que ela possui uma distribuição desconhecida.

Tanto a média populacional () como o desvio padrão populacional (denominados de parâmetros populacionais são desconhecidos, cujos valores desejamos estimar através dos dados da amostra:

Parâmetro é uma medida usada para descrever uma característica da população

Estatística ou estimador é uma característica da amostra, ou seja, é uma função dos valores da amostra, por exemplo, a média amostral, a proporção amostral, a variância amostral, etc.

Estimativa é o valor que toma a estatística em uma amostra determinada

4.4.1 Distribuição da média amostral

Para simplificar o exemplo, suponha que os 40 alunos da escola 1 formam a população a ser estudada (página 27, dados contidos no banco de dados EXPLORA1.SAV). Se isso fosse verdade a média populacional  seria igual a 4,2 (com um desvio padrão de 1,45 (. Suponha, também, que você vai escolher uma amostra de duas crianças (tamanho da amostra n=2).

 Se fosse amostragem sem reposição teríamos 780 possíveis amostras de tamanho dois, este número é calculado com combinações de 40 tomados de dois em dois. Calculemos as médias de tamanho 2, supondo que uma das crianças escolhidas foi a primeira ( ver Tabela 7). Esse processo tem que ser repetido para cada criança. Observamos então que a média amostral é uma variável aleatória. 
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Tabela 7. Cálculo da média amostral se uma das crianças for a primeira

Aluno
variável
Valor
X1
Xi
Média

1
X1
5,00
5,00



2
X2
2,30

2,30
3,65

3
X3
5,50

5,50
5,25

4
X4
5,60

5,60
5,30

5
X5
7,00

7,00
6,50

6
X6
6,70

6,70
5,85

7
X7
5,50

5,50
5,25

8
X8
4,00

4,00
4,50

9
X9
2,60

2,60
3,80

10
X10
2,40

2,40
3,70

11
X11
3,30

3,30
4,15

12
X12
8,80

8,80
6,9

13
X13
4,50

4,50
4,75

14
X14
5,30

5,30
5,15

15
X15
2,30

2,30
3,65

16
X16
4,90

4,90
4,95

17
X17
4,50

4,50
4,75

18
X18
5,60

5,60
5,30

19
X19
3,30

3,30
4,15

20
X20
5,30

5,30
5,15

21
X21
3,90

3,90
4,45

22
X22
4,10

4,10
4,55

23
X23
3,80

3,80
4,40

24
X24
3,70

3,70
4,35

25
X25
2,80

2,80
3,90

26
X26
1,20

1,20
3,10

27
X27
3,10

3,10
4,05

28
X28
3,20

3,20
4,10

29
X29
4,10

4,10
4,55

30
X30
5,50

5,50
5,25

31
X31
4,90

4,90
4,95

32
X32
4,70

4,70
4,85

33
X33
3,80

3,80
4,40

34
X34
4,40

4,40
4,70

35
X35
4,10

4,10
4,55

36
X36
2,30

2,30
3,65

37
X37
4,10

4,10
4,55

38
X38
2,90

2,90
3,95

39
X39
3,80

3,80
4,40

40
X40
4,20

4,20
4,60

Observe que a maioria das notas se concentram em torno da média verdadeira. Os valores extremos ocorrem, mas com menor probabilidade.

Assim poderíamos construir o histograma, tanto da variável original, como para a média amostral:


Figura 28. Distribuição das notas da população


Figura  29. Distribuição das notas da amostra de tamanho 2

(fixando o primeiro aluno)

Observe como enquanto a variável original toma valores de 1 a 9, a média amostral toma valores de 3 a 7, que ambos tem a média muito próximas, mas que o desvio padrão da média amostral cai de 1,45 para 0,7.

A diminuição da variabilidade da distribuição da média amostral não acontece por acaso, pois é fácil mostrar que:



Isso implica que a medida que o tamanho da amostra tende ao tamanho da população a variância da média amostral tende para zero. No caso extremo quando amostramos a população inteira, não existe variação.

Logo, o desvio padrão da média amostral é igual ao desvio padrão da população dividido pela raiz quadrada do tamanho da população, chamado de erro padrão:



Quando a população segue uma distribuição normal, então, a média amostral segue exatamente uma distribuição normal com a mesma média e com a variância dividida pelo tamanho da amostra.










Logo, podemos calcular probabilidades e valores muitos úteis para construção dos intervalos de confiança e teste de hipóteses. 

Mas, o que acontece se a população segue uma distribuição uniforme, exponencial, binomial, Poisson, ou simplesmente desconhecida?




Se  X ~ ? (2)
( 
X ~ N (2/n) ?

4.4.2 O Teorema Central do Limite

Neste caso, apelamos para o Teorema Central do Limite, que garante que a distribuição da média amostral tende para uma distribuição normal, a medida que o tamanho da amostra tende para infinito, ou no jargão estatístico, quando o tamanho da amostra for suficientemente grande (n ( 30):





 



Se  X ~ ? (2)   
então 

  lim  X ~ N (2/n)










A convergência para normalidade será mais rápida se a distribuição dos dados for simétrica, já quando a distribuição for muito assimétrica ou bimodal, a convergência será mais lenta. 

Figura 30. Histogramas correspondentes à distribuição amostral 

de algumas populações7
Use o banco de dados RANDOM3.SAV para verificar como a distribuição da média amostral converge para média populacional e como o desvio padrão tende para zero.

Nor71     – Normal de média 7 e desvio padrão 1

Nor712   – Normal de média 7 e erro padrão 0,5 ( n = 4

Nor7110 – Normal de média 7 e erro padrão 0,1  ( n = 100

Nor7130 – Normal de média 7 e erro padrão 0,0333 ( n = 900
4.4.3 Distribuição da frequência e da proporção amostral 

Se a variável aleatória tem apenas duas respostas: sucesso com probabilidade ( e fracasso com probabilidade (1-(), como, por exemplo, se o eleitor votaria ou não no candidato XYZ,  você pode trabalhar com a frequência de eleitores que votarão no candidato XYZ, que seguirá uma distribuição binomial:

X: número de eleitores que votarão no candidato XYZ ( X ~B (n, (), então:

E(X)=n(
V(X)=n( (1-()

Ou, p = X/n proporção amostral, que é a média amostral de uma variável que toma valores 0 e 1:



E(p)= (    ( V( p)= ( (1-()/n
Obviamente, quando ( tende para ½, ou quando a amostra é grande, a convergência para a distribuição normal será mais rápida. Observe que a convergência para a normal é frágil para amostras pequenas, por esta razão quando se trabalha com proporções as amostras devem ser pelo menos de tamanho 30.


Assim como a média amostral é uma variável aleatória, a variância amostral também é uma variável aleatória:


Observe como o número de graus de liberdade coincide com o tamanho da amostra. Quando estimamos a média populacional pela média amostral perdemos um (1) grau de liberdade:


Onde s2 é a variância amostral corrigida, ou seja, dividida por n-1. Esta distribuição é muito útil para construir intervalos de confiança para estimar a variância populacional, bem como para testar hipóteses.

Como a distribuição qui-quadrado nasce do quadrado de uma distribuição normal, ela toma somente valores positivos, onde:


Então:

E(X) =  n ( (igual ao número de graus de liberdade)

V(X) = 2n 

O grau de assimetria desta distribuição está atrelado a número de graus de liberdade quanto menor, mais assimétrica, a medida que os graus de liberdade aumenta, ela vai se tornando simétrica.  Como a distribuição é assimétrica, deve-se ter cuidado na leitura da tabela (Quadro 2, página 74).

Construa o histograma para as variáveis Chi1, Chi10, Chi30 do banco de dados RANDOM1.SAV
4.4.5 Distribuição t-student

Já vimos que quando retiramos uma amostra de tamanho n de uma população normal então:

Mas o que acontece se a variância populacional for desconhecida? Neste caso, estimamos a variância populacional com a variância amostral e assim chegamos a uma distribuição t-student, como o cociente entre uma distribuição normal e a raiz de uma distribuição qui-quadrado. Observe que estamos partindo do pressuposto de que a distribuição de origem é normal. Logo:


A distribuição t-tudent é simétrica cuja média é zero. Ela é parecida com a distribuição normal, com a diferença que as caudas são mais pesadas, o que a torna mais rigorosa nos testes de hipóteses, quando a variância deve ser estimada a partir de dados amostrais. Por fim, observa-se que quando o tamanho da amostra cresce a t-student tende a uma normal. Para n maior ou igual a 30 podemos usar a distribuição normal. Por essas razões a t-student é conhecida como a distribuição das pequenas amostras.

Use o banco de dados RANDOM1.SAV para checar o desempenho desta variável. A leitura da tabela é simples, deve-se lembrar que ela é simétrica e que depende do número de graus de liberdade. A tabela se encontra no Quadro 3, da página 74.

4.4.6 Distribuição F de Fisher-Snedecor    Fn.m
Suponhamos que duas amostras independentes  sejam retiradas de populações normais e forneçam variâncias amostrais  s21 e s22  e que desejamos conhecer a distribuição amostral do quociente. Isto é possível através da distribuição F.



Ou seja, a distribuição F nasce do quociente de duas distribuições qui-quadrado, cada uma dividida pelo seu grau de liberdade. Esta distribuição é muito importante para testar hipóteses sobre a igualdade de variâncias e posteriormente para a análise de variância ANOVA.

Como a distribuição F é resultante do quociente de duas variáveis que somente tomam valores positivos, ela, também, toma valores positivos. O grau de assimetria diminui a medida que o número de graus de liberdade aumenta, o que está atrelado ao tamanho da amostra.

Como a distribuição F depende de dois parâmetros, via de regra, as tabelas são limitadas para =5%, às vezes encontramos tabelas para =10% e para =1%. No nosso caso trabalharemos apenas com a tabela para 5%, que se encontra no Quadro 4, página 75.

Use o banco de dados RANDOM1.SAV e cheque o comportamento desta variável. 

Observa-se que a maioria dos softwares estatísticos calculam o p-valor, ou seja, a probabilidade de que a distribuição exceda o valor calculado pela estatística, restando apenas comparar esse valor com o nível de significância desejado, ou seja, não precisamos ler tabelas.

Finalmente, frisamos o pressuposto de normalidade subjacente nas distribuições chi-quadrado, t-student e F de Snedecor. Por esta razão, quando trabalhamos com estas distribuições, antes devemos checar a normalidade dos dados ou ter amostras suficientemente grandes que não comprometam a estatística.
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( P(A(B)=P(A)*P(B)
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Notação: X ~ N ( 2)
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Podemos interpretar este resultado  da seguinte forma, apenas 2,3% dos alunos tem uma atitude superior a 70 pontos.
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Função de densidade de probabilidade


f(x)





Valores na escala de atitudes
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X~U[a;b]     se 








Onde:


E(X) =(a+b)/2


V(X) = (b-a)2/12
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Onde em geral:


       P(c ( x ( d) = (d-c)/(b-a)


para todo c e d contidos no intervalo [a;b]
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E(X)= 
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Para populações finitas ou amostragem sem reposição
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Se  X ~ N (2) 	( 	X ~ N (2/n) 	(
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4.4.4 Distribuição qui-quadrado
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ou
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Se   X  ~
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Ou seja, segue uma distribuição t-student com n-1 graus de liberdade, onde n é o tamanho da amostra, e se perde um grau ao estimar a média populacional pela amostral.
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Lê-se: distribuição F com n graus de liberdade


no numerador e m graus no denominador








6 Adaptado da Figura 6.1 do livro Statistical Methods in the Biological and Health Sciences de J. S. Milton, pag. 173


7 Extraído do livro Estatística Básica de Bussab e Morettin, página  197.
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