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PSI3471 – Prof. Emilio: 

Materiais da aula de 
23 – abril ...
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- Limiar varável e curva ROC

- Treino & Teste  >>>> extensão de conceitos: Treino & Validação & Teste

- Extração de características e Redução de dimensionalidade

- Projetos de PSI2672 – nos ~ 50 exemplos de projetos práticos há inúmeras 
estratégias de extração exercitadas

- Algo de PCA como ferramenta de extração e redução de dimensionalidade 

- Deep Learning Auto-encoder e stacked auto-encoder; 

- CNN – Convolutional Neural Networks: redução de dimensionalidade e 
extração de características semi-automáticas

- Exercício final com o MBP – Ensaio numérico com caracterização de 
aderência a conjunto empírico de treino e conjunto empírico de teste

ÚLTIMA AULA DE 2018 do Prof Emilio em PSI3471
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Revisitando os Conjuntos de Dados Empíricos ...

Treino + Teste ....
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Amostras empíricas 
do Universo (X ; y)
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Gráfico fornecido pelo ambiente MBP da evolução do Eqm com o 
número de repetidos usos da “bússola do gradiente descendente”: 
isto conecta o MBP com o gráfico apresentado no slide anterior

Gráfico mostrando as primeiras 47 iterações do 
processo de refinamentos sucessivos do modelo ...

Nota: o RMS 
do eixo vertical 
deste gráfico 
significa Root 
Mean Square, e 
é a raiz 
quadrada do 
nosso 
conhecido Eqm

Fase 1: 
Treino da Rede / 
Calibração dos 
Pesos
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Raiz do Erro Quadrático Médio (RMS) p/ conjuntos 
de treino e teste ... RMSteste > RMStreino

0.019
0.011

Teste

Treino
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O Ciclo completo da modelagem:
0) Formalização do problema,  mapeamento quantitativo em um 
modelo neural inicial e ... 0b) coleta de pares empíricos (X,y)

1) Fase de TREINO da RNA (MLP): com conhecimento dos X e dos y, 
que são ambos usados na calibração do modelo

2) Fase de TESTE / Caracterização da qualidade da RNA para 
generalizar: temos novos pares X e y, com y guardado “na gaveta”, 
usado apenas para avaliação, não para re-calibração. É como um 
ensaio de uso final do modelo, com possibilidade de medir a sua 
qualidade com o y que foi guardado na gaveta.   

[Fase de refinamentos da RNA, dados e modelo, em ciclos, desde 0]

3) Fase de USO FINAL da RNA, com y efetivamente não conhecido, e 
estimado com conhecimento dos X + uso do modelo calibrado. 

.... Diferenças e semelhanças entre 1, 2 e 3
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Sobreaprendizado em “sumário executivo” 

Erro (treino e teste)

Complexidade 
crescente do modelo 

modelos pobres modelos com 
sobreaprendizado

modelos otimizados!
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Revisitando os Conjuntos de Dados Empíricos ...

Treino + Teste ....

versus

Treino + Validação + Teste
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Amostras empíricas 
do Universo (X ; y)
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Sobreaprendizado em “sumário executivo” 

Erro (treino e VALIDAÇÂO)

Complexidade 
crescente do modelo 

modelos pobres modelos com 
sobreaprendizado

modelos otimizados!
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Sobreaprendizado em “sumário executivo” 

Erro (treino e VALIDAÇÂO)

Complexidade 
crescente do modelo 

modelos pobres modelos com 
sobreaprendizado

modelos otimizados!

teste
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Alguns usos do conceito de conjunto de 
validação ...

- Seleção de modelo na limitação de 
sobreaprendizado

- Controle de early stop no aprendizado (Matlab)

- Seleção de modelo face a vários tipos de pré-
processamento

- ...
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Regressor multivariado (em sw, fw ou hw) 

Regressor implementado em 
SW, FW ou HW
(pode incorporar  
“aprendizado de  

máquina”)

estimação 
de valor 
para o y, 
dados os 
valores X

Variáveis 
observadas 
no mundo 

real

X
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Detector / reconhecedor multivariado 
(em sw, fw ou hw) 

Reconhecedor implementado em 
SW, FW ou HW
(pode incorporar  
“aprendizado de  

máquina”)

decisão 
binária y, 
dados os 
valores X

Variáveis 
observadas 
no mundo 

real

X
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Classificador multivariado (em sw, fw ou hw) 

Classificador implementado em 
SW, FW ou HW
(pode incorporar  
“aprendizado de  

máquina”)

classificação 
discreta y, 
dados os 
valores X

Variáveis 
observadas 
no mundo 

real

X
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Elaborando uma Solução em dois estágios ....

Extração de 
características 

/
Extração de 

Medidas

(pode ser 
específico para 
cada aplicação)

Reconhecedor / 
Regressor

de aplicação 
genérica

(pode incorporar 
“aprendizado de 

máquina”)

Decisão ou 
Estimação

Variáveis 
observadas 
no mundo 

real

X_bruto

X
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... O 1o estágio gera um Vetor de Medidas, X
(o segundo estágio operará sobre tal vetor) 

Extração de 
características 

/
Extração de 

Medidas

(pode ser 
específico para 
cada aplicação)

Reconhecedor / 
Regressor

de aplicação 
genérica

(pode incorporar 
“aprendizado de 

máquina”)

Decisão ou 
Regressão

Variáveis 
observadas 
no mundo 

real

X

X_bruto
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O segundo estágio opera sobre o Vetor de 
Medidas, X (o 1o estágio gerou tal vetor) 

Extração de 
características 

/
Extração de 

Medidas

(pode ser 
específico para 
cada aplicação)

Reconhecedor / 
Regressor

de aplicação 
genérica

(pode incorporar 
“aprendizado de 

máquina”)

Decisão ou 
Regressão

Variáveis 
observadas 
no mundo 

real

X

X_bruto
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Alguns exemplos de grandezas componentes 
dos vetores de medidas X:

 Grandezas macroscópicas como energia do sinal, amplitude, 
frequência média ...

 Componentes de diversas harmônicas (análise em frequência)

 Componentes de análise tempo-frequência

 Intensidades luminosas ou intensidades em canais de cor (RGB 
por ex.) 

 Histogramas de intensidades

 Principal Components (componentes pricipais – PCA)

 Medidas sobre séries temporais (médias móveis, por exemplo; 
medidas de dispersão / instabilidade localizadas)

 Medidas específicas à aplicação, experimentadas em problemas 
similares ao seu, relatadas na literatura técnica como sendo de 
sucesso
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TCC em Reconhecimento de comandos de voz (Daniel e 
Gabriel) – sobe, desce, esquerda, direita
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Exemplo de pré-processamentos num reconhecedor 
de comandos de voz - TCC de Daniel e Gabriel
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Exemplo de modelagem / reconhecimento automático 
de padrões ... (tese de Liselene / Prof Miguel)
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Exemplo de modelagem / reconhecimento automático 
de padrões ... (tese de Liselene / Prof Miguel)
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Exemplos de projetos concebidos e realizados por 
alunos da disciplina PSI-2672
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Classificação automática de generos musicais

projeto de alunos em PSI-2672
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Seguidor do alvo dos olhos na tela do computador

projeto de alunos em PSI-2672
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Sistema de fusão de sensores: por exemplo 
pressão e temperatura

projeto de alunos em PSI-2672
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Língua Eletrônica para controle de qualidade 
alimentar e deteção de substâncias nocivas

projeto de alunos em PSI-2672
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Prof. Dr. Edson C. Kitani

Prof. Dr. Emilio Del Moral Hernandez

PCA – Principal Components Analysis

Teoria e Aplicações

GRUPO DE INTELIGÊNCIA 
COMPUTACIONAL, MODELAGEM E 

NEUROCOMPUTAÇÃO ELETRÔNICA –
ICONE-EPUSP

LABORATÓRIO DE SISTEMAS INTEGRADOS –LSI
DEPARTAMENTO DE ENGENHARIA DE SISTEMAS ELETRÔNICOS – PSI

ESCOLA POLITÉCNICA DA USP
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Prof. Dr. Edson C. Kitani

http://buscatextual.cnpq.br/buscatextual/visualizacv.do?id=K4269320J9

Formação:

Tecnico em Eletrônica (ETEP – Santo André)

Tecnólogo em Automação Industrial (Centro Universitário de Santo André)

Especialista em Mecânica Fina (Universidade São Judas)

Mestre em Eng. Elétrica (Centro Universitário da FEI)

Doutor em Ciências (POLI – USP)

Atividade profissional:

• Professor Associado na FATEC- Santo André (Eletrônica Automotiva)

• Chefe do Departamento de Projetos de Máquinas na Mahle Anéis

ekitani@lsi.usp.br www.lsi.usp.br/~edson

42

HISTÓRICO DO PCA
Descrito inicialmente por Karl Pearson no artigo,

“On lines and planes of closest fit to systems of points in 
space”, Philosophical Magazine, 1901.

“In many physical, statistical, and biological
investigations it is desirable to represent a system of
points in plane, three or higher dimensioned space by
the best-fitting straight line or plane” (Pearson, 1901).

Prof. Edson Kitani - 04/2015 43

1857 - 1936
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Para 3 Dimensões

Prof. Edson Kitani - 04/2015 44Extraído de Osuna 2002
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Exemplo Numérico com Matlab

Prof. Edson Kitani - 04/2015 45

x = [1, 2; 3, 3; 3, 5; 5, 4; 5, 6; 6, 5; 8, 7; 9, 8]

figure(1)

scatter(x(:,1),x(:,2))

Media = mean(x)

 T55x

Sigma = cov(x,1)Nota

A normalização é realizado para N. 











5,325,4

25,425,6
x
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Autovalores (λ) e Autovetores (v)

Prof. Edson Kitani - 04/2015 46

Associado a cada matriz quadrada A = ((aij)) de ordem n, temos uma função
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chamada de Função Característica da matriz A. E a função

que pode ser expressa na forma polinomial

é chamada de Equação Característica da matriz A.

Exemplo Numérico

Prof. Edson Kitani - 04/2015 47
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v1

v2
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Ortonormalização dos 
autovetores

TORNARAM O PCA FAMOSO COM EIGENFACES

Alex ‘Sandy’ Pentland dirige o MIT´s Human 
Dynamics Laboratory e o MIT Media Lab

Prof. Edson Kitani - 04/2015 49

Matthew Turk & Alex Pentland 
Eigenfaces for recognition  Journal of Cognitive Neuroscience  1991

Matthew Turk é professor na UCLA  
University of California – Computer 
Science Department
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TRANSFORMAÇÃO PARA O ESPAÇO PCA

x

N  n

Zx=

Matriz PCA 
N  p

Imagem de 
Teste 1  n x Classificador

Matriz P    
n  p

Formação do Conjunto de 
Treinamento, sem a média global.

Calculam-se os autovetores e 
autovalores da matriz de 
covariância de  Zx.

Matriz com as 
características mais 
expressivas, observem 
a dimensão.

Testa uma imagem 
de face.

Adaptado de THOMAZ, 2004. Prof. Edson Kitani - 04/2015 50

IMAGEM DAS COMPONENTES PRINCIPAIS

1a PC 2a PC 3a PC 4a PC

Conjunto de treinamento: 100

As 4 primeiras componentes principais, ou eigenfaces.

Prof. Edson Kitani - 04/2015 51

Média



24

RECONSTRUÇÃO DE UMA IMAGEM 

Original 1 PCs 10 PCs 50 PCs 99 PCs

Prof. Edson Kitani - 04/2015 52
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Vídeo bem interessante com conceitos em CNNets
(vídeo gerado por alunos em curso de pós-grad do Prof. Emilio)

https://youtu.be/2dz4qLq-nMU
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Alex Net para reconhecimento de imagens – um exemplo de 
rede neural convolucional (imagens da internet)
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Autoencoders e Stacked Auto-encoders (imagens da internet)



27

58

58
© Prof. Emilio Del Moral Hernandez

+ 1 Exercício para entrega (este via STOA) ao Prof Emilio ... 
Ex4 (a + b) ou Ex5 (a + b) ou Ex 8(1+b) da lista de Exs de treino 
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