######################################################################

### IBI5086 2023                                                                                

### Introdução a Métodos Estatísticos para a Bioinformática  

### Profa. Júlia Maria Pavan Soler                                                     

### Aula: Métodos de Reamostragem Bootstrap, Simulação de Monte Carlo

######################################################################

###Lendo os dados Pulse

dados = read.table('C:/Users/jpsol/OneDrive/Documents/Julia/Bioinformatica/IBI5086-2023/Pulse.csv', head=T, sep=";", dec=",")

dados

head(dados)

attach(dados)

#Estatísticas resumo (descritivas) da Pulsação em repouso de Estudantes

mean(P1) #média amostral

sd(P1)   #desvio padrão

sd(P1)/sqrt(length(P1)) #erro padrão

t.test(P1) #IC95%(mi)

#Interpretando IC95%(mi)

#Gerar 100 amostras de tamanho n=92 da N(mi=72;Sigma desconhecido)

#supor uma estimativa para sigma igual a 11

library(RcmdrPlugin.TeachingDemos)

ci.examp(mean.sim = 72, sd = 11, n = 92, reps = 100, conf.level = 

  0.95, method = "t")

#Testes de Permutação

install.packages("BHH2")

library(BHH2)

#Vamos considerar os dados tomato.data

tomato.data

##Possíveis amostras com n=11, n1=5, n2=6

factorial(n) #n!=n(n-1)(n-2)...1: número de permutações de n valores

factorial(11)/(factorial(5)*factorial(6))

#Há 462 maneiras de particionar 11 valores em subconjuntos de 5 e 6

mean(tomato.data$pounds[tomato.data$fertilizer=="A"])

mean(tomato.data$pounds[tomato.data$fertilizer=="B"])

sd(tomato.data$pounds[tomato.data$fertilizer=="A"])

sd(tomato.data$pounds[tomato.data$fertilizer=="B"])

var.test(tomato.data$pounds ~ tomato.data$fertilizer)

#Variâncias podem ser consideradas homogêneas

tt<-t.test(tomato.data$pounds ~tomato.data$fertilizer, alternative="less", var.equal=TRUE)

tt

tt$sta

#Não há evidência para diferença significante entre os grupos

a<-tomato.data$pounds[tomato.data$fertilizer=="A"]

b<-tomato.data$pounds[tomato.data$fertilizer=="B"]

permtest(a,b) #Teste de Permutação
##Simulação MC para cálculo de pi

k<-1000 #número de amostras

n<-2    #par de valores a serem gerados

z<-numeric(0) 

for(i in 1:k){

  xy<-runif(n)          # amostra de tamanho n da U(0,1)

  z[i]<-xy[1]^2+xy[2]^2 # z calculado para cada amostra

 }

vi<-ifelse(z<1,1,0) # varißvel indicadora

sum(vi)/k  #estimativa MC de pi

#Gráfico de áreas da Normal

x <- seq(-6,6,length=100)

hx <- dnorm(x,0,2)

plot(x, hx, type="n", xlab="", ylab="")

lb=-2; ub=3

i <- x >= -6 & x <= lb

lines(x, hx)

polygon(c(-6,x[i],lb), c(0,hx[i],0), col="gray")

i <- x >= ub & x <= 6

lines(x, hx)

polygon(c(ub,x[i],6), c(0,hx[i],0), col="gray")

abline(v=0,col="gray")

##Simulação MC para avaliar a distribuição da estatística t

#Gerar dados amostrando uma população Normal

#n=500 da N(125,200^2)

controlPopulation <- rnorm(500, 125, 200)

dim(as.matrix(controlPopulation))

head(controlPopulation)

mean(controlPopulation)

sd(controlPopulation)

#função para calcular estatísticas t para diferença entre duas médias

ttestgenerator <- function(n) {

cases <- sample(controlPopulation,n)

controls <- sample(controlPopulation,n)

tstat <- (mean(cases)-mean(controls)) / sqrt( var(cases)/n + var(controls)/n ) 

return(tstat) } 

#Distribuição da estatística t para n=10

#Inferência sobre mi da Normal com variância desconhecida

ttests <- replicate(1000, ttestgenerator(10))

hist(ttests, main="Simulação-MC, Estatísticas t, n=10")

qqnorm(ttests, main="QQ-Norm - Simulação-MC, n=10")

abline(0,1)

#Quando n não é suficientemente grande a aproximação normal não é válida

#Neste caso, a estatística t segue, aproximadamente, a distribuição t

#Distribuição da estatística t para n=3

ttests <- replicate(1000, ttestgenerator(3))

hist(ttests, main="Simulação-MC, Estatísticas t, n=3")

qqnorm(ttests, main="QQ-Norm - Simulação-MC, n=3")

abline(0,1)

ps <- (seq(0,999)+0.5)/1000 

qqplot(qt(ps,df=2*3-2),ttests,xlim=c(-6,6),ylim=c(-6,6), main="QQ-t, Simulação-MC, n=3")

abline(0,1)

#Distribuição da estatística t para n=25

ttests <- replicate(1000, ttestgenerator(25))

hist(ttests, main="Simulação-MC, Estatísticas t, n=25")

qqnorm(ttests, main="QQ-Norm - Simulação-MC, n=25")

abline(0,1)

##Distância de Mahalanobis

library(MASS)

mu<-c(0,0)

sigma<-matrix(c(2,1,1,2),ncol=2)

n<-500

y<-mvrnorm(n,mu,sigma)

mi<-colMeans(y)

s<-cov(y)

#bivbox(y, method ="O")

# Copy Everitt's bivbox function

d2m<-mahalanobis(y,mi,s)

quantis <- qchisq(ppoints(length(y)),df=2)

qqplot(quantis, d2m)

abline(0,1)

plot(seq(1,500),d2m)

abline(h=qchisq(0.95,df=2))

##Reamostragem Jackknife

x <- c(10,27,31,40,46,50,52,104,146)

mean(x)

var(x)

var(x)/length(x) #divisor n

#Estimando a média

jack <- numeric(length(x))

for (i in 1:length(x)){ jack[i] <- mean(x[-i]) }

jack 

mean(jack) #comparar com mean(x)

((length(x)-1)/length(x))*sum((jack-mean(jack))^ 2)

#comparar com var(x)/length(x)

##Reamostragem Bootstrap

x <- c(10,27,31,40,46,50,52,104,146)

#Estimando a média

fc <- function(d){mean(d)}

fc(x)

sample(x,replace=T)

fc(sample(x,replace=T))

boot <-numeric(1000)

for (i in 1:1000) boot[i] <- fc(sample(x,replace=T))

head(boot)

mean(boot)

var(boot)

quantile(boot,0.975) #Limite de confiança de Efron

quantile(boot,0.025)

bias <- mean(boot) - mean(x)

bias

mean(boot) - bias - 1.96*sqrt(var(boot))  #IC Bootstrap corrigido

mean(boot) - bias + 1.96*sqrt(var(boot))

##Reamostragem Jacknife

x <- c(10,27,31,40,46,50,52,104,146)

#Estimando a mediana

jackmd <- numeric(length(x))

for (i in 1:length(x)){ jackmd[i] <- median(x[-i]) }

jackmd 

mean(jackmd)

var(jackmd)

##Reamostragem Bootstrap

x <- c(10,27,31,40,46,50,52,104,146)

#Estimando a média

fcmd <- function(d){median(d)}

fcmd(x)

sample(x,replace=T)

fcmd(sample(x,replace=T))

bootmd <-numeric(1000)

for (i in 1:1000) bootmd[i] <- fcmd(sample(x,replace=T))

bootmd

mean(bootmd)

var(bootmd)

quantile(bootmd,0.975) #Limite de confiança de Efron

quantile(bootmd,0.025)

biasmd <- mean(bootmd) - median(x)

biasmd

mean(bootmd) - bias - 1.96*sqrt(var(bootmd))  #IC Bootstrap corrigido

mean(bootmd) - bias + 1.96*sqrt(var(bootmd))

##Covariância estimada por Monte Carlo: Cov(U,exp(U))

n<-100000  # tamanho da amostra

u<-runif(n)

eu<-exp(u)

cov(u,eu)  # usando a função para covariância do R

hy1<-u*eu

hy2<-eu

mean(hy1)-mean(u)*mean(hy2) # covariância estimada por MC

##Reamostragem Bootstrap para cálculo da covariância

fc <- function(d, i){


d2 <- d[i,]


return(cov(d2))

}

library(boot)

bootcov <- boot(cbind(u[1:100],eu[1:100]), fc, R=500)

bootcov

bootcov$t0

mean(bootcov$t)

sd(bootcov$t)

#OUTROS EXEMPLOS

install.packages("TeachingDemos")

install.packages("base64")

install.packages("car")

install.packages("MASS")

install.packages("clusterGeneration")

install.packages("mvtnorm")

require(TeachingDemos)

require(base64)

require(car)

require(MASS)

require(clusterGeneration)

require(mvtnorm)

#Simulação da Normal Multivariada (tridimensional) 

media_pop = c(2,5,12) #vetor de médias populacional

cov_pop = round(genPositiveDefMat(dim=3)$Sigma,2)

cov_pop #matriz de covariâncias Sigma populacional

n=500

media_amostra = list()

cov_amostra = list()

for (i in 1:1000) {

  dados = mvrnorm(n,media_pop,cov_pop)

  media_amostra[[i]] = colMeans(dados) # vetor de médias

  cov_amostra[[i]] = cov(dados) # matriz de cov. com denominador n-1

}

par (mfrow = c(1,3))

# distribuição (média e variância) da variável 1

media_1 = array(dim = 1000)

for (i in 1:1000) {

  media_1[i] = media_amostra[[i]][1]

}

hist = hist (media_1,

             breaks=30,

             freq = FALSE,

             main="Histograma da média 1",

             xlab="Média 1",

             ylab="Densidade")

x = seq(min(media_1), max(media_1), length=1000)

densidade = dnorm(x, mean = media_pop[1], sd = sqrt(cov_pop[1,1]/n))

lines(x, densidade, type="l", lwd = 1.5, col = "red")

# distribuição (média e variância) da variável 2

media_2 = array(dim = 1000)

for (i in 1:1000) {

  media_2[i] = media_amostra[[i]][2]

}

hist = hist (media_2,

             breaks=30,

             freq = FALSE,

             main="Histograma da média 2",

             xlab="Média 2",

             ylab="Densidade")

x = seq(min(media_2), max(media_2), length=1000)

densidade = dnorm(x, mean = media_pop[2], sd = sqrt(cov_pop[2,2]/n))

lines(x, densidade, type="l", lwd = 1.5, col = "red")

# distribuição (média e variância) da variável 3

media_3 = array(dim = 1000)

for (i in 1:1000) {

  media_3[i] = media_amostra[[i]][3]

}

hist = hist (media_3,

             breaks=30,

             freq = FALSE,

             main="Histograma da média 3",

             xlab="Média 3",

             ylab="Densidade")

x = seq(min(media_3), max(media_3), length=1000)

densidade = dnorm(x, mean = media_pop[3], sd = sqrt(cov_pop[3,3]/n))

lines(x, densidade, type="l", lwd = 1.5, col = "red")

# Distribuição da Distância de Mahalanobis ao centróide

dados

dim(dados)

Y_mu = dados-t(replicate(n,media_pop))

d2 = (Y_mu)%*%solve(cov_pop)%*%t(Y_mu) 

d2 = diag(d2) #distância de Mahalanobis ao centróide populacional

par(mfrow = c(1,2))

hist = hist (d2,

             breaks=25,

             freq = FALSE,

             main="Hist D_Mahalanobis^2",

             xlab="Distância^2",

             ylab="Densidade",

             ylim=c(0,0.28))

x = seq(min(d2), max(d2), length=1000)

densidade_chi = dchisq(x,df=3)

lines(x, densidade_chi, type="l", lwd = 1.5, col = "red")

qqplot(qchisq(seq(0.01,0.99,0.01),df=3),d2,

       main = "QQ plot - QuiQuadrado",

       xlab="Quantis téoricos",

       ylab = "Quantis amostrais",

       xlim = c(0,9.8),

       ylim = c(0,10),

       new=TRUE)

f = function(x){x}

lines(0:10,f(0:10), type='l')

# Distribuição dos autovalores de S

a = matrix(c(1,0,0),ncol=1) #para distribuição do primeiro autovalor

y = array(dim = 1000)

for (i in 1:1000) {

  y[i] = t(a)%*%(sqrt(n)*(eigen(cov_amostra[[i]],symmetric=TRUE)$values-eigen(cov_pop,symmetric=TRUE)$values))

}

par(mfrow = c(1,2))

hist = hist (y,

             breaks=20,

             freq = FALSE,

             main="Hist de autovalor_norm",

             xlab="Valores amostrais",

             ylab="Densidade")

x = seq(min(y), max(y), length=1000)

densidade = dnorm(x, mean = 0, sd = sqrt(t(a)%*%(2*diag(eigen(cov_pop,symmetric=TRUE)$values)^2)%*%a))

lines(x, densidade, type="l", lwd = 1.5, col = "red")

qqnorm(y, main = "Q-Q plot normal",xlab="Quantis téoricos", ylab = "Quantis amostrais",new=TRUE)

qqline(y, main = "Q-Q plot normal",new=TRUE)

#Usar a = matrix(c(0,1,0),ncol=1) para segundo autovalor

#Usar a = matrix(c(0,0,1),ncol=1) para terceiro autovalor

#Usar a = matrix(c(1.6,4.5,3.7),ncol=1) para uma combinação linear fixada

