#################################################

####ALGUNS COMANDOS R – Análise Discriminante####

#### IBI5086 – IME - 2o.Sem-2023          #######    

#### Profa. Júlia Maria Pavan Soler       #######

#################################################

library(MASS)

library(candisc)

library(DiscriMiner)

library(biotools)

library(graphics)

#Dados Iris

attach(iris)

head(iris)

str(iris)

yg <- iris

table(yg$Species)  #dados balanceados: grupos de mesmo tamanho amostral

####ANÁLISE DESCRITIVA

#Matriz de gráficos de dispersão

pairs(yg[1:4])

# plot iris com diferentes cores

pairs(yg[1:4], main = "Dados Iris (G=3)",

      pch = 21, bg = c("red", "green3", "blue")[unclass(iris$Species)])

#Considerando G=2 grupos: Setosa x (Versicolor+Virginica)

class.vector <- numeric(150)

class.vector[yg$Species == 'setosa'] <- 1

class.vector[yg$Species == 'versicolor'] <- 2

class.vector[yg$Species == 'virginica'] <- 2

pairs(yg[,-5], pch=23, bg=c('red', 'blue')[class.vector])

plot(yg[,3:4], pch=23, bg=c('red', 'blue')[class.vector])

plot(yg[,c(2,4)], pch=23, bg=c('red', 'blue')[class.vector])

#Comente o padrão de correlação entre as variáveis

#Considere a direção que mais discrimina os grupos 

#Para cada par de variáveis, qual seria a direção discriminante de Fisher?

###Considerando G=2 grupos: Setosa x Virginica

pairs(yg[c(1:50,101:150),-5], main="Dados Iris - Setosa x Virginica", 

pch=23, bg=c('red', 'blue')[class.vector])

##Estatísticas descritivas multivariadas

#Independente de grupo (pode não ser de interesse!)

y <- yg[,-5]

mi<-colMeans(y)

mi

s<-cov(y) #cov (ou var) usam denominador (n-1)

s

r <- cor(y)

r

library(biotools)

mt4<-boxM(yg[,1:4],yg[,5])

mt4

names(mt4)

mt4$cov #matriz de covariância por grupo

mt4$pooled  #Sc: matriz de covariância comum 

#Sc é a estimativa da matriz residual da MANOVA

#### ANÁLISE DISCRIMINANTE

##Iris: G=2 (Setosa x Virginica)

##p=2: Sepal.Length Sepal.Width 

yg.SVi <- yg[yg$Species %in% c("setosa","virginica"),]

table(yg.SVi[,5])

plot(yg.SVi[,1],yg.SVi[,2],pch=23, bg=c('red','','blue')[yg.SVi[,5]])

plot(yg[yg$Species %in% c("setosa","virginica"),1:2]

,pch=23, bg=c('red','', 'blue')[yg.SVi[,5]],main="G=2, p=2")

library(biotools)

mt2<-boxM(yg[yg$Species %in% c("setosa","virginica"),1:2],yg[yg$Species %in% c("setosa","virginica"),5])

mt2

mt2$cov

mt2$pooled

library(MASS)

fit.lda1<- lda(yg.SVi[,5] ~ yg.SVi[,1]+yg.SVi[,2])

fit.lda1  #análise discriminante linear com prioris iguais (solução de Fisher)

names(fit.lda1)

fit.lda1$scaling ##cargas da combinação linear discriminante da var padronizada

##os valores da função discriminate (X=l'Y) estão padronizados

fit.lda1values <- predict(fit.lda1, data.frame(yg.SVi[,1:2]))

names(fit.lda1values)

fit.lda1values$x   ##valor da função discriminante para as observações normalizadas

fit.lda1values$class  ##grupos preditos

#7a. obs de virginica classificada como setosa

#Compare os gráficos com os grupos observados e preditos

par(mfrow=c(1,2))

plot(yg[yg$Species %in% c("setosa","virginica"),1:2], main="Grupos observados",

pch=23, bg=c('red','', 'blue')[yg.SVi[,5]])

plot(fit.lda1values$x, main="Grupos preditos",pch=23, bg=c('red','', 'blue')[fit.lda1values$class])

#Valores da função discriminante

ldahist(data = fit.lda1values$x[,1], g=yg.SVi[,5])

ct1 <- table(yg.SVi[,5],fit.lda1values$class)  #tabela com as classificações

ct1

diag(prop.table(ct1, 1))    #% de classificação correta

sum(diag(prop.table(ct1)))

mv1<-aggregate(fit.lda1values$x, data.frame(yg.SVi[,5]), FUN=mean)

mv1 #média dos valores da função discriminante para cada grupo

##Classificação via o método de validação cruzada

fit.ldaCV1<- lda(yg.SVi[,5] ~ yg.SVi[,1]+yg.SVi[,2],CV=TRUE)

names(fit.ldaCV1)

fit.ldaCV1$class

ctCV1 <- table(yg.SVi[,5],fit.ldaCV1$class)

ctCV1 

diag(prop.table(ctCV1, 1))   

sum(diag(prop.table(ctCV1)))

library(biotools)

mt2<-boxM(yg[,1:2],yg[,5])

mt2

##Há evidência amostral para a homogeneidade das matrizes de covariância?

##As matrizes de covariância não são homogêneas

##Solução de Fisher assume homogeneidade das matrizes de covariância

##Mas a análise foi feita na var padronizada, corrigindo assim esse problema!!

## (default do R)

##Realize a análise discriminante para G=2 (setosa x virginica

##p=2: Petal.Length  Petal.Width

#### ANÁLISE DISCRIMINANTE

##Iris: G=2 p=4

library(biotools)

mt<-boxM(yg.SVi[,-5],yg.SVi[,5])

mt

names(mt)

mt$cov

round(mt$pooled,3)

fit.lda2<- lda(yg.SVi[,5] ~ yg.SVi[,1]+yg.SVi[,2]+yg.SVi[,3]+yg.SVi[,4])

fit.lda2

names(fit.lda2)

fit.lda2$scaling #cargas da função discriminante

fit.lda2values <- predict(fit.lda2, data.frame(yg.SVi[,1:4]))

names(fit.lda2values)

fit.lda2values$x   ##valor da função discriminante para as observações normalizadas

fit.lda2values$class  ##grupos preditos

plot(fit.lda2values$x,main="Iris(G=2,p=4)-Função Discrim Linear",pch=23, bg=c('red','', 'blue')[fit.lda2values$class])

ldahist(data = fit.lda2values$x[,1], g=yg.SVi[,5])

ct2 <- table(yg.SVi[,5],fit.lda2values$class)  #tabela com as classificações

ct2

diag(prop.table(ct2, 1))    # % de classificação correta

#### ANÁLISE DISCRIMINANTE

##Iris: G=3 p=2

class.vector <- numeric(150)

class.vector[yg$Species == 'setosa'] <- 1

class.vector[yg$Species == 'versicolor'] <- 2

class.vector[yg$Species == 'virginica'] <- 3

par(mfrow=c(2,1))

plot(yg[,1:2], pch=23, bg=c('red', 'green', 'blue')[class.vector],main="G=3,p=2")

plot(yg[,3:4], pch=23, bg=c('red', 'green', 'blue')[class.vector],main="G=3,p=2")

par(mfrow=c(2,1))

plot(yg[c(1:50,101:150),1:2], main="G=2,p=2",pch=23, bg=c('red', 'blue')[class.vector])

plot(yg[c(1:50,101:150),3:4], main="G=2,p=2",pch=23, bg=c('red', 'blue')[class.vector])

#### ANÁLISE DISCRIMINANTE

##Iris: G=3 e p=4

library(MASS)

fit.lda2<- lda(yg[,5] ~ yg[,1]+yg[,2]+yg[,3]+yg[,4],prior=c(1,1,1)/3)

fit.lda2  

##Note que há 2 funções discriminantes (LD1 e LD2) => min(n,p,G-1) 

names(fit.lda2)

fit.lda2$scaling ##coeficientes da combinação linear discriminante das var padronizada

##os valores da função discriminate LD1 e LD2 estão padronizados

fit.lda2values <- predict(fit.lda2, data.frame(yg[,1:4]))

names(fit.lda2values)

fit.lda2values$x   ##valor da função discriminante para as observações normalizadas

fit.lda2values$class  ##grupos preditos

plot(fit.lda2values$x,main="Iris (G=3,p=4) - Funções discriminantes",pch=23, bg=c('red','green','blue')[yg[,5]])

ldahist(data = fit.lda2values$x[,1], g=yg[,5])

ct <- table(yg[,5],fit.lda2values$class)  #tabela com as classificações

ct

diag(prop.table(ct, 1))    # % classif correta

mv<-aggregate(fit.lda2values$x, data.frame(yg[,5]), FUN=mean)

mv #centróides das funções discriminantes

#Validação via métodos de validação cruzada - CV

#Leave-one-out CV = usa Fold=N

fitcv<- lda(yg[,5] ~ yg[,1]+yg[,2]+yg[,3]+yg[,4],CV=TRUE,prior=c(1,1,1)/3)

names(fitcv)

fitcv$class

ctcv <- table(as.factor(yg[,5]),fitcv$class) 

ctcv

diag(prop.table(ctcv, 1))   

sum(diag(prop.table(ctcv))) #compare com as demais classificações

#Validação por particionar os dados

#Data Split: particionar os dados em amostra de treinamento e teste

set.seed(1314)

train <- c(sample(1:50, 35), sample(51:100, 35),sample(101:150, 35))

train

fit.tt<- lda(yg[,5] ~ yg[,1]+yg[,2]+yg[,3]+yg[,4], prior=c(1,1,1)/3, subset = train)

names(fit.tt)

fit.ttp<-predict(fit.tt,yg[-train,1:4])

fit.ttp$class

yg[-train,]

ct.tt <- table(yg[-train,5],fit.ttp$class[-train]) 

ct.tt

#################################

#MANOVA – Uma Aplicação

library(MANOVA.RM)

dat.long<-o2cons

dat.long

names(dat.long)

names(dat.long)<-c("O2","Staph","Time","Grup","Subj")

dat.long

library(reshape2)

dat.wide <- dcast(dat.long, Subj + Grup + Staph~ Time, value.var="O2")

dat.wide

dat<-dat.wide

attach(dat)

names(dat)

dat<-cbind(dat,c(rep(1:2,12),rep(3:4,12)))

names(dat)<-c("Subj","Grup","Staph","T6","T12","T18","Trat")

str(dat)

#Havendo interesse em obter amostras de cada Tratamento:

library(dplyr)

by_Trat <- dat %>% group_by(Trat)

set.seed(1209)

dat.new<-sample_n(by_Trat,10)

dat.new

# Estatísticas Descritivas

#Centróides

mi.t <- colMeans(dat[,4:6])

mi.f1<-aggregate(cbind(T6,T12,T18) ~ Grup,data = dat, mean)

mi.f2<-aggregate(cbind(T6,T12,T18) ~ Staph,data = dat, mean)

mi.f12<-aggregate(cbind(T6,T12,T18) ~ Trat,data = dat, mean)

mi.t

mi.f1

mi.f2

mi.f12

mi1 <- c(mi.f12[1,2],mi.f12[1,3],mi.f12[1,4])

mi2 <- c(mi.f12[2,2],mi.f12[2,3],mi.f12[2,4])

mi3 <- c(mi.f12[3,2],mi.f12[3,3],mi.f12[3,4])

mi4 <- c(mi.f12[4,2],mi.f12[4,3],mi.f12[4,4])

#Construir o gráfico de perfis de médias

temp <- matrix(c(6,12,18,6,12,18,6,12,18,6,12,18),3,4)

graf <- matrix(0,3,4)

graf[1,1] <- mi.f12[1,2]

graf[1,2] <- mi.f12[2,2]

graf[1,3] <- mi.f12[3,2]

graf[1,4] <- mi.f12[4,2]

graf[2,1] <- mi.f12[1,3]

graf[2,2] <- mi.f12[2,3]

graf[2,3] <- mi.f12[3,3]

graf[2,4] <- mi.f12[4,3]

graf[3,1] <- mi.f12[1,4]

graf[3,2] <- mi.f12[2,4]

graf[3,3] <- mi.f12[3,4]

graf[3,4] <- mi.f12[4,4]

o2<-graf

matplot(temp, o2, main="Perfis de Médias",type="b", xlim=c(5,20),ylim=c(1.2,4.2))

#MANOVA: DCA 1 Fator em 4 níveis p=3

library(biotools)

mt<-boxM(dat[,4:6],as.factor(dat[,7]))

mt

names(mt)

mt$cov

round(mt$cov$'1',2) #s1

round(mt$cov$'2',2) #s2

round(mt$cov$'3',2) #s3

round(mt$cov$'4',2) #s4

round(mt$pooled,2)  #sc

s1<-mt$cov$'1'

s2<-mt$cov$'2'

s3<-mt$cov$'3'

s4<-mt$cov$'4'

s <- cov(dat[,4:6])

round(s,2) 

dim(dat)

n=48

SSTotal <- (n-1)*s

round(SSTotal,2)

G=4

SSW<-(n-G)*mt$pooled

round(SSW,2)

SSB <- SSTotal-SSW

round(SSB,2)

fit1 <- manova(as.matrix(dat[,4:6]) ~ as.factor(dat[,7]))

summary(fit1)  

names(fit1)

test1 <- summary(fit1, test="Pillai")

test2 <- summary(fit1, test="Wilks") 

test3 <- summary(fit1, test="Hotelling-Lawley") 

test4 <- summary(fit1, test="Roy") 

test1;test2;test3;test4

names(test1)

test1$SS  #matrizes de SQPC

test1$Eigenvalues

eigen(solve(SSW)%*%SSB)

test1$stats  #estatística de Pillai

lambda <- det(SSW)/det(SSTotal)  #lambda de Wilks

test2$stats # =lambda de Wilks

summary.aov(fit1)           # Tabelas de ANOVA

# Autovetores de E^(-1)H

Wmeioi <- (eigen(SSW)$vectors)%*%(diag((eigen(SSW)$values)^-0.5)%*%t(eigen(SSW)$vectors))

WBmeioi <- Wmeioi%*%SSB%*%Wmeioi

eigen(WBmeioi)

Wmeioi%*%eigen(WBmeioi)$vectors #T3 contribui mais para a discriminação

#Modelo MANOVA

model.matrix(fit1)  #parametrização casela de referência

fit1$coefficients   #estimativa dos efeitos

#ICB: comparação de Trat por variável

#variável T6

d12.1<-fit1$coefficients[2,1]

d13.1<-fit1$coefficients[3,1]

d14.1<-fit1$coefficients[4,1]

d23.1<-fit1$coefficients[3,1]-fit1$coefficients[2,1]

d24.1<-fit1$coefficients[4,1]-fit1$coefficients[2,1]

d34.1<-fit1$coefficients[4,1]-fit1$coefficients[3,1]

delta1<-qt(1-(0.05/(2*6)),48-4)*sqrt(SSW[1,1]/(48-4)*(2/12))

delta1

icb12.1<-c(d12.1-delta1,d12.1+delta1)

icb13.1<-c(d13.1-delta1,d13.1+delta1)

icb14.1<-c(d14.1-delta1,d14.1+delta1)

icb23.1<-c(d23.1-delta1,d23.1+delta1)

icb24.1<-c(d24.1-delta1,d24.1+delta1)

icb34.1<-c(d34.1-delta1,d34.1+delta1)

#variável T6

d12.1<-fit1$coefficients[2,1]

d13.1<-fit1$coefficients[3,1]

d14.1<-fit1$coefficients[4,1]

d23.1<-fit1$coefficients[3,1]-fit1$coefficients[2,1]

d24.1<-fit1$coefficients[4,1]-fit1$coefficients[2,1]

d34.1<-fit1$coefficients[4,1]-fit1$coefficients[3,1]

delta1<-qt(1-(0.05/(2*6)),48-4)*sqrt(SSW[1,1]/(48-4)*(2/12))

delta1

icb12.1<-c(d12.1-delta1,d12.1+delta1)

icb13.1<-c(d13.1-delta1,d13.1+delta1)

icb14.1<-c(d14.1-delta1,d14.1+delta1)

icb23.1<-c(d23.1-delta1,d23.1+delta1)

icb24.1<-c(d24.1-delta1,d24.1+delta1)

icb34.1<-c(d34.1-delta1,d34.1+delta1)

#variável T12

d12.2<-fit1$coefficients[2,2]

d13.2<-fit1$coefficients[3,2]

d14.2<-fit1$coefficients[4,2]

d23.2<-fit1$coefficients[3,2]-fit1$coefficients[2,2]

d24.2<-fit1$coefficients[4,2]-fit1$coefficients[2,2]

d34.2<-fit1$coefficients[4,2]-fit1$coefficients[3,2]

delta2<-qt(1-(0.05/(2*6)),48-4)*sqrt(SSW[2,2]/(48-4)*(2/12))

delta2

icb12.2<-c(d12.2-delta2,d12.2+delta2)

icb13.2<-c(d13.2-delta2,d13.2+delta2)

icb14.2<-c(d14.2-delta2,d14.2+delta2)

icb23.2<-c(d23.2-delta2,d23.2+delta2)

icb24.2<-c(d24.2-delta2,d24.2+delta2)

icb34.2<-c(d34.2-delta2,d34.2+delta2)

#variável T18

d12.3<-fit1$coefficients[2,3]

d13.3<-fit1$coefficients[3,3]

d14.3<-fit1$coefficients[4,3]

d23.3<-fit1$coefficients[3,3]-fit1$coefficients[2,3]

d24.3<-fit1$coefficients[4,3]-fit1$coefficients[2,3]

d34.3<-fit1$coefficients[4,3]-fit1$coefficients[3,3]

delta3<-qt(1-(0.05/(2*6)),48-4)*sqrt(SSW[3,3]/(48-4)*(2/12))

delta3

icb12.3<-c(d12.3-delta3,d12.3+delta3)

icb13.3<-c(d13.3-delta3,d13.3+delta3)

icb14.3<-c(d14.3-delta3,d14.3+delta3)

icb23.3<-c(d23.3-delta3,d23.3+delta3)

icb24.3<-c(d24.3-delta3,d24.3+delta3)

icb34.3<-c(d34.3-delta3,d34.3+delta3)

icb<-matrix(c(icb12.1,icb13.1,icb14.1,icb23.1,icb24.1,icb34.1,

icb12.2,icb13.2,icb14.2,icb23.2,icb24.2,icb34.2,

icb12.3,icb13.3,icb14.3,icb23.3,icb24.3,icb34.3),2,18)

round(t(icb),2)

####################################

## MANOVA - Iris

##Iris: p=4 e G=3

##MANOVA

fit.m <- manova(as.matrix(iris[,-5]) ~ as.matrix(as.factor(iris[,5])))

summary(fit.m, test="Wilks") 

summary(fit.m, test="Pillai") 

summary(fit.m, test="Hotelling-Lawley") 

summary(fit.m, test="Roy") 

summary(fit.m)

aov(fit.m)

## Hipóteses sob teste: H0: mi_G1 = mi_G2 = mi_G3 para mi o vetor de médias das 4 variáveis

library(DiscriMiner)

#Matriz de Soma de Quadrados e Produtos Cruzados Dentro de Grupos

#É a matriz E: é uma fonte de variabilidade devido ao Erro

SSw<-withinSS(as.matrix(iris[,-5]),as.factor(as.matrix(iris[,5])))  

round(SSw,2)

#Matriz de Soma de Quadrados e Produtos Cruzados Entre Grupos

#É a matriz H: é uma fonte de variabilidade devido ao Grupo (o fator sob estudo)

SSb<-betweenSS(as.matrix(iris[,-5]),as.factor(as.matrix(iris[,5])))

round(SSb,2)

round(SSw+SSb,2)

##Qual a importância de cada variável para o ajuste?

##Decomposição espectral de: (H - lambda E)L=0

E<-SSw

H<-SSb

deE<-eigen(E)

diagE<-diag(deE$values)

solve(diagE)

Eim<-(deE$vectors)%*%solve(diagE)^0.5%*%t(deE$vectors)

Eim #E^(-0.5)

M<-Eim%*%H%*%t(Eim)

L<-Eim%*%eigen(M)$vectors

L

t(L)%*%E%*%L

L[,1:2]

eigen(M)$values  

eigen(M)$vectors

#o primeiro autovetor indica que a variável 3 seguida da 4

# são as que mais contribuem para a diferença entre os grupos

#Isso é confirmado pela ANOVA

summary.aov(fit.m)

