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#Simulando dados da Normal bivariada

#Gerar n=500 observações da Normal bivariada (p=2 variáveis hipotéticas)

library(MASS)

mu<-c(0,0)  #centróide dos dados a serem simulados

sigma<-matrix(c(2,1,1,2),ncol=2)  #matriz de covariãncia dos dados a serem simulados

n<-500

ysim<-mvrnorm(n,mu,sigma)

head(ysim)

#Análise dos dados gerados

mi<-colMeans(ysim)  #centróide amostral:deve ser próximo de mu

s<-cov(ysim)        #matriz de covariância amostral:deve ser próxima de sigma

#Boxplot bivariado

#Copiar a função bivbox proposta por Everitt:

bivbox<-function(a, d = 7, mtitle = "Bivariate boxplot",

 method = "robust",xlab="X",ylab="Y")

{

#a is data matrix

#d is constant(usually 7)


p <- length(a[1,  ])


if(method == "robust") {



param <- biweight(a[, 1:2]); m1 <- param[1]; m2 <- param[2]



s1 <- param[3]; s2 <- param[4]; r <- param[5]


}


else {



m1 <- mean(a[, 1]); m2 <- mean(a[, 2]); 



s1 <- sqrt(var(a[, 1])); s2 <- sqrt(var(a[, 2])); r <- cor(a[, 1:2])[1, 2]


}


x <- (a[, 1] - m1)/s1; y <- (a[, 2] - m2)/s2


e <- sqrt((x * x + y * y - 2 * r * x * y)/(1 - r * r))


e2 <- e * e; em <- median(e); emax <- max(e[e2 < d * em * em])


r1 <- em * sqrt((1 + r)/2); r2 <- em * sqrt((1 - r)/2); theta <- ((2 * pi)/360) * seq(0, 360, 3)


xp <- m1 + (r1 * cos(theta) + r2 * sin(theta)) * s1; yp <- m2 + (r1 * cos(theta) - r2 * sin(theta)) * s2


r1 <- emax * sqrt((1 + r)/2); r2 <- emax * sqrt((1 - r)/2); theta <- ((2 * pi)/360) * seq(0, 360, 3)


xpp <- m1 + (r1 * cos(theta) + r2 * sin(theta)) * s1; ypp <- m2 + (r1 * cos(theta) - r2 * sin(theta)) * s2


maxxl <- max(xpp); minxl <- min(xpp); maxyl <- max(ypp); minyl <- min(ypp)


b1 <- (r * s2)/s1; a1 <- m2 - b1 * m1; y1 <- a1 + b1 * minxl; y2 <- a1 + b1 * maxxl


b2 <- (r * s1)/s2; a2 <- m1 - b2 * m2; x1 <- a2 + b2 * minyl; x2 <- a2 + b2 * maxyl


maxx <- max(c(a[, 1], xp, xpp, x1, x2)); minx <- min(c(a[, 1], xp, xpp, x1, x2))


maxy <- max(c(a[, 2], yp, ypp, y1, y2)); miny <- min(c(a[, 2], yp, ypp, y1, y2))


plot(a[, 1], a[, 2], xlim = c(minx, maxx), ylim = c(miny, maxy), xlab =xlab, ylab =ylab,


 lwd = 2, pch = 1)


lines(xp, yp, lwd = 2); lines(xpp, ypp, lty = 2, lwd = 2)


segments(minxl, y1, maxxl, y2, lty = 3, lwd = 2); segments(x1, minyl, x2, maxyl, lty = 4, lwd = 2)

}

bivbox(ysim, method ="O")

#Cálculo da distãncia de Mahalanobis das observações ao centróide

d2m<-mahalanobis(ysim,mi,s)

plot(d2m, main="Diagnóstico de outliers - Bivariado")

abline(h=qchisq(0.95,2))

#Dados da altura de pais e filhos

install.packages("ggplot2")

library(ggplot2)

install.packages("UsingR")

library(UsingR)

data("father.son")

head(father.son)

x=father.son$fheight

y=father.son$sheight

alt<-cbind(x,y)

alt

#Alternativamente:

load("C:/Users/jpsol/OneDrive/Documents/Julia/Bioinformatica/IBI5086-2023/Aula10-261023/father.son.rda")

head(test)

x=father.son$fheight

y=father.son$sheight

alt<-cbind(x,y)

alt

par(mfrow=c(1,2))

boxplot(x,main="Altura dos pais")

boxplot(x,main="Altura dos filhos")

#critério do boxplot para observações outliers univariado

plot(x,y,xlab="Altura dos pais",ylab="Altura dos filhos", main="Dados de Altura (F.Galton, Pearson-Regressão)", bty="l",pch=20)

abline(a=0,b=1,lty=2,lwd=2)

abline(lm(sheight ~ fheight, data=father.son),lty=1,lwd=2)

cor(x,y) #coeficiente de correlação entre x e y

#Ajuste linear: predição da altura do filho pela altura do pai

lm(y~x)

#Note pelo gráfico que há uma regressão na altura do filho quando o pai é mais alto que x=69.72628

#Há um aumento na altura do filho quando o pai é mais baixo que x=69.72628

33.8866+0.5141*(62) 

33.8866+0.5141*(68) 

33.8866+0.5141*(70) 

33.8866+0.5141*(75) 

#Estatísticas descritivas multivariadas (neste caso, n=1078 e p=2)

ma<-colMeans(alt)

round(ma,2) #centróide dos dados

sa<-cov(alt)

round(sa,2)  #matriz de covariâncias 

ra<-cor(alt)

round(ra,2)  #matriz de correlações

#Cálculo da densidade da Normal bivariada (N2) para pontos específicos

require(mvtnorm)

dmvnorm(c(65,59), mean = ma, sigma = sa)

dmvnorm(alt[10,], mean = ma, sigma = sa)

dmvnorm(alt[100,], mean = ma, sigma = sa)

#Visualizando a N2

fN2<-c(rep(0,1078))

for(i in 1:1078){

   fN2[i]<-dmvnorm(alt[i,], mean=ma, sigma=sa)

  }

install.packages("scatterplot3d") 

library("scatterplot3d") 

scatterplot3d(cbind(alt,fN2))

summary(x)

summary(y)

x1<-seq(59,75,length=50)

x2<-seq(58,78,length=50)

Z<-matrix(NA,length(x1),length(x2))

for(i in 1:length(x1)){

  for(j in 1:length(x2)){

    Z[i,j]<-dmvnorm(c(x1[i],x2[j]), mean=ma, sigma=sa)

  }

}

persp(x1,x2,Z, phi = 30, theta = 70,col="lightblue", ticktype = "detailed")

#Diagnóstico de observações outliers - Dist Mahalanobis

d2m<-mahalanobis(alt,ma,sa)

plot(d2m, main="Diagnóstico de outliers - Bivariado")

abline(h=qchisq(0.95,2))  #nível de significância=5%

#A dist mahalanobis das obs ao centróide segue uma distrib Qui_Quadrado com p graus de liberdade

plot(density(d2m, bw = 0.5),

     main="Dist mahalanobis ao Quadrado, n=1073, p=2")

rug(d2m)

qqplot(qchisq(ppoints(1073), df = 2), d2m,

       main = expression("Q-Q plot da Dist Mahalanobis" * ~D^2 *

                         " vs. Quantis" * ~ chi[2]^2))

abline(0, 1, col = 'gray')

#Boxplot bivariado

bivbox(alt, method ="O")

title(main="Dados de altura")

## Elipse Bivariada 

## Função Confelli 

confelli <- function(b, C, df, level = 0.95, xlab = "",

ylab = "", add=T, prec=51,cor="black")

{

d <- sqrt(diag(C))

dfvec <- c(2, df)

phase <- acos(C[1, 2]/(d[1] * d[2]))

angles <- seq( - (pi), pi, len = prec)

mult <- sqrt(dfvec[1] * qf(level, dfvec[1], dfvec[2]))

xpts <- b[1] + d[1] * mult * cos(angles)

ypts <- b[2] + d[2] * mult * cos(angles + phase)

if(add) lines(xpts, ypts,col=cor)

else plot(xpts, ypts, type = "l", xlab = xlab, ylab = ylab,col=cor)

a<-round(runif(1,1,51))

text(xpts[a], ypts[a],paste(level),adj=c(0.5,0.5),font=2,cex=0.7)

}

plot(alt, main="Dados de altura-Elipses de concentração")

points(x=ma[1],y=ma[2],pch = 21, bg = "blue")

summary(alt) ## calcular o valor df da função confelli (máximo dos dados)

confelli(ma,sa,df=80,level=0.95,cor="red")

confelli(ma,sa,df=80,level=0.8,cor="green")

confelli(ma,sa,df=80,level=0.5, cor="black")

##Decomposição espectral de matrizes quadradas (de covariância)

#Decomposição da matriz de covariância S (ou R) em seus autovalores e #autovetores

#Uso do comando  eigen

vdv.alt<-eigen(cov(alt))  #=eigen(sa)

vdv.alt

names(vdv.alt)

round(vdv.alt$values,2) #autovalores

round(vdv.alt$vectors,2) #autovetores

# Algumas propriedades dos autovalores da matriz de covariâncias

#Note que: Soma de autovalores = variância total (traço da matriz S)

sum(vdv.alt$values)

sum(diag(sa))

#Note que: Produto dos autovalores = variância generalizada (determinante da matriz S)

prod(vdv.alt$values)

det(sa)

#Dados alt nas coordenadas principais 

alt.cp<-alt%*%vdv.alt$vectors

print(cbind(alt,alt.cp))

par(mfrow=c(1,2))

plot(alt,main="Alturas: Coord Originais")

plot(alt.cp,main="Alturas: Coord Principais")

cov(alt)

cov(alt.cp)

sum(diag(cov(alt)))

sum(diag(cov(alt.cp)))

cor(alt)

cor(alt.cp)

#Explore também o commando svd para decomposição em valores singulares de #matrizes retangulares

##Gráfico de dispersão com os eixos principais da elipse

library(ggplot2)

out1 <- ggplot(data.frame(alt),aes(x,y))+geom_point(alpha=1)+stat_ellipse(level=0.95,colour="red")+xlab("altura dos pais")+

ylab("altura dos filhos")+ggtitle("Elipse de Concentração-Eixos Principais")

out1

#centróide

out1<-out1+geom_point(aes(x=ma[1],y=ma[2]),colour="blue",size=4)

out1

#Eixos principais

pca<-eigen(sa)

slopePC1<-pca$vectors[1,1]/pca$vectors[2,1]

interceptPC1<-ma[2]-slopePC1*ma[1]

out1<-out1+geom_abline(intercept=interceptPC1,slope=slopePC1,colour="black")

out1

slopePC2<-pca$vectors[1,2]/pca$vectors[2,2]

interceptPC2<-ma[2]-slopePC2*ma[1]

out1<-out1+geom_abline(intercept=interceptPC2,slope=slopePC2,colour="black")

out1

#Considere a análise dos seguintes dados:

#Caracterização nutricional de 27 produtos alimentícios (Everitt, 2007)

energia<- c(340,245,420,375,180,115,170,160,265,300,340,340,355,205,185,135,70,45,90,135,200,155,195,120,180,170,110)

proteina<-c(20,21,15,19,22,20,25,26,20,18,20,19,19,18,23,22,11,7,14,16,19,16,16,17,22,25,23)

gordura<-c(28,17,39,32,10,3,7,5,20,25,28,29,30,14,9,4,1,1,2,5,13,9,11,5,9,7,1)

calcio<-c(9,9,7,9,17,8,12,14,9,9,9,9,9,7,9,25,82,74,38,15,5,157,14,159,367,7,98)

ferro<-c(2.6,2.7,2,2.5,3.7,1.4,1.5,5.9,2.6,2.3,2.5,2.5,2.4,2.5,2.7,0.6,6,5.4,0.8,0.5,1,1.8,1.3,0.7,2.5,1.2,2.6)

dat<-cbind(energia,proteina,gordura,calcio,ferro)

dat

m<-colMeans(dat) #centróide dos dados

m

v<-cov(dat) #matriz de covariância

round(v,2)

r<-cor(dat) # matriz de correlação de Y = matriz de covariância de Y*

round(r,2)

#Boxplot bivariado

#Copiar a função bivbox proposta por Everitt:

par(mfrow=c(2,5))

bivbox(dat[,c(1,2)], method ="O"); title(main="Y1xY2")

bivbox(dat[,c(1,3)], method ="O"); title(main="Y1xY3")

bivbox(dat[,c(1,4)], method ="O"); title(main="Y1xY4")

bivbox(dat[,c(1,5)], method ="O"); title(main="Y1xY5")

bivbox(dat[,c(2,3)], method ="O"); title(main="Y2xY3")

bivbox(dat[,c(2,4)], method ="O"); title(main="Y2xY4")

bivbox(dat[,c(2,5)], method ="O"); title(main="Y2xY5")

bivbox(dat[,c(3,4)], method ="O"); title(main="Y3xY4")

bivbox(dat[,c(3,5)], method ="O"); title(main="Y3xY5")

bivbox(dat[,c(4,5)], method ="O"); title(main="Y4xY5")

#Observações atípicas multivariadas

dm.dat<-mahalanobis(dat,m,v)

dat.o<-cbind(seq(1:27),dm.dat)

plot(dat.o, main="Observações Atípicas")

abline(h=qchisq(c(0.9), df = 5, lower.tail = TRUE))

text(dat.o, labels=c("1","2","3","4","5","6","7","8","9","10","11","12",

"13","14","15","16","17","18","19","20","21","22","23","24","25","26","27"), lwd=3)

#Considerando os dados originais:

#Há algum alimento com composição nutricional atípica?

# Análise de Componentes Principais - Comando prcomp

cp<-prcomp(dat)

summary(cp)

cp$sdev      #raiz quadrada dos autovalores de S (1/(n-1))

cp$rotation  

#autovetores: note que o CP1 recebe peso alto para Energia

#CP2 recebe peso alto de Cálcio

#Os dois primeiros CP explicam 99,86% da variância total dos dados

cp$center    #centroide

cp$x         # valores dos cp para os indivíduos

plot(cp)     # screeplot: gráfico dos autovalores

plot(cp$x[,1:2]); title(main="Escores dos CP") 

abline(h=0,v=0)

text(cp$x[,1:2], labels=c("1","2","3","4","5","6","7","8","9","10","11","12",

"13","14","15","16","17","18","19","20","21","22","23","24","25","26","27"), lwd=3)

#Há algum alimento com composição nutricional diferente dos demais?

#Chernoff Faces: gráfico pictorial

library(TeachingDemos)

faces( as.matrix(dat), fill=T) ##comparando as unidades amostrais

faces( as.matrix(t(dat)), fill=T) ##comparando as variáveis

biplot(cp)  ##Note que o alimento 25 é rico em cálcio e o 3 em energia   

##Note que Y25 é observação atípica

##Note que Energia e cálcio são as variáveis que dominam a análise

z <- cp$x

dat5 <- cbind(dat,z) ##Compare os dois conjuntos de dados, originais e CP

dat5

dat2 <- cbind(dat,round(z[,1:2],2))

dat2

#Explore o comando:  eigen(cov(dat))

#Decomposição espectral da matriz S (com divisor n-1)

vdv.dat<-eigen(cov(dat))

round(vdv.dat$values,2)

round(vdv.dat$vectors,2)

plot(seq(1:5),vdv.dat$values,xlab="componentes",ylab="autovalores", type="b", main="Screeplot")

abline(h=mean(vdv.dat$values))

#Calcule a correlação do CP1 com cada uma das 5 variáveis originais

ryz<-cor(dat2)

ryz <- ryz[1:5,6:7] #útil para interpretar o escore (var latente CP1 e CP2)

ryz

cbind(ryz^2,diag(cov(dat)))

#Interprete o quadrado desses coeficientes de correlação

#r2: é a proporção da variância de cada variável explicada pelo CP!

## Refaça a análise de CP considerando a matriz de correlação

#CP dos Dados padronizados: cpr<-prcomp(dat,scale=TRUE)

#Isso equivale a obter os CP das variáveis padronizadas

#Note que Y25 deixou de ser observação atípica com a padronização dos dados

#Além disso, com a padronização a variável Energia deixou de “dominar” a análise

cpr<-prcomp(dat,scale=TRUE)

#Comando equivalente: princomp(dat,cor=TRUE)

summary(cpr) 

#os dois primeiros CP explicam 66,84% da variância total dos dados padronizados

cpr$sdev      #raiz quadrada dos autovalores

cpr$rotation  

#autovetores: note que o CP1 recebe peso de moderado a alto de todoas as var

biplot(cpr) #a obs 25 deixou de ser atípica

vdv.datr<-eigen(cor(dat))

round(vdv.datr$values,2)

round(vdv.datr$vectors,2)

plot(seq(1:5),vdv.datr$values,xlab="componentes",ylab="autovalores", type="b", main="Screeplot")

abline(h=mean(vdv.datr$values))
##Dados dos cães

dat <- matrix(c(9.7, 21.0, 19.4,  7.7, 32.0, 36.5,

8.1, 16.7, 18.3,  7.0, 30.3, 32.9,

13.5, 27.3, 26.8, 10.6, 41.9, 48.1,

11.5, 24.3, 24.5,  9.3, 40.0, 44.6,

10.7, 23.5, 21.4,  8.5, 28.8, 37.6,

9.6, 22.6, 21.1,  8.3, 34.4, 43.1,

10.3, 22.1, 19.1,  8.1, 32.2, 35.0),6,7)

caes <- t(dat)

colnames(caes) <- c("Y1","Y2","Y3","Y4","Y5","Y6")

caes

dim(caes) #n=7, p=6

#Componentes Principais
s<-cov(caes)

round(s,2)

ds<-eigen(s) #decomposição espectral de S

round(ds$values,2)

round(ds$vectors,2)

#Comando “prcomp”: usa svd e S com denominador (n-1)

#Atenção: explore também o comando "princomp"

#"princomp": usa eigen e S com denominador (n)

#Comparar os autovalores dessas duas alternativas de análise!!

cps<-prcomp(caes)

summary(cps)

cps$sdev      #raiz quadrada dos autovalores de sigmahat (divisor (n-1))

cps$rotation  #autovetores = cargas

round(cps$rotation,2)

cps$center    #centroide dos dados

cps$x         # escores dos cp

cov(cps$x)    #as CP são independentes

plot(cps)     # screeplot: gráfico dos autovalores

screeplot(cps)

z <- cps$x

z

bd2 <- cbind(caes,z[,1:2])

bd2   #redução de dimensionalidade

plot(z[,1:2],main="Escores") #Representação das u.a.

text(z[,1:2], labels=c("C1", "C2","C3", "C4","C5", "C6", "CPre"), lwd=3)

plot(cps$rotation[,1:2],main="Cargas") #Representação das variáveis

text(cps$rotation[,1:2], labels=c("Y1", "Y2","Y3", "Y4","Y5", "Y6"), lwd=3)

biplot(cps,main="Biplot") 

#Representação das u.a. e das variáveis em um mesmo gráfico

#Distância Euclidiana (ordinária) entre observações

de<-dist(caes)

de

de<-round(de,2)

de

#dim(de)

#de <- as.matrix(de)

#dim(de)

##ESCALONAMENTO MULTIDIMENSIONAL - Solução Métrica
#cmdscale(d, k = 2, eig = FALSE, add = FALSE, x.ret = FALSE)

esc <- cmdscale(de)

round(esc,2)

#x <- esc[,1]

#y <- esc[,2]

#plot(x,y)

plot(esc, main="Escalonamento Multidimensional")

text(esc, labels=c("C1", "C2","C3", "C4","C5", "C6", "CPre"), lwd=3)

difd<-as.matrix(dist(caes))-as.matrix(dist(esc))

difd  #compara as matrizes de distância "de" com a estimada por EM (k=2)

esc2<-cmdscale(de, k = 2, eig = TRUE, add = FALSE, x.ret = FALSE)

esc2  #saída com os autovalores

(esc2$eig[1]+esc2$eig[2])/sum(esc2$eig) 

#proporção da variância total explicada

de #distância observada entre as observações

round(dist(esc),2) 

#distância aproximada (calculada a partir das Coordenadas principais)

##Componentes Principais - Coordenadas Principais: Equivalência

##Sob Matriz de Dist Euclidiana: Comp Principais = Coordenadas Principais

par(mfrow=c(1,2))

plot(esc, main="Esc Mult")

text(esc, labels=c("C1", "C2","C3", "C4","C5", "C6", "CPre"), lwd=3)

z<-cbind(cps$x[,1],cps$x[,2])

plot(z, main="PCA")     

text(z, labels=c("C1", "C2","C3", "C4","C5", "C6", "CPre"), lwd=3)

##se necessário troque o sinal de CP2 e refaça os gráficos

#z<-cbind(cps$x[,1],-(cps$x[,2]))

##ESCALONAMENTO MULTIDIMENSIONAL - Solução Não Métrica - Sammon
library(MASS)

escsa<-sammon(de)

names(escsa)

escsa$points

round(escsa$points,2)

plot(escsa$points, main="Sammon")

text(z, labels=c("C1", "C2","C3", "C4","C5", "C6", "CPre"), lwd=3)

escsa$stress  #soma(dij-d_predij)^2/soma(dij-dbarra)^2

##ESCALONAMENTO MULTIDIMENSIONAL - Solução Não Métrica - isoMDS
esciso<-isoMDS(de)

names(esciso)

round(esciso$points,2)

plot(esciso$points, main="isoMDS")

text(z, labels=c("C1", "C2","C3", "C4","C5", "C6", "CPre"),lwd=3)

esciso$stress

##Construa os quatro gráficos em um painel

par(mfrow=c(2,2))

#ANÁLISE DE CORRESPONDÊNCIA
#Considere a seguinte tabela de contingência

#Suponha que temos distribuições trinomiais para 5 populações

#Represente graficamente esses dados 

#Tabela 

   C1 C2 C3

L1 17  5  3

L2  3 20  4

L3 19  5  2

L4  6  8 35

L5  5 12  6

tab<-matrix(c(17,3,19,6,5,5,20,5,8,12,3,4,2,35,6),nrow=5,ncol=3) 

tab

##Desenhe os perfis linha das trinomiais em um simplex

tab<-as.table(tab)

tab

rownames(tab)<-c("L1","L2","L3","L4","L5")

colnames(tab)<-c("C1","C2","C3")

tab

tpr<-prop.table(tab,1) #proporções com totais linha fixos

tpc<-prop.table(tab,2) #proporções com totais coluna fixos

tpr; tpc

round(tpr,2)

chisq.test(tab) 

#H0: populações homogêneas

#Rejeitar H0 -> há evidência de populações heterogêneas

#Representação das 5 trinomiais no simplex

library(scatterplot3d)

scatterplot3d(tpr[,1:3], angle = 55)

s3d<-scatterplot3d(tpr[,1:3],pch=10, type="h", angle=55) 

text(s3d$xyz.convert(tpr[, 1:3]), labels = rownames(tab),

     cex= 1, col = "red")

library(ca)

fit.ca<-ca(tab)

fit.ca

plot(fit.ca, map="rowprincipal", arrows=c(FALSE,TRUE),main="Biplot das Trinomiais")

#Outras alternativas:

plot.ca(fit.ca, main="Biplot Simétrico") 

#Linha e Coluna em coord principais

plot(fit.ca, map="rowgreen", main="Rowgreen")

#Colunas em Coord Padrão (eixos), Linhas em Coord Principais 

plot(fit.ca, map="colgreen", main="Colgreen")

#Colunas em Coord Principais, Linhas em Coord Padrão (eixos) 

#Compare as várias alternativas de representação dos dados

par(mfrow=c(2,2))

plot(fit.ca)

plot(fit.ca, main="Symetric") #ambas em coord principais

plot(fit.ca, map="colgreen", main="Colgreen") 

#Colunas em Coord Principais, Linha em Cood Padrão 

plot(fit.ca, map="rowgreen", main="Rowgreen")

? plot.ca

#Dados dos níveis funcionais

func<-matrix(c(4,4,25,18,10,2,3,10,24,6,3,7,12,33,7,2,4,4,13,2),5,4)

func

rownames(func)<-c("N1","N2","N3","N4","N5")

colnames(func)<-c("F0","F1","F2","F3")

func

chisq.test(func) 

pr<-prop.table(func,1) #proporções com totais linha fixos

pc<-prop.table(func,2) #proporções com totais coluna fixos

round(pr,2)

round(pc,2)

fit.ca<-ca(func)

fit.ca

names(fit.ca)

round(fit.ca$rowcoord,2) #coordenadas padrão das linhas (autovetores_linha)

round(fit.ca$colcoord,2) #coord padrão das colunas (autovetores_col)

#Supondo análise de associação: total "n" da tabela fixo

#Teste Qui-Quadrado: H0:Variáveis linha e coluna independentes

#p=0.1718 ==> não rejeitar H0

plot(fit.ca,main="Biplot Simétrico") #biplot simétrico

pls<-plot(fit.ca,main="Biplot Simétrico")

round(pls$row,2) #autovetor_linha*sqrt(autovalor)

round(pls$col,2) #autovetor_col*sqrt(autovalor)

plot(fit.ca, map="rowprincipal", main="Rowprincipal")

#Colunas em Coord Padrão, Linhas em Coord Principais 

plr<-plot(fit.ca, map="rowprincipal", main="Rowprincipal",arrows=c(FALSE,TRUE))

round(plr$row,2) #autovetor_linha*sqrt(autovalor)

round(plr$col,2) #autovetor_col

plot(fit.ca, map="rowgreen", main="Rowgreen")

#Colunas em Coord Padronizadas, Linhas em Coord Principais 

plrg<-plot(fit.ca, map="rowgreen", main="Rowgreen")

round(plrg$row,2) #autovetor_linha*sqrt(autovalor)

round(plrg$col,2) #autovetor_col*sqrt(massa)

#massa:frequência relativa da marginal da tabela

#Comparando diferentes representações dos dados

par(mfrow=c(2,2))

plot(fit.ca, main="Symetric") #ambas, L e C, em coord principais

plot(fit.ca, map="rowprincipal",main="Rowprincipal", arrows=c(FALSE,TRUE))

plot(fit.ca,map="colprincipal", main="Colprincipal", arrows=c(TRUE,FALSE))

par(mfrow=c(2,2))

plot(fit.ca, map="rowgreen", main="Rowgreen",arrows=c(FALSE,TRUE))

plot(fit.ca, map="colgreen", main="Colgreen",arrows=c(TRUE,FALSE)) 

plot(fit.ca, mass=TRUE,map="rowgreen",main="Rowgreen.mass",arrows=c(FALSE,TRUE)) 

plot(fit.ca, mass=TRUE,map="colgreen",main="Colgreen.mass",arrows=c(TRUE,FALSE)) 

##Represente graficamente as seguintes tabelas de frequência

#Tabela 1

   aa Aa AA

L1 11 10  9

L2 10 11  9

L3 10  9 10

L4  9  9 12

L5 10 11 10

#Tabela 2

   aa Aa AA

L1 13  8  9

L2  6 14 10

L3 14  7  8

L4  7  9 18

L5 10 12  5

#Tabela 3

   aa Aa AA

L1 17  5  3

L2  3 20  4

L3 19  5  2

L4  6  8 35

L5  5 12  6

#Tabela 4

   aa Aa AA

L1 20  1  0

L2  0 24  1

L3 24  2  0

L4  2  0 47

L5  4 23  2

tab1<-matrix(c(11,10,10,9,10,10,11,9,9,11,9,9,10,12,10), nrow=5,ncol=3) 

tab3<-matrix(c(17,3,19,6,5,5,20,5,8,12,3,4,2,35,6),5,3)
