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O que fazer com tantos

dados?




4° paradigma da ciéncia

Ciencia é centrada nos dados, sejam observados ou simulados, unificando teoria,
experimentos e simulacoes - eScience

(GEO)BIG

- Eficiéncia

- Digitalizacao DATA

« Novas visoes (GEO)DATA
- Mais poderosas em conjunto DRIVEN

DADOS
AI PRECISOS
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4 Computaci
utaci
y
Tedrico onal
IEmpl’rico




Como extrair informacao

de tantos dados?




Big Data

* Volume, Velocidade, Variedade
« Exige processamento diferenciado

Volume
size of Data

Velocity
The Speed at which Data
s Generated

Veracity
Data Accuracy

Value

Useful Data

Validity
Data quality, Governace, Moster Data
Management on Massive

Variability
Dynamic, Evolving Behavior
in Data Source

Vocabulary
Data Models, Semantics that
tdescribes data Structure

Vagueness
Confusion over Meaning of BigData
and Tools used




Vast majority of
Modern muti-  Sigma-Lamaque All drill historical
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Saiba mais: https://www.linkedin.com/pulse/how-geologists-can-outwit-artificial-intelligence-jun-cowan/



Inteligéncia Artificial

 1950s

 Inteligéncia humana exibida por
maquinas

- Termo geral para fazer com que
computadores realizem atividades
humanas

A Limitada

Sistema pode fazer apenas uma

(ou poucas) coisas definidas tao
bem ou melhor que humanos

Artificial Intelligence (Al)

Mm GOFAI < m’i >

Planning,
Scheduling,

Optimization

Machine
Learning

Natural Predictive
Language Analytics
Processing
-

Vision

Information
Robotics Extraction
Classification
& Clustering
Image Machine
Recognition Vision




Machine Learning

e 1980s Problema Inverso

< = / bl
+ Uma abordagem para alcancar IA através @fﬂ Verse probem
de sistemas que podem aprender por Converter medidas observadas em
experiéncia para encontrar padraes em informacodes sobre um objeto ou sistema.
um conjunto de dados
* Reuso de cddigo

* Tarefas: Reqressao Classificacao
- Automacao g ¢
Prever valores Valores

 Modelagem e problemas inversos AT categéricos
 Descoberta (padroes, estruturas, relacionamentos)

Agrupamento | Previsao de

Outros exemplos sequeéencia
mais similares O que vem depois?




* Knowledge based
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regras especificas ), e : Exploring hypotheses

Discovery of quantitative relations
« between variables and high

: dimensional and/or complex

» refationships

Domain
expert lens

" Nonlinear mapping can be opague

DADOS [l Aprendizado
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Saiba mais: Bergen et al., 2019




Deep Learning

« 2010

* Uma técnica para implementar ML

« Redes Neurais Profundas (DNNs)

 Estruturas de cédigo em camadas que  wutiaer
imitam vagamente o cérebro humano

- Habilidade em extrair automaticamente
representacoes de alto nivel de dados
complexos

Saiba mais: https://playground.tensorflow.org/

How Neural Networks work?
Neurons:

g N ~

~ | know a guy,who'knows a guy

Deep neural network
Multiple hidden layers

Output layer




Deep Learning
Deep Neural Networks

Autoencoder Networks Dee?.
Generative
Featurization Models

Dictionary Learning

Feature Learning Learn joint
probability
Clustering & distribution
Self-organizing maps
Sparse representation _
Feature representation Sem_l-
_ ST _ Supervised
Dimensionality reduction Learning

Unsurpervised Learning

Fast simulations & surrogate models

Inverse problems Recurrent Neural Networks

_ - Convolutional Neural Networks
Dynamic decisions

Reinforcement

: Artifical Neural Networks
Learning

Support Vector Machines

Prediction Random Forests & Ensembles

Detection & classification Graphical Models

Determine optimal boundary Logistic Regression

Domain adaptation

Supervised Learning

Saiba mais: Bergen et al., 2019



Deep Learning
Deep Neural Networks

Autoencoder Networks Dee”.
Generative
Featurization Models

Dictionary Learning

Feature Learning Learn joint
probability
Clustering & distribution
Self-organizing maps
Sparse representation _
Feature representation Sem_l-
_ ST _ Supervised
Dimensionality reduction Learning

Unsurpervised Learning

Fast simulations & surrogate models

Inverse problems Recurrent Neural Networks

_ - Convolutional Neural Networks
Dynamic decisions

Reinforcement

: Artifical Neural Networks
Learning

Support Vector Machines

Prediction Random Forests & Ensembles

Detection & classification Graphical Models

Determine optimal boundary Logistic Regression

Domain adaptation

Supervised Learning

Saiba mais: Bergen et al., 2019



Exercicio de hoje

Deep Neural Networks
Fast simulations & surrogate models

Inverse problems Recurrent Neural Networks
Autoencoder Networks DeeP. i
_— Generitive Convolutional Neural Networks
Featurization Models Dynamic decisions
Dictionary Learning Reinforcement Artifical Neural Networks
_ . Learning
Feature Learning Learn joint Support Vector Machines
probability
Clustering & distribution Prediction Random Forests & Ensembles
Self-organizing maps Detection & classification Graphical Models
Sparse representation - Determine optimal boundary Logistic Regression
Feature representation Sem_l- Domain adaptation
5 e Supervised
imensionality reduction :
y Learning Supervised Learning

Unsurpervised Learning

Saiba mais: Bergen et al., 2019




artificial
Intelligence

machine learning

data science deep learning

big data

data
analytics




Os desafios




Figure 4. Some of the major challenges in implementing Al and machine learning in mining

Economlcal

* Availabilty -Humanmachme » Capital cost » System reliability
. Rehabllty of data . I..us jobs » Application at large
» Data ownership -Robals stealmg jobs » Scarcity of skilled scale
* Mistrust i higher- workforce * System security and
gﬂmﬁw * Legislations data breach
- Funding . ﬁw&m&, viruses,
reqmremnnts and cyber attacks

technology » Troubleshooting

20 entrevistas

Saiba mais: Hyder et al., 2019




Os desafios dos dados geoldgicos

NATUREZA COLETA ARMAZENAMENTO

- Dados em sequéncia - espacial / - Varias escalas espaciais e * Poucos registros adequados

temporal temporais - Falta de padrdo ouro de
Multivariados « Varias fontes de erros e ruidos referéncia

Nao-lineares * Incompletos
Nao-estacionarios * Incertos

Multiplas escalas espaciais e
temporais

Interconexdes complexas
Eventos raros




Fluxo de trabalho Dados de

treinamento

Escolher a
solucao para o
problema

Coleta de
dados

Dados de

validagdo Modelagem

Dados de

Entender os Limpeza
objetivos dos dados

Engenharia
de feigoes Producdo de
(novos)

dados

Representacao Modelo
dos dados de producgao

Analise
exploratoria
de dados

Saiba mais: https://mlu-explain.github.io/train-test-validation/



Fluxo de trabalho

IA nao sabe os problemas que
pode resolver!




Classificacao
Classification

Os dados pertencem a classes, e o objetivo é
encontrar padroes que permitam determinar se
um dado pertence a uma ou outra(s) classe(s).



Classificacao

« Predicao de dados categoricos
« O resultado da classificagao digital de imagens de Sensoriamento Remoto é um

mapa tematico
Bl T PP ?

= el




Explore: https://mlu-explain.github.io/train-test-validation/

Técnicas e métodos

Model Features: None m Fluffiness | | Both

Weight




Explore: https://mlu-explain.github.io/train-test-validation/

Técnicas e métodos

Model Features: None | | Weight | | Fluffiness m

Weight

Fluffiness




Técnicas e métodos

« Dados 0D:
 Sem dimensoes espaciais ou temporais
« EX.: geoquimicos ou petrofisicos
* Redes Neurais Artificiais (ANN) e/ou variagoes
- Dados 1D:
* Uma dimensao espacial ou temporal
« Ex.:log de furo de sondagem; sismica (série temporal)
« ANN e variantes; ANN, Support Vector Machines (SVM), Self-organizing maps
« Dados 2D:
* Duas dimensoes espaciais
» EX.: processamento de imagens
* ANN, SVM

Saiba mais: Cracknell (2014), pag. 45




Técnicas e métodos

Classification

Minimum Distance

Support Vector Machines

Simple Neural Networks

Random Forest

Saiba mais: Shirmard et al. (2022)

AVIRIS, WorldView-3
Hyperion, ASTER, Landsat 8

ASTER

ASTER
Hyperion

Sentinel-2
Sentinel-2

UAV

Landsat 5
Hyperion, Landat 5
Landsat 7

Landsat 7

Sentinel-2

Landsat 5

Landsat 7

ASTER, Sentinel-2
Sentinel-2, PALSAR

TOPSAR

Minerals
Lithological units

Lithological units

Alteration types, minerals
Alteration types, minerals
Lithological units, alteration
types, minerals

Lithological units

Lithological units, alteration

types
Minerals

Lithological units
Alteration types, minerals

Structures

Lithological units
Lithological units
Lithological units
Lithological units

Lithological units

Lithological units

General
exploration
General
exploration

Cr

Au
Au

Cu, Au

Li

General
exploration
Au

General
exploration
Mo, Pb, Zn, Ag
General
exploration

Li

Au

General
exploration
Rare metals
General
exploration

General
exploration

Kruse and Perry (2013)

Pan et al. (2019)

Othman and Gloaguen
(2014)

Xu et al. (2019)

Nang and Zheng (2010)

Abdolmaleki et al. (2020)

Cardoso-Fernandes et al.
(2020b)

Lorenz et al. (2021)
Rigol-Sanchez et al. (2003)
Leverington (2010)

Nang et al. (2010)
Borisova et al. (2014)

Cardoso-Fernandes et al.
(2019)

Kuhn et al. (2018)
Cracknell and Reading
(2014)

Wang et al. (2020b)

Bachri et al. (2020)

Radford et al. (2018)




Fluxo de trabalho

Escolher a
solucao para o
problema

Entender os

objetivos

Coleta de
dados

Limpeza
dos dados

Engenharia
de feicdes

Dados de
treinamento

DEIElos 6 Modelagem

validacao

Dados de

Producao de
(novos)
dados

Representacao Modelo
dos dados de producgao

Saiba mais: https://mlu-explain.github.io/train-test-validation/



Garbage in, garbage out

Dados
ruins

Modelo Resultados
perfeito ruins

Dados Modelo Resultados

perfeitos

ruim ruins

»
»
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2468

2469
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silt
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silt
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100.570423

105.908270

100.734513
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106.556193

106.245301
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102.830445

2473 rows x 6 columns
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2.529335

2.482602

2.480323

2.464955
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Res

21.514267

6.959325

15.673613

9.013816

6.436128

15.693331

13.305511

13257587

20.291701

16.973809
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Fluxo de trabalho Dados de

treinamento

Escolher a
solucao para o
problema

Coleta de
dados

Dados de

validagdo Modelagem

Dados de

Entender os Limpeza
objetivos dos dados

Engenharia
de feigoes Producdo de
(novos)

dados

Representacao Modelo
dos dados de producgao

Analise
exploratoria
de dados

Saiba mais: https://mlu-explain.github.io/train-test-validation/



Dados de treinamento, validacao e teste

* Treinamento: usado para treinar o modelo. O conjunto de dados que alimentamos
nosso modelo para aprender possiveis padroes e relacionamentos subjacentes.

 Validacao: usado para entender o desempenho de diferentes tipos de modelos e
escolhas de hiperparametros.

« Teste: usado para comprovar que aquele modelo realmente funciona. Sao dados
ignorados no treinamento e no processo de escolha de hiperparametros. O
conjunto de dados que usamos para aproximar a precisao imparcial do nosso
modelo.

Saiba mais: https://mlu-explain.github.io/train-test-validation/
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Gamma

0.684067
0.663547
0.701019
0.664699

0.7/07394

Padronizar escalas

Neut

0.7735722
0.7766351
0.797103
0.801209

0.801952

Rhob

0.674410
0.440358
0.565026
0.560462

0.589309

Sonic

0.972804
0.9885355
0.935345
0.962767

0.921644

Res

0.188691
0.054524
0.134852
0.073462

0.049/01




Original Data

X Xe X | Y

traln test spliti)

S —

X_train y_train

X Xo Xo WY

X_test y_test

EIRY I

X_train, X_test, y_train, y_test = train_test_split(df.data, df.target, test_size=0.3,random_state=130)



Data leakage

» Informacgoes compartilhadas entre o conjunto de treino e teste
« Modelo vai ser “contaminado” por informacoes que nao deveriam estar ali -->
performance do seu conjunto de testes funcione bem, mas nao se mantenha no

ambiente de producao

" A" " [

- Training Data

|| Testing Data

Time

.'ﬁ’* Information Leakage

Saiba mais: https://towardsdatascience.com/data-leakage-in-

machine-learning-how-it-can-be-detected-and-minimize-the-
risk-8ef4e3a97562




Treinar os modelos - GMM

# Definir o GMM com quatro componentes
GMM = GaussianMixture(n components=4)

# Treinar o modelo usando os conjuntos de treino
GMM.f1t(X train, y train)

# Prever a resposta para o conjunto de teste
y pred = GMM.predict(X test)

# Plotar dados previstos e de teste
#plt.plot(y test,y pred, 'ro',alpha=06.01)




Support Vector Machines - SVM

0O objetivo do algoritmo
SVM é encontrar um
hiperplano em um espaco
N-dimensional (N — o
numero de recursos) que
classifique distintamente
os pontos de dados

- Regressao e classificagao

15

10

051

0.0

=05}

=10

_1'21.5 -1.0 -0.5 0.0 0.5 1.0 L5

el
Sl
Maximum.
\J/margm

Saiba mais: https://towardsdatascience.com/support-vector-machine-
introduction-to-machine-learning-algorithms-934a444fca47




Random Forest - RF

- Combina saida de multiplas
arvores de decisao

« Ensemble learning: métodos feitos
por um conjunto de
classificadores —e.g. arvores de
decisao — e suas previsoes sao
agregadas para identificar o
resultado mais popular

« Regressao, classificacao e outras
tarefas

L V% Instance

il

Saiba mais: https://towardsdatascience.com/support-vector-machine-
introduction-to-machine-learning-algorithms-934a444fca47




Overfitting e Underfitting

Overfitting

« Sub-ajustado: modelo
nao aprendeu o
suficiente sobre os
dados

» Sobre-ajustado:
performance cai no
conjunto de teste

Classification

Regression

Algoritmo muito complexo
para os dados

Poucos dados de treinamento
Ruido nos dados de
treinamento

Right Fit
@ ]
* o °®; ®

® o
® o ¢
..
® 9
e @ ® @
o ® 4 0o

Underfitting

.oo
L Y
®

o0 o

® 0
QQ
® o
o e ¢
® o o @
® ®

o 0 o

eo/® o

e® o

Algoritmo pouco poderoso
para os dados
Caracteristicas nao
representativas

Modelo muito restrito

Saiba mais: https://abracd.org/overfitting-e-underfitting-em-machine-learning/




Meétricas de avaliacao de desempenho

(TP+TN)
Accuracy ~ iotal

« Com que frequéncia esta correto Predicted: | Predicted:
== n=165 NO YES
* Precision predictedyes Actual:
. Qua’ndo prevé classe, com que frequéncia NO TN = 50 FP = 10 60
esta correto R
TP YES FN =5 TP =100 105
 Recall actualyes
* Quantos dos casos de classe nos dados
Q 55 110

foram corretamente identificados

9 % PrecisionxRecall
F 1 Precision+ Recall

« Meétrica combinada

Saiba mais: https://towardsdatascience.com/understanding-confusion-matrix-
a9ad42dcfd62




Meétricas de avaliacao de desempenho

GMM

col @ lime sand

Litheo
lime
sand
shale

silt

GMM

41 0
o 216
0 0
0 0

shale silt
0
0
290 12
5 178

Accuracy: 8.977088948787062

Litho
0 lime
1 sand
2 shale

3 silt

Recall
1.000000
1.000000
0.960265

0.972678

Precision
1.000000
1.000000
0.983051

0.936842

F1
1.000000
1.000000
0.971524

0.954424

Support Vector Machine

col @ lime sand

Litho
lime
sand
shale

silt

41 0
0 216
0 0
0 0

shale silt
0
0
205
7 176

Accuracy: ©.9811326754716981

Litho
0 lime
1 sand
2 shale

3 silt

Recall

1.000000

1.000000

0.976821

0.961749

Precision

1.000000

1.000000

0.976821

0.961749

ot
Vi

F1
1.000000
1.000000
0.976821

0.961749

Random Forest

col @ lime sand

Lithe
lime
sand
shale

silt

41 0
0 216
0 0
0 0

shale silt
0
0
292 10
11 172

Accuracy: ©0.9716981132075472

Litho
0 lime
1 sand
2 shale

3 silt

Recall

1.000000

1.000000

0.966887

0.939891

Precision

1.000000

1.000000

0.963696

0.945055

F1

1.000000

1.000000

0.965289

0.942466




Explainable ML

Feature Importances

sonic

Gamma

Rhob

Neut

0.00 0.05 0.10 0.15 0.20 0.25 0.30 0.35
Relative Importance

Sonic

Gamma

Neut

Rhob

[
N R
' - silt
IIIIIIIII| mm lime
mmm shale
mmm sand
f T T T T T
0.0 0.2 0.4 0.6 0.8 1.0

mean(|SHAP value|) (average impact on model output magnitude)




Explainable ML

higher = lower

)

0.00 0007117 0.02712

0 2 04712 0 107 1271 471
Rhob = 0.5661 Sonic = 0.9427 Meut = 0.7902 Gamma = 0.6975
\2/
higher = lower
0 1918 0 0 1.002

MNeut = 0.7902 : Gamma = 0.6975 | Rhob = 0.5661 Sonic = 0.9427




« Opcao open source
para aprendizado de
maquina e
visualizacao de dados

=

Data Table

Scatter Plot

Test & Score

Confusion Matrix

Logistic Regression
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Saiba mais: https://orangedatamining.com/




Escalabilidade

« Complexidade computacional: tempo de
processamento e/ou espaco de
armazenamento

« Algumas solugoes sao proibitivas




O futuro: Uma IA geral?




4 5° paradigma da ciéncia

Era em que os sistemas artificiais (ou seja, as maquinas) poderao gerar conhecimento,
com pouca ou nenhuma intervengao humana

Approaching the Fifth Paradigm of Cognitive Applications

Neocortex /
= Heterogeneous Knowledge

and Information Network
/7 5 Paradigm:
" Cognitive Applicati e .

. 'Ts The consolidation of HPC and Big Data

//7_ “‘“\"-., machine learning technologies
[ 4% Paradigm: \ |

represents the prerequisite for
31 Paradigm:

r | . : . ~ g ) - .
\\Data-Intensive iJ- developing the next paradigm of _
Science // cognitive applications ' ~a ¥
\M_,__,/. : -
= AN
ey

Computational
N Science

Figure 1: The Fifth Paradigm Hippocampus /
Streaming Pipeline

Figure 2: Complementary Learning Systems”

‘Dharshan Kumaran, Demis Hassabis, and James L. McClelland, What Learning Systems do Intelligent Agents Need?
Complementary Learning Systems, Trends in Cognitive Sciences, 2016

Saiba mais: https://www.microsoft.com/en-us/research/blog/ai4science-to-empower-the-fifth-paradigm-of-scientific-
discovery/?0CID=msr_blog_Al4Science_hero




HAL : | am putting myself to the fullest possible use, which is all | think that
any conscious entity can ever hope to do.

2001: Uma Odisséia no Espago (1968)



das companhias
aceleraram seus
planos de I1A em 2020

9%
86%

Metade dos especialistas
acredita que IAG
acontecera antes de

dos negécios
consideram IA uma
tecnologia mainstream

2060

Saiba mais: Forbes, 2022 (shorturl.at/dFGT1)



Concluindo...




Mensagens principais

- Dados em geologia sao desafiadores (hatureza, coleta, HARD WORK
armazenamento, distribuicao...) > 2y

« Avanco tecnoldgico permite novos meios de coleta e
processamento de dados, que podem se aliar ou substituir
técnicas consagradas

« Estamos caminhando para uma nova fase: sistemas artificiais
gerando conhecimento com pouca ou nenhuma intervengao
humana

« Aplicar Machine Learning em geologia é desafiador e ainda
exige muita intervengao humana (cuidado com os dados,
selecao de técnicas, criagao de novas abordagens...)

* Tecnologias que se desenvolvem em outras areas podem ser
aplicadas em geologia
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Let's see who you really are
machine learning



Para saber mais
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