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O que é assimilacao de dados?

Ve

E um conjunto de métodos empregados para

realizar adequadamente a insercao de dados
observados num sistema operacional de previsao,

com 1ntuito de melhorar as previsoes.

Assimilacdo de dados em modelos agricolas baseados em processos

(Huang et al., 2019; Jin et al., 2019)




O que é assimilacao de dados?

Sistema operacional de previsao (modelos
agricolas baseados em processos)

Dado observado (dado assimilado)

Métodos para assimilacao de dados

Assimilacdo de dados em modelos agricolas baseados em processos

(Huang et al., 2019; Jin et al., 2019)
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Modelos entradas e saidas

1. Escolha do modelo
2. Analise de sensibilidade

3. Calibracao
4. Avaliacao

A

Modelo

Parametros Biomassa
de entrada

Produtividade

Evapotrans-
piracao

Indice de
area foliar

Resultados
do processo
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Modelos entradas e saidas

Incertezas

Parametros de entrada

Estrutura do modelo

Produtividade

Evapotranst
prracao

Thnditce (de
area fo'lhar

Bilomdssa




Incertezas na estrutura
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Incertezas nos parametros

« Modelos deterministicos determinam os resultados de forma exata a
partir das condicdes inicias de um problema;

« A partir de um conjunto de dados de entrada, vamos ter sempre os
mesmos resultados;

« Nao consideram qualquer distribuicao de probabilidade, variancia
ou elemento aleatorio, nas simulacoes.

Resultado

Condicao
final

inicial




Modelos deterministicos

Simulagdo deterministica
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Simulacoes deterministicos
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Simulacoes deterministicas

Mapa da area de estudo e campos
2019)

com dados
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Simulacoes deterministicas

(Pan et al., 2019)
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Simulacoes deterministicas

(Pan et al.,

Indice de area foliar

Ve

Umidade do solo
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Simulacoes deterministicas

Assimilacdo de dados em modelos agricolas baseados em processos

» Modelos sao deterministicos!

*A escala das simulacdes esta relacionada com a
escala dos dados de entrada;

= Modelos nao conseguem simular fatores redutores
(pragas, doencas, diferentes manejos).
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Assimilacao de dados

» Metodologia para melhorar as previsoes de um
modelo agricola para uma variavel especifica.

v ﬁl Modelo
?bE'EE A agricola

% ©

NS Dado observado
y N (ex: indice de
‘ area foliar)
R




variaveils a serem assimiladas

Fenologia

=Qualquer variavel de estado simulada
pelo modelo pode ser assimilada; P ——

racao

» Tmportante! A escolha da variavel a

. . - fPAR
ser assimilada depende da correlacao
com a variavel de interesse a ser
- Altura de
simulada. planta

Umidade do

solo

Indice de

Umidade
do solo

Produtividade

area
foliar
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Estimando variaveils observadas

o @ Nivel de campo;

R .

L% Uso de sensoriamento remoto;

Orbitais ou sub-orbitais (VANT);

Modelos espectrais (indice de vegetacao).
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Nivel de campo

-Uso)de sensores de campo (ex: LAI-2200, soda\\
TRD) ;

» Dados biométricos (IAF, Biomassa, altura de
planta);

"Baixo erro, 1mportante para estudos que querem
controlar o erro do dado observado;

» Importante para treinar modelos.
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Sensoriamento remoto . —Na
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Modelos estatisticos

|
Relacao entre dados
obtidos por
sensoriamento remoto e
parametros biofisicos
do pasto

(wang et al., 2019)
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Fontes de dados

Primeiro . o Variavel Fonte dos dados i
Ano Modelo agricola Cultura Metodo de assimilagao Lo Escala Pais
autor assimilada IAF US/ET AP
de Wit 2007 WOFOST Milho/Trigo EnKF us - ERS1/2 Pais Europa
Wu 2011 WOFOST Trigo EnKF IAF MODIS - Regional China
Ines 2013 DSSAT-CSM-Maize Milho EnKF IAF, US MODIS AMSR-E Regional EUA
Zhao 2013 pyWOFQOST Milho EnKF IAF MODIS - Regional China
Li 2014 WOFOST Milho EnKF IAF Landsat ETM+ - Regional China
Li 2015  DSSAT-CERES Milho Recalibragao IAF, BPA Hyperspectral sensor - Talhdo China
Huang 2015 WOFOST Trigo 4DVar IAF MODIS/Landsat - Regional China
Huang 2015 WOFOST Trigo SCE IAF, ET MODIS MOD
Huang 2016 WOFOST Trigo EnKF IAF Landsat ETM+ - Regional China
Xie 2017 CERES-Wheat Trigo EnKF IAF, US Landsat Landsat ETM+, OLI and TIRS (or TM) Regional China
Novelli 2019 EPIC Trigo Recalibracdo IAF Sentinel-2 - Talhdo Austria
Nearing 2012 DSSAT Maize EnKF IAF, US Sitético Sitético Experimental -
Kang 2019 SAFY Maize EnKF IAF Landsat5,7e 8 Regional EUA
Zhuo 2019 WOFOST Trigo EnKF us - Sentinel - 1e 2 Regional China
Hu 2019 WOFOST Cana-de-agucar EnkF IAF, US LAl 2200 Li-cor TRIME-PICO-IPH Experimental China
Pan 2019 WOFOST Trigo EnKF IAF, US Sentinel-2 Sentinel-1 Regional China
Yu 2020 WOFOST Cana-de-agucar ES AP Experimental e UAV Experimental China
Ma 2021 WOFOST Trigo EnKF NDVI HJ-1Ae B Regional China
Giardelli 2019 WARM Arroz Calibration LAI Landsat-7, 8 e Sentinel 2 Talhdo Italia
Pan 2019 WOFOST Trigo EnKF IAF, US Sentinel 1 e 2 - Regional China

IAF - Indice de area foliar; US - Umidade do solo;
SCE - shuffled complex evolution method-University of Arizona



MODIS (500m) Landsat (30m) Sentmel 2 (10m)

Fontes de dados

» Resolucao espacial; :
= Resolucao temporal;
% = Resolucao espectral; .
é » Ruidos nos dados (nuvens).
gg MOD.S(soo m. d) Landsat (30 m, 16 d) Sentinel-2 ('5 10 d) o
Zé% (Lou et al., 2020)
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Méetodos

=Método forcado ou direto (forcing methods);
=Método da calibracao (calibration method);

=Método da atualizacao (updating methods).



Calibration methods

=Consiste em ajustar os parametros iniciais do
modelo para se obter o melhor ajuste entre o
dado observado e a variavel observada;

»Escolha dos parametros mais significativos
relacionados a variavel assimilada;

" Assume que o modelo consegue representar todas
as 1ncertezas do sistema.

Assimilacdo de dados em modelos agricolas baseados em processos

(Jin et al., 2018)



Calibration methods
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Calibration methods

Data
assimilation
strategy

einitialize mode
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Model-simulated LAI time seriesd
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Forcing methods

*Substitul o dado observado diretamente nas
variaveis de estado do modelo, durante a
simulacao;
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Updating methods

« Esse método supde que diminuir as incertezas da simulacao de uma

variavel no tempo t vai melhorar a acuracia das simulacdes dos
dias seguintes;

« Para i1sso o método de atualizacao considera tanto as incertezas

dos dados observados, parametrizacao e estrutura do modelo, para
atualizar as variaveis de estado do modelo sequencialmente, quando
observacdes estao disponiveis.

measurement (2)

ne Smae O
Xt + Ky residual(y)

y=Z-—Xx;

prediction -
prior (x;)

L
posterior (x;- 1) bme

(Jin et al., 2018; Hu et al., 2019)
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Updating methods

Time

—
~
o

Model state variables
(e.2. LAI)

(Jin et al., 2018; Hu et al., 2019)

@ Remote sensing observation

m Remotely sensed state variables
O Modeled state variables

+ Minimization (optimum)
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Assi

Updatinc

methods

Algorithm  Basic formula Algorithm mechanism and characteristics References
KF xf = K The observation value is used to adjust model state value of the trajectory  Aubert et al. (2003) and Pelleng and
Er =L ; when the observed value exists, the current time optimal state values is Boulet (2004)
K =X + Ke(YE — HeXi) obrained, and then the current state estimation value of the model is
Ky = (HuPe) T [He (He POT + R reinitialized; continuing forward integration, until there are the next
observational data. It can predict real-time and update the state, but it isn't
suitable when the H; and M, is nonlinear.
EnKF X—{,-‘H = My X0+ w, wig ~ N(O, Q) The ensemble forecast and Kalman filter are combined to calculate the |r_\.{.-ur{-n ( l<_|:_'r4J,HLJ:LJ-.\ el_n-tl '\:‘r'uucl
. . s prediction error covariance by Monte-Carle method. It can be used for (2003) and Schlipfer and Richter
Al = Xippr + Ko [V — HIX ) + vkl ponlinear systems of data assimilation. It is computationally less intensive  (2002)
Ky = P,JHH""(HP(IHH"' + Ry and is easy for parallel computation,
N
1
X.'l.?k;l = EZ« XI?I:+'I
=1
IDVAR JUX) = (X - X0 — xb) All observation of data assimilation window T is used to adjust the Lorenc et al, (2000)

+ (¥ — HXYRY(Y-HX)

AT(X) = 2B7Nx - xb)
— 2HTR-YY — HX)

4DVAR JX) = (X — X0 TR-1x — Xt

FF

HBM

T (V= Fi (M (M M X000

+ 2

Kol gL () — (M (M — 1 LM 03000
AT(X)=2B"(x - x0)
T {M]'f'_._hdi"_ Ml al R

K= [¥— H UMy (M (o CM X100

N
POXE | %) = 3 wiad g — X8
i=1
PR (K X
Wy g & — E wig =1
W | %) 0=

&, Ep, YIX)=
PUXLY, Ep)p (Xl e, 8p)
P(Yl |ﬂp- ¥ 1'}|}---F'(Yr| |ﬁ.u]

p(Epap(Ep)

predictive values of trajectory in model, constructing the cost function JUX)
shows the error between the analysis feld and true value, solving the
minimization optimal solution of cost function. Because the cost function is
very difficult to calculate directly, it needs the help of the gradient function
+J(X) and the adjoint model.

The change of state M, with time is considered based on the 3DVAR, The
value of optimal estimation of state at the time of T is comprehensive
consideration M, results. It also needs the help of the gradient function and
adjoint model. It is more computationally intensive because of the
consideration of M,.

The posterior probability distribution is sampled with a group of particles,
and then the posterior probability distribution is analyzed according ta
sampling point. Tt isn't subject to the limitation of nonlinear system and the
assumptions of Gauss distribution. It is suitable for parallel computation,

The data assimilation is split into data, process and parameters of the three
layers, The conditional probability model is defined for each layer. The data
assimilation is converted to the problem of reasoning process and the
posterior probability distribution of parameters in the given data
conditions.

Trémaolet (2007)

Moradkhani et al. (2005)

Sahu et al. (2009) and Plant and
Holland (2011}

(Jin et al., 2018)




Assimilacdo de dados em modelos agricolas baseados em processos

Updating methods

s Ensamble Kalman Filter (EnKF);

»Util1za o método de Monte Carlo para prever o
erro de covariancia do modelo;

» podem ser utilizados com sistemas nao lineares;

= Computacionalmente eficiente.
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Updating methods

Método de

03

0.2

01

Monte Carlos /
Propagation

Propagation

Model initial state

Observations

Simulation Update Propagation

| l |
| | I

t=0 t=1 t=2

Representacao do método de assimilacdao de dados pelo filtro
de Kalman ensamble. Adaptado de Huang et al., (2019).
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Calibracao

r

Nao necessita

de modificacodes
no modelo

N\

Direto

Método de assimilacao

r

Pratico, facil

de ser aplicado

-

Atribui todas
as incertezas

aos parametros
do modelo

N\

N\

Atualizacao

r

Algoritmos mais

J

-

Ignora as
incertezas dos

dados
assimilados

(Hu et al., 2019)
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Aplicacao em modelos
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Aplicacao em modelos

(Pan et al., 2019)
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Figure 3. Flowchart for the winter wheat yield estimation using the EnKF-based assimilation algorithm.
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Solar Radiation Precipitation
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( Kan g an d OZ d Oé an y 2 0 19) Fig. 14. Spatial variations of weather features, peak EVI, open-loop yield, and data assimilation yield for Story county, 1A in 2012. The weather features (upper left

panel) include average daily solar radiation from April to October, cumulative precipitation from June to August, average daily maximum temperature from June to
August, and average daily temperature from June to August. Note that the EVI map shows signs of the SLC-off gaps, since only Landsat ETM + data was available in
2012,

Assimilacdo de dados em modelos agricolas baseados em processos



Assimilacdo de dados em modelos agricolas baseados em processos

Aplicacao em modelos

* Quantidade de dados observados assimilados;

« Estagio fenoldgico em que os dados sao
assimilados;

 Calibracao prévia do modelo, para representar a
variacao genotipica.

(Fattori Junior et al., 2022)
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