Mineracao de dados estruturados
e nao-estruturados
como vantagem competitiva

Solange O. Rezende
Departamento de Ciéncias de Computacao
ICMC-USP, Sao Carlos

solange@icmc.usp.br

a

SAO CARLOS

www.labic.icmc.usp.br



Motivacao

Observe a imagem e identifigue um numero...




Motivacao

Observe a imagem e identifigue um numero...




NIKE

WAL MART

WAL*MART




Motivacao

Cassino Harrah’s
(Guizzo, 2001)
16 milhoes de clientes!

Qual o perfil de cliente
proporciona maior
lucratividade?

Apostadores que
gastam entre US$ 100
a 500:

Representam 30% da
clientela

Contribuem com 80%
das receitas

Estratégias de
marketing para este
“f1120” mais rentavel
dobrou o faturamento



Motivacao

Empresa varejista norte- Eles conseguiram detec-

americana utiliza os tar um padrao de

dados das compras dos compra de mulheres

chentes}}laar&(li criar ot que estavam gravidas e
mpan marketin :

calpanias ae markCng TJARGET enviar a elas ofertas para

pro ativas. sestantes.

\}
Detalhes:
 Muitas vezes a Target sabia da gestacao antes mesmo de

alguns familiares. Incluindo alguns maridos!
* Alguns processos seguidos de revisao de estratégias
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= Os sistemas computacionais
armazenam quantidades
cada vez maiores de dados.

= Esse volume de dados € uma
valiosa fonte de
conhecimento.

= A quantidade e complexidade
dos dados impossibilitam a
exploracao manual desse
conhecimento.



Contexto

Consultas - Banco de Dados e Mineracao de Dados

Banco de Dados
Encontre todos os clientes que vivem em Boa Vista
Encontre todos os clientes que usam Mastercard
Encontre todos os clientes que nao pagaram uma parcela

Mineracao de Dados

Encontre todos os clientes que provavelmente podem nao pagar uma
parcela (Classificagao)

Agrupe todos os clientes com habitos de consumo simples
(Agrupamento)

Liste todos os item que sao frequentemente comprados com bicicletas

(Regras de associagao)
Encontre qualquer cliente “incomum” (Detecgao de outliers, descoberta

de anomalias)



De dados a manipulacao de conhecimento...

ANALISE\

COMPREENSAO

CONHECIMENTO
INFORMACAO ’
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Aprender a partir do que temos!

Ciencia de Dados é

uma area
interdisciplinar voltada o .. %
para o estudo e a A S
7 gm P 53 ﬁ'f.;v_
analise de dados, & o %
estruturados ou nao, PRIy
que visa a extracao

de conhecimento ou
insigths para
possiveis tomadas

de decisao
or e

Especializacao Cientifica



Aprender a partir do que temos!
Temos muitos Dados

Auxilia o ser humano a extrair padroes
validos, novos e potencialmente
uteis dos dados pela aplicacao de
diversas ferramentas e técnicas
computacionais automaticas (Fayyad et
al. 1996; Rezende et al., 2003).



Abordagens de MD

(Rezende et al., 2003)

TOP DOWN

INICIAR COM HIPOTESES E VALIDAR AS MESMAS

AS HIPOTESES PODEM SER CONSTITUIDAS INICIALMENTE A
PARTIR DA ABORDAGEM BOTTOM UP OU A PARTIR DE ALGUM
CONHECIMENTO DO "MUNDO REAL"

SE AHIPOTESE NAO FOR SATISFEITA, REVISA-LA

BOTTOM UP

ANALISAR OS DADOS E EXTRAIR PADROES

SUPERVISIONADO:

TEM-SE ALGUMA IDEIA DO QUE ESTA PROCURANDO

NAO SUPERVISIONADO:

NAO-SE TEM IDEIA DO QUE ESTA PROCURANDO

13



Foco no Conhecimento

Diversos paradigmas de aprendizado

Caixa preta

Dados Conhecimento

Dados Conhecimento

Orientada a Conhecimento

14



Mineracao de Dados

Termos similares

Exploratory data analysis
Data driven discovery

Deductive learning

Discovery Science

Knowledge Discovery



Mineracao de Dados na pratica

Pré—Prncessamentn

HARVARD
a0 UNIVERSITY

Identificacao
do Problema

Utilizacao do
Conhecimento

g
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Processo de Mineracao de Dados
Identificacao do problema

A exploracao dos dados comeca com os dados?

A exploracao normalmente comeca com a identificacao de uma
necessidade!

Envolve o estudo do dominio da aplicacao. As decisdes tomadas

neste ponto guiarao os passos consecutivos e poderao ter reflexo
no desempenho da aplicacao!

l,guxilio do especialista de dominio € muito importante!



Processo de Mineracao de Dados

Identificacao do problema

* Estudo do dominio da aplicacao

* Definicao e identificacao dos objetivos
* Quais as principais metas do processo?
* Quais critérios de desempenho sao importantes?

« O conhecimento extraido deve ser compreensivel a
seres humanos ou o modelo do tipo caixa preta é
apropriado?

* Qual deve ser a relacao entre simplicidade e precisao
do conhecimento extraido?

* As decisOes tomadas neste ponto guiarao
OS passos consecutivos e poderao ter
reflexo no desempenho da aplicacao!



Processo de Mineracao de Dados

Identificacao do problema

 Auxilio do especialista de dominio pode ser
necessarial

 Estudo acerca do dominio

« Aquisicao de conhecimento inicial sobre o problema

« Deve-se, também, selecionar os dados com o0s
guais ira trabalhar

« Devem ser representativos ao dominio e aplicagcao de
conhecimento

« Podem ser oriundos de diversas fontes



Processo de Mineracao de Dados

Pré-Processamento

Pre—P rﬂcessamento

P
i &

Identificacaq
do Problema\

\
Extr‘lagau de Padroes

f Grande foco de

diferenca entre

estruturados e nao

\  estruturados

\

Mineracao de Dados

v

Utilizacao do
Conhecimento

B/,

fos

=
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Pre-processamentos

- Representacao estruturada: permite
ser manipulada por algoritmos de
aprendizado de maquina

- Concisa: remover informacao
redundante

- Orientada ao dominio: considerar
restricoes e caracteristicas do
problema




Pre-processamento

1 Fre-processamentios dos exios

- Representacao estruturada: permite ser
manipulada por algoritmos de aprendizado
de maquina

' Duas estrategias:

- Representacao com modelo espaco-vetorial




Pre-processamento

1 Pré-processamentos

~ Representacao estruturada: permite ser
manipulada por algoritmos de aprendizado
de maquina

~ Duas estrategias:

- Representacao com modelo espaco-vetorial

' Pré-processamento
collection




Prée-processamento

1 Representacao estruturada: permite ser manipulada

por algoritmos de aprendizado de maquina

Atributos

Pesos
(relevancia)

s032[(q0

Matriz atributo-valor

—)

[

Pode ser construida com técnicas estatisticas simples
Permite o uso de diferentes algoritmos de aprendizado de
maquina

Representacao que pode limitar a interpretabilidade por
humanos

Correlacao entre atributos € implicita e dependente do
algoritmo de aprendizado

Exemplo de modelo espaco-vetorial (bag-of-words)

Text This | Is [ A | Nice | Hotel | Not | All | at
This 1s a nice | 1 | | | 1 0 0 0
hotel
Not anice hotel! | 0 0 | | | 2 | |
not at all
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Prée-processamento

~ Representacao estruturada: permite ser
manipulada por algoritmos de aprendizado de

maql'” na Geralmente depende Processamento de Linguagem Natural

Permite a construcao de representacoes mais interpretaveis

NOs e arestas podem representar conceitos semanticos e
caracteristicas do dominio

Atributos

Pesos . . .
e Menor quantidade de algoritmos de aprendizado que
consideram as relacoes semanticas

s032[(q0

Matriz atributo-valor

Exemplo de

modelo relacional ! .
subject  object

John has applesi
llfe @) (3)




Processo de Mineracao de Dados

Pré-Processamento

Extracao e integracao
* Os dados podem vir de diferentes fontes

« Aléem disso, podem estar em diferentes formatos,
como arquivos texto, arquivos Excel, banco de
dados relacionais, Data Warehouse...

« E necessaria a unificacdo, formando uma Unica
fonte de dados

X1 X2 ... Xm Y
k1 X1l XI2 ... XIm Vi
k2 X21  X22 ... X2m V2

E1 Xnl Xn2 ... Xnm Vn




Processo de Mineracao de Dados

Pré-Processamento

« E uma das etapas que mais demanda tempo
em um processo de Mineracao de Dados
. E, talvez, a que tenha menos “glamour” técnico
* Envolve muitas atividades manuais

 Transformacao dos dados para deixa-los
adequados a etapa de Extracao de Padroes
« Extracao e Integracao
* Transformacao
* Limpeza
 Reducao dos Dados




Processo de Mineracao de Dados

Pré-Processamento

Transformacao
 Adequacao aos algoritmos de Extracao de
Padroes
« Resumo
* Transformacao de tipo
* Normalizacao de atributos continuos

« Podem ser muito importantes em alguns
dominios, como em aplicagcoes que
envolvem series temporais como predicoes
no mercado financeiro



Processo de Mineracao de Dados

Pré-Processamento

Limpeza
« Dados podem apresentar problemas
provenientes da coleta (digitacao ou leitura por
sensores)

* Qualidade é muito importante
o Utilizar o conhecimento do dominio

 Decisao da estratéegia de tratamento de atributos
iIncompletos, remover ruidos

* Deve lidar com a completude dos dados
* Muitas vezes, lida-se com auséncia de dados
« Exemplo: campos nao preenchidos em um formulario



Processo de Mineracao de Dados

Pré-Processamento

Reducao de Dados
« LimitacOes de espaco em memoria, tempo de
processamento
 Atributos redundantes nos dados; atributos desnecessarios
* A reducao pode ser realizada de trés formas:

 Numero de exemplos

)




Processo de Mineracao de Dados

Pré-Processamento

Reducao de Dados

« LimitacOes de espaco em memoria, tempo de
processamento

o Atributos redundantes nos dados:; atributos
desnecessarios

* A reducao pode ser realizada de trés formas:
 Numero de exemplos
 Numero de atributos

)




Processo de Mineracao de Dados

Pré-Processamento

Reducao de Dados

* Limitacdes de espaco em memoria, tempo de

processamento
« Atributos redundantes nos dados, atributos
desnecessarios, ... al‘r:
* A reducao pode ser realizada de trés formas: 1 -a
, 2
 Numero de exemplos 3
. NI : Aseatr<2,b 3 4VB
Numero de atributos Bse25<atr<35 3
 Numero de valores Cse 3,5 <atr 4
. o 5
Discretizacao 5 ~C
7

\



Processo de Mineracao de Dados

Pré-Processamento

Reducao de Dados

* LimitacOes de espaco em memoria, tempo de
processamento

» Atributos redundantes nos dados, atributos
desnecessarios, ...
* A reducao pode ser realizada de trés formas:
 Numero de exemplos
 Numero de atributos
« Numero de valores

o

N OO D W W) = =
=3
OLOT T OT W W W = =

 Discretizacao Valor

« Suavizacao mediano




Processo de Mineracao de Dados

Extracao de padroes

» Etapa € direcionada ao cumprimento
dos objetivos identificados na fase de
identificacao do problema

* Processo iterativo
 Escolha da atividade e da tarefa
* Escolha do algoritmo
« Extracao dos padroes

<

7



Processo de Mineracao de Dados

Extracao de padroes

Escolha da atividade e da tarefa

e Deve ser feita de acordo com os
objetivos desejaveis para a solucao a
ser encontrada

» Atividades podem ser agrupadas em:

« Atividades preditivas: corresponde ao
aprendizado supervisionado

» Atividades descritivas: corresponde ao
aprendizado nao-supervisionado



Processo de Mineracao de Dados

Extracao de padroes

Escolha da atividade e da tarefa

Atividade Atividade
Preditiva Descritiva
o -‘

(Rezende et al., 2003)




Processo de Mineracao de Dados

Extracao de padroes

~

Escolha da atividade

: A Predicdo consiste na utilizacdo de
exemplos cuja classe é conhecida para

gerar um preditor capaz de reconhecer
Atividade a classe de um novo exemplo
Preditiva

s Regressao
Ciassicaca)Regressio

(Rezende et al., 2003)



Processo de Mineracao de Dados

Extracao de padroes

Escolha da atividade e da tarefa

A Descricdo consiste na )’
identificacdo de padroes de
comporfamento no conjunto de

dados, o qual ndo possui um
atributo-meta especificado Atividade
, Descritiva

zende et al., 2003)




Processo de Mineracao de Dados

Extracao de padroes

Escolha do algoritmo

 Para efetuar a busca de padrdoes, podem ser utilizados
algoritmos de Aprendizado de Maquina, ou outros...

A escolha de um algoritmo € vista como um processo
analitico, pois nenhum deles tem desempenho 6timo em
todos os dominios de aplicacao

« Um fator relacionado com a configuracao dos parametros
dos algoritmos € a complexidade da solucao a ser buscada

» Varios algoritmos estao disponiveis para cada atividade

» Considerar a Representacao do Conhecimento
« Arvores de Decisao
* Regras
» Redes Neurais Atrtificiais...

39



Processo de Mineracao de Dados

Extracao de padroes

Escolha do algoritmo

* Todo algoritmo indutivo tem um bias

« Tendéncia a privilegiar um tipo de hipéteses
(modelos) em detrimento de outros

« Desempenho de um algoritmo varia com o
dominio
* Nao existe um algoritmo que seja otimo para todas
as aplicagoes

* Analise experimental e FUNDAMENTAL



As Principais Tarefas/Meéetodos

de Mineracao de Dados

Classificacao
Agrupamento
Associacoes

A maioria das demais tarefas (por exemplo,
descoberta de outliers ou detecgcao de
anomalias) fazem uso pesado de uma ou mais
das tarefas acima.



Meétodos Basicos

Classificacao — definicao informal

Dada uma colecao anotada de
dados. Neste caso, cinco
Instancias de Esperancas e cinco
de Gafanhotos, decida a qual
tipo de inseto o exemplo nao
rotulado pertence.

Esperanca ou Gafanhoto ?

Esperanca



http://buzz.ifas.ufl.edu/258dj.jpg
http://buzz.ifas.ufl.edu/258dj.jpg
http://buzz.ifas.ufl.edu/091dmj.jpg
http://buzz.ifas.ufl.edu/091dmj.jpg

Metodos Basicos

Processo de Classificacao

Constituido de dois passos
Aprendizado (ou treinamento):. constroi o modelo de
classificacao

Utiliza um conjunto de dados para os quais é sabido o valor da
classe

Classificacao: modelo € utilizado para prever a classe de
um objeto
Aplicado sobre objetos para os quais nao se sabe o valor da classe

Fase de aprendizado consiste no aprendizado de
uma funcao objetivo f que mapeia um conjunto de
atributos x a um dos rotulos de classes y (resulta na
funcao y=f(x))

Este mapeamento é apresentado na forma de regras de classificacao,
arvores de decisao ou formulas matematicas




Voltaremos ao slide anterior
em dois minutos. Enquanto isso
vamos jogar um jogo rdpido.

Vou mostrar a vocés alguns
problemas de classificagdo que
foram mostrados a pombos!

Vamos ver se vocé é tdo

\esper’ro quanto um pombo /

“Jogo dos slides do Tutorial "Uma Introducao Gentil ao Aprendizado de
Maquina”, Dr Eamonn Keogh, University of California - Riverside




Problema do Pombo 1

—| Exemplos dd—| Exemplos

classe A da classe B
3 4 5 25
]
1.5 § 5 2
6 8 8 3

2.5 § 4.5 3



Problema do Pombo 1 De qual classe
é este objeto?

Exemplos da Exemplos
classe A da classe B
mh I —
3 R | 8 1.5

—

ou B?

Que tal este, A }

o
15 5
6 8
2.5 5




Problema do Pombo 1 Este é um B

Exemplos da Exemplos
classe A da classe B O.

~

Eis aregra. Se a
barra esquerda é
menor que a barra
direita, € um A, caso
\contrdrio éum B.




Problema do Pombo?2

Exemplos da™| Exemplos
classe A da classe B

L 4
_I

i
-I
3 7

/A regra é a segui%e,

se 0 quadrado da soma
das duas barras é
menor ou igual a 100, é
um A.

\Caso contrdrio é um B./




Meéetodos Basicos

Aprendizado e Classificacao

N N N Triste
S
NN N .
‘ S @ Feliz
Como
Classificar? ¢ S Nl
assificar”
o ®
o .
® ©o
e S -
o0 ‘.‘. ® Se posicao < 10
® o° Feliz
0% 0 -
®e Senao
.'0 Triste
o

Posicao do time no Campeonato Brasileiro



Meéetodos Basicos

Aprendizado e Classificacao

Em quase todos os problemas de
classificacao, ha uma interpretacao geomeétrica
Os problemas anteriores eram extremamente
simples

Era possivel aprender um modelo perfeito utilizando

apenas uma linha

Chamamos de problema Linearmente Separavel

Para classificarmos uma nova instancia ainda nao vista,
basta usar um Classificador Linear Simples o

. A . . ~ . 7 " ® o NES 5
Se instancia ainda nao vista esta antesda linha |, . " s

Classe Feliz si8ed ®
Senao cenlt

Classe Triste >

osi¢do do time no Campeonato Brasileiro



Meéetodos Basicos

Aprendizado e Classificacao

Mas nem todos os problemas sao linearmente

separaveis...Na verdade, quase nenhum problema
real € linearmente separavel!

o

, 2 NE ) o0 . & m

B ° ® o N
¢ “ o oOVg o

. o* o o ° %y
" '\ S B \.\
o oo 2 .. o‘."’.ég

. g ) ; [

e ° %, O o o °° oof
° Y q @ .. ® o
q e © 7 [ I
N o . Q o [
. ® ® .'O ® .. ® O o o




Principais Algoritmos

K Nearest Neighbours (kNN)

Hastie, T. and Tibshirani, R., 1996. Discriminant Adaptive Nearest,
Neighbor Classification. IEEE Trans. Pattern Anal. Mach. Intell. (TPAMI).
18, 6 (Jun. 1996), 607-616. DOI= http://dx.doi.org/10.1109/34.506411

Naive Bayes
Hand, D.J., Yu, K., 2001. Idiot's Bayes: Not So Stupid After All? Internat.

Statist. Rev. 69, 385-398.

C4.5
Quinlan, J. R. 1993. C4.5: Programs for Machine Learning.Morgan

Kaufmann Publishers Inc.

SVM
Vapnik, V. N. 1995. The Nature of Statistical Learning Theory. Springer-

Verlag New York, Inc.

Redes Neurais MLP (Multi-Layer Perceptron)
Werbos, P.J. (1975). Beyond Regression: New Tools for Prediction and
Analysis in the Behavioral Sciences



Meéetodos Basicos

Associacao

|dentifica itens que tem grande probabilidade de
ocorrerem juntos em uma mesma transacao da

base de dados.

Comumente utilizada em analise de cestas de
mercado.

A

Exemplo de uma regra de

Nololo] associacao: fralda >cerveja,

= indicando que o cliente que compra
fralda, tende a comprar cerveja.




Meétodos Basicos

Associacao — Medidas interesse

Suporte de X->Y: Porcentagem das transacoes de
D que contém XuUY

D
_ ~ Suporte(XUY) ..
Confianca de X->Y: Suporte(X) l suporte

confiancga

Itemset X é frequente se Suporte(X)> minsup

Uma regra X->Y ¢ forte se
Suporte(X-2>Y)> minsup e
Confianca(X->Y) > minconf



Principais Algoritmos

d Apriori
Rakesh Agrawal and Ramakrishnan Srikant. Fast Algorithms
for Mining Association Rules. In Proc. of the 20th Int'l
Conference on Very Large Databases (VLDB '94), Santiago,
Chile, September 1994.
http://citeseer.comp.nus.edu.sg/agrawal94fast.html

d FP-Growth - que usa uma arvore de padroes frequentes (FP-

Tree)

Han, J., Pei, J., and Yin, Y. 2000. Mining frequent patterns without candidate
generation. In Proceedings of the 2000 ACM SIGMOD International Conference on
Management of Data (Dallas, Texas, United

States, May 15 - 18, 2000). SIGMOD '00. ACM Press, New York, NY, 1-
12.

DOI= http://doi.acm.org/10.1145/342009.335372



Meéetodos Basicos

Agrupamento

E uma tarefa na qual pesquisam-se os dados com
a finalidade de identificar grupos (cluster) de
registros similares baseado em valores proximos

de seus atributos
Elementos de um mesmo

= - Inter-cluster
cluster sao mais Intra-cluster distances are
similares distances are maximized
minimized

Elementos de clusters
diferentes sao menos
similares

G Tan,Steinbach, Kumar Intreduction io Data Mining




Meéetodos Basicos

Agrupamento uso comum

Marketing: descobrir grupos de clientes / nichos
de mercado e usa-los para marketing
direcionado

Propaganda B

Intervalo
PropagandaA  conjpras 1
© O
oogoo
® Valor total das
O i @
O O compras do ano
b@
/<\<20 \

Propaganda C



Metodos Basicos
Como agrupar estes objetos?

Os Simpsons  Empregados da Escola Mulheres Homens



Metodos Basicos
Agrupamento hierarquico... como avaliar?

. Isla:
AUSTRALIA Dependencies ANGUILLA o FRANCE NIGER

IRELAND BRAZIL

Como identificar/calcular as distancias entre os objetos?


http://images.google.com/imgres?imgurl=www.intheteam.com/images/club/50/brazil_flag.gif&imgrefurl=http://www.intheteam.com/home/home.asp?ClubId=50&h=144&w=216&prev=/images?q=brazil+flag&start=20&svnum=10&hl=en&lr=&ie=UTF-8&oe=UTF-8&sa=N
http://images.google.com/imgres?imgurl=www.intheteam.com/images/club/50/brazil_flag.gif&imgrefurl=http://www.intheteam.com/home/home.asp?ClubId=50&h=144&w=216&prev=/images?q=brazil+flag&start=20&svnum=10&hl=en&lr=&ie=UTF-8&oe=UTF-8&sa=N
http://www.theodora.com/maps/australia_maps.html
http://www.theodora.com/maps/australia_maps.html

Meéetodos Basicos

O que é similaridade?

A qualidade, carater ou condi¢do das coisas similares.
(Dicionario Houaiss)

Similaridade ¢ dificil
de definir, mas...
Reconhecemos
quando a vemos!

O real significado de
similaridade é uma
questao filosofica.

Nos vamos utilizar
uma abordagem
| mais pragmatica.



Metodos Basicos

Algumas Aplicacoes Agrupamento

Marketing: descobrir grupos de clientes / nichos de
mercado e usa-los para marketing direcionado

Astronomia: encontrar grupos de estrelas e galaxias

Estudos sobre terremotos: observar se epicentros
estao agrupados em falhas continentais

Bioinformatica: encontrar grupos de genes com
expressoes semelhantes

Mineracao de Textos: organizacao de documentos

Varios outros: proc. imagens, controle, determinar
anomalias, ...



Principais Algoritmos

0 K-Means
MacQueen, J. B., Some methods for classification and analysis of multivariate

observations, in Proc. 5th Berkeley Symp. Mathematical Statistics and Probability,
1967, pp. 281-297.

O Hierarchical Clustering

Murtagh, Fionn. "A survey of recent advances in hierarchical clustering algorithms."
The Computer Journal 26.4 (1983): 354-3509.

d DBSCAN

Ester, Martin, et al. "A density-based algorithm for discovering clusters in large spatial
databases with noise." Kdd. Vol. 96. No. 34. 1996.

0 EM
McLachlan, G. and Peel, D. (2000). Finite Mixture Models. J. Wiley, New York.

4 BIRCH
Zhang, T., Ramakrishnan, R., and Livny, M. 1996. BIRCH: an eficiente data clustering
method for very large databases. In Proceedings of the 1996 ACM SIGMOD
International Conference on Management of Data (Montreal, Quebec, Canada, June
04 - 06, 1996). J. Widom, Ed. SIGMOD '96. ACM Press, New York, NY, 103-114.
DOIl= htto://doi.acm.ora/10.1145/233269.233324



Processo de Mineracao de Dados

Pos-Processamento

Avaliacao do conhecimento extraido

« O conhecimento extraido representa o
conhecimento do especialista?

- De que maneira o0 conhecimento do
especialista difere do conhecimento extraido?

 Em que parte o conhecimento do especialista
esta correto?

0000000



Processo de Mineracao de Dados

Pos-Processamento

Avaliacao do conhecimento

« Pode-se ter uma quantidade enorme de
padroes que podem nao ser Iimportantes,
relevantes ou interessantes aos usuarios

« Nao € muito interessante fornecer uma
quantidade grande de padroes ao usuario para
ser avaliado =

» Desenvolver tecnicas de apoio para
fornecer padroes mais interessantes

* Envolve técnicas de visualizacao dos
padroes




Processo de Mineracao de Dados

Pos-Processamento

Medidas de avaliacao

Existem diversas medidas para auxiliar o usuario no
entendimento e na utilizagcao do conhecimento adquirido

Medidas de Avaliagao

Qualidade

Compreensibilidade Interessabilidade

Objetivas



Processo de Mineracao de Dados

Pos-Processamento

O processo de extracao de conhecimento
nao termina apds a descoberta dos
padroes
* Analise dos resultados pode indicar falhas

nos dados, no pre-processamento dos dados
ou mesmo na escolha dos algoritmos

« Caso falhas sejam detectadas, deve-se
retornar no processo e refazé-lo



Processo de Mineracao de Dados

Utilizacao do conhecimento

ApoOs ter percorrido todas as etapas do processo com

sucesso, o conhecimento encontra-se apto a ser utilizado
pelo usuario

Garante-se, com o0 correto desenvolvimento das etapas
anteriores, que o conhecimento é valido e util, podendo ser
aplicado no apoio a tomada de decisao

Formacao de uma base de conhecimento, que € incorporada a
um Sistema Inteligente

70 Sistema Inteligente



Processo de Mineracao de Dados

Utilizacao do conhecimento

No final do processo de Mineracao de
Dados, € interessante que todo o
conhecimento adquirido seja
disponibilizado em um ambiente
adequado para facilitar a sua exploracao,
Interpretacao e utilizacao



Algumas Ferramentas

Weka — classificacao, regressao, regras de associacao e
clustering alem de outras funcionalidades

http://www.cs.waikato.ac.nz/ml/weka/
Apriori — regras de associacao
http://fuzzy.cs.uni-magdeburg.de/~borgelt/apriori.html
Cubist — regressao e See5 — classificacao

http://www.rulequest.com/cubist-info.html e .../see5-info.html

Orange — uma ferramenta para visualizacao e analise de
dados tanto para iniciantes quanto para especialistas

http://orange.biolab.si/download/

R - Ferramenta open-source contendo pacotes para
analise estatistica e para mineracao de dados
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KEEL (Knowledge Extraction based on Evolutionary
Learning) is an open source ( ) Java software
tool

O SAS Viya Data Mining and Machine Learning € um
ambiente escalavel, aberto, de analises avancadas

KNIME - Konstanz Inoformation Miner
Torch - Topic Hierarchies

Site LABIC Software and Application Tools

labic.icmc.usp.br


http://www.gnu.org/licenses/licenses.html#GPL
https://www.knime.org/
http://sites.labic.icmc.usp.br/torch/

Text Categorization Tool API (implementada em
Java) - para representacoes usando Redes

Word2Vec (implementado em Python) - para
representacoes usando sequencia de sentencas
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Mineracao de Dados como

Vantagem Competitiva
Evolucao da Sociedade
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Nao ha limites para a MD...
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