######################################################################

### IBI5086 2020                                                                                

### Introdução a Métodos Estatísticos para a Bioinformática  

### Profa. Júlia Maria Pavan Soler                                                     

### Aula: Métodos de Reamostragem Bootstrap, Simulação de Monte Carlo

######################################################################

##Tamanho amostral = n

n<-10

factorial(n) #número de permutações de n valores

n^n

##Simulação MC para cálculo de pi

k<-1000 #número de amostras

n<-2    #par de valores a serem gerados

z<-numeric(0) 

for(i in 1:k){

  xy<-runif(n)          # amostra de tamanho n da U(0,1)

  z[i]<-xy[1]^2+xy[2]^2 # z calculado para cada amostra

 }

vi<-ifelse(z<1,1,0) # varißvel indicadora

sum(vi)/k  #estimativa MC de pi

##Simulação MC para avaliar a distribuição da estatística t

#Gerar dados amostrando uma população Normal

#n=500 da N(125,200^2)

controlPopulation <- rnorm(500, 125, 200)

dim(as.matrix(controlPopulation))

head(controlPopulation)

mean(controlPopulation)

sd(controlPopulation)

#função para calcular estatísticas t para diferença entre duas médias

ttestgenerator <- function(n) {

cases <- sample(controlPopulation,n)

controls <- sample(controlPopulation,n)

tstat <- (mean(cases)-mean(controls)) / sqrt( var(cases)/n + var(controls)/n ) 

return(tstat) } 

#Distribuição da estatística t para n=10

#Inferência sobre mi da Normal com variância desconhecida

ttests <- replicate(1000, ttestgenerator(10))

hist(ttests, main="Simulação-MC, Estatísticas t, n=10")

qqnorm(ttests, main="QQ-Norm - Simulação-MC, n=10")

abline(0,1)

#Quando n não é suficientemente grande a aproximação normal não é válida

#Neste caso, a estatística t segue, aproximadamente, a distribuição t

#Distribuição da estatística t para n=3

ttests <- replicate(1000, ttestgenerator(3))

hist(ttests, main="Simulação-MC, Estatísticas t, n=3")

qqnorm(ttests, main="QQ-Norm - Simulação-MC, n=3")

abline(0,1)

ps <- (seq(0,999)+0.5)/1000 

qqplot(qt(ps,df=2*3-2),ttests,xlim=c(-6,6),ylim=c(-6,6), main="QQ-t, Simulação-MC, n=3")

abline(0,1)

##Distância de Mahalanobis

library(MASS)

mu<-c(0,0)

sigma<-matrix(c(2,1,1,2),ncol=2)

n<-500

y<-mvrnorm(n,mu,sigma)

mi<-colMeans(y)

s<-cov(y)

#bivbox(y, method ="O")

# Copy Everitt's bivbox function

d2m<-mahalanobis(y,mi,s)

quantis <- qchisq(ppoints(length(y)),df=2)

qqplot(quantis, d2m)

abline(0,1)

##Reamostragem Jackknife

x <- c(10,27,31,40,46,50,52,104,146)

mean(x)

var(x)

var(x)/length(x) #divisor n

#Estimando a média

jack <- numeric(length(x))

for (i in 1:length(x)){ jack[i] <- mean(x[-i]) }

jack 

mean(jack) #comparar com mean(x)

((length(x)-1)/length(x))*sum((jack-mean(jack))^ 2)

#comparar com var(x)/length(x)

##Reamostragem Bootstrap

x <- c(10,27,31,40,46,50,52,104,146)

#Estimando a média

fc <- function(d){mean(d)}

fc(x)

sample(x,replace=T)

fc(sample(x,replace=T))

boot <-numeric(1000)

for (i in 1:1000) boot[i] <- fc(sample(x,replace=T))

head(boot)

mean(boot)

var(boot)

quantile(boot,0.975) #Limite de confiança de Efron

quantile(boot,0.025)

bias <- mean(boot) - mean(x)

bias

mean(boot) - bias - 1.96*sqrt(var(boot))  #IC Bootstrap corrigido

mean(boot) - bias + 1.96*sqrt(var(boot))

##Reamostragem Jacknife

x <- c(10,27,31,40,46,50,52,104,146)

#Estimando a mediana

jackmd <- numeric(length(x))

for (i in 1:length(x)){ jackmd[i] <- median(x[-i]) }

jackmd 

mean(jackmd)

var(jackmd)

##Reamostragem Bootstrap

x <- c(10,27,31,40,46,50,52,104,146)

#Estimando a média

fcmd <- function(d){median(d)}

fcmd(x)

sample(x,replace=T)

fcmd(sample(x,replace=T))

bootmd <-numeric(1000)

for (i in 1:1000) bootmd[i] <- fcmd(sample(x,replace=T))

bootmd

mean(bootmd)

var(bootmd)

quantile(bootmd,0.975) #Limite de confiança de Efron

quantile(bootmd,0.025)

biasmd <- mean(bootmd) - median(x)

biasmd

mean(bootmd) - bias - 1.96*sqrt(var(bootmd))  #IC Bootstrap corrigido

mean(bootmd) - bias + 1.96*sqrt(var(bootmd))

##Covariância estimada por Monte Carlo: Cov(U,exp(U))

n<-100000  # tamanho da amostra

u<-runif(n)

eu<-exp(u)

cov(u,eu)  # usando a função para covariância do R

hy1<-u*eu

hy2<-eu

mean(hy1)-mean(u)*mean(hy2) # covariância estimada por MC

##Reamostragem Bootstrap para cálculo da covariância

fc <- function(d, i){


d2 <- d[i,]


return(cov(d2))

}

library(boot)

bootcov <- boot(cbind(u[1:100],eu[1:100]), fc, R=500)

bootcov

bootcov$t0

mean(bootcov$t)

sd(bootcov$t)

##Testes de Permutação

#Lendo os dados de Box, Hunter e Hunter (Projeto 1)

y <- c(89.7, 81.4, 84.5, 84.8, 87.3, 79.7, 85.1, 81.7, 83.7, 84.5, 

 
84.7, 86.1, 83.2, 91.9, 86.3, 79.3, 82.6, 89.1, 83.7, 88.5)

method <- c(rep("A", 10),rep("B", 10))

dat <- as.data.frame(cbind(y,method))

dat

library(BHH2)

permtt <- permtest(y[1:10],y[11:20]) available in library BHH2

permtt
