#############################################

##IBI5086 – 2020

###Professora: Júlia Maria Pavan Sole

### Ajuste de Modelos de Regressão Logística

### Aplicação: Inferência e Classificação

##############################################

# Lendo o banco de dados

bd<-read.table("C:/Users/jpsol/OneDrive/Documents/Julia/Bioinformatica/IBI5086-2020/Aula4-5-240920-ModRegress-EfGenet/phenquant",h=TRUE, dec=".",sep=",") 

str(bd)

attach(bd)

head(bd)  

bd

hist(pas, main="Histograma de PAS")

boxplot(pas,main="Boxplot de PAS")

summary(pas)

#Categorizando a variável pas (contínua) para yc (binária)

yc <- matrix(NA,1680,1)

for(i in 1:1680){

     if (pas[i] > 130) yc[i]=1

     if (pas[i] <= 130) yc[i]=0

 }

yc

table(yc)

table(yc, snp1) #frequencias nulas

table(yc, snp2)

table(yc, snp3)  #frequencias nulas

bd<-cbind(bd,yc)

bd

head(bd)

## Variável pas

## Ajuste de modelos de regressão para estudar efeitos genéticos

## Efeitos aditivo e de dominância de snp2

boxplot(pas ~ factor(snp2), main="Distribuição de pas por snp2")

perf2 <- matrix(0,1,3)

perf2[1,1]<-mean(pas[snp2=="0"])

perf2[1,2]<-mean(pas[snp2=="1"])

perf2[1,3]<-mean(pas[snp2=="2"])

perf2

x <- matrix(c(0,1,2),1,3)

plot(x,perf2, type="b",xlab="Genótipo snp2",ylab="pas", axes=FALSE)

title(main="Perfil médio de pas para snp2 - Efeito aditivo e de dominância",cex.main=1)

axis(1,0:2)

axis(2)

fit1 <- lm(pas ~ factor(snp2), dat=bd)

summary(fit1)

anova(fit1)

fit1$coef

model.matrix(fit1)

####Efeito aditivo e de dominância de snp2

library(car)

xa2<-Recode(snp2, "'0'=(-1);'1'=0;'2'=1",as.factor=FALSE)

xa2

xd2<-Recode(snp2, "'0'=0;'1'=1;'2'=0", as.factor=FALSE)

xd2

fit1 <- lm(pas ~ xa2+xd2, dat=bd)

summary(fit1)

anova(fit1)

fit1$coef

model.matrix(fit1)

#####

#Modelo de efeito linear (aditivo)

fit2 <- lm(pas ~ snp2, dat=bd)

summary(fit2)

anova(fit2)

fit2$coef

model.matrix(fit2)

## Variável yc

## Ajuste de modelos de regressão logística para estimar efeitos genéticos

## Efeitos aditivo e de dominância de snp2

table(yc,snp2)

fit1r<- glm(as.factor(yc) ~ factor(snp2), family=binomial(link="logit")) 

fit1r

summary(fit1r)

exp(fit1r$coefficients)

###### Efeitos aditivo e de domin6ancia

fit1r<- glm(as.factor(yc) ~ xa2 + xd2, family=binomial(link="logit")) 

fit1r

summary(fit1r)

exp(fit1r$coefficients)

######

#Modelo de efeito linear (aditivo)

fit2r <- glm(as.factor(yc) ~ snp2, family=binomial(link="logit")) 

summary(fit2r)

anova(fit2r)

fit2r$coef

exp(fit2r$coef)

model.matrix(fit2r)

#Dados de um Estudo Caso Controle

X1<- c(0.8888, 1.6655, 2.2111, 1.4351, 2.1414, 1.1920, 1.5895, 1.3272, 1.8847,

 0.5229, 0.4922, 1.4427, 0.5438, 0.1904, 0.1102, 2.0060, 0.2321, 0.9019, 1.9757, 0.7276)

X2<-c(0.7391, 0.7268, 0.9166, 0.9133, 0.0020, 0.4972, 0.2593, 0.4126, 0.3880, 0.9473,

0.3166, 0.0589, 0.5358, 0.7087, 0.7378, 0.0140, 0.9234, 0.1634, 0.3395, 0.3139)

X3<-c(1.0255,0.878,0.9492,0.9577,1.0245,1.034,1.0453,1.0448,

0.9864,1.1244,1.1127,0.9019,1.03,0.9917,1.528,1.0321,0.9753,1.1414,0.9997,1.1077)

X4<-c(0.3938,0.0004,0.342,0.2325,0.3966,0.3095,0.557,0.3482,0.0337,0.118,

0.1628,0.1355,0.1481,0.2625,0.0783,0.0816,0.0045,0.5485,0.0751,0.2957)

Y<-rep(0:1,each=10)

dat<-cbind(Y,X1,X2,X3,X4)

dat<-as.data.frame(dat)

dat

str(dat)

attach(dat)

par(mfrow=c(2,2))

boxplot(X1~Y, main="Variável X1")

boxplot(X2~Y, main="Variável X2")

boxplot(X3~Y, main="Variável X3")

boxplot(X4~Y, main="Variável X4")

#X1 e X4 parecem discriminar mais os grupos Caso e Controle

#Regressão logística

fitrl<- glm(as.factor(Y) ~ X1 + X2 + X3 + X4, family=binomial(link="logit")) 

fitrl

summary(fitrl)

##Ajuste também:

# fitrl<- glm(as.factor(Y) ~ X1, family=binomial(link="logit")) 

# Compare a significância dos regressores, AIC

# Compare o poder de predição dos dois modelos (%classificação correta)

#Ajuste também as outras variáveis preditoras individualmente

#Validação da Predição (Classificação)

fitrl.logit <- predict.glm(fitrl, dat[,2:5]) #predição do logito: ln(p/(1-p))

fitrl.logit

## fitrl.logit <- predict.glm(fitrl, data.frame(dat[,2]))

plot(fitrl.logit, main="Classificação via regressão logística", pch=23, bg=c('red','green')[as.factor(Y == 1)])

text(fitrl.logit, labels=c("P1", "P2","P3", "P4","P5", "P6", "P7","P8","P9","P10",

"P11","P12","P13","P14","P15","P16","P17","P18","P19","P20"), lwd=1)

abline(h=0)

ctrl.logit <- table(as.factor(Y),fitrl.logit >= 0) #tabela com as classificações 

ctrl.logit

fitrl.pr <- predict.glm(fitrl, dat[,2:5],type="response") #predição de p=Pr(Y=1)

fitrl.pr

## fitrl.pr <- predict.glm(fitrl, data.frame(dat[,2]),type="response")

plot(fitrl.pr, main="Classificação via regressão logística", pch=23, bg=c('red','green')[as.factor(Y == 1)])

text(fitrl.pr, labels=c("P1", "P2","P3", "P4","P5", "P6", "P7","P8","P9","P10",

"P11","P12","P13","P14","P15","P16","P17","P18","P19","P20"), lwd=2)

abline(h=0.5)

ctrl.pr <- table(as.factor(Y),fitrl.pr >= 0.5) #tabela com as classificações 

ctrl.pr

library(Epi)

#Validação via análise de poder da classificação: Curva ROC

ROC(form = as.factor(Y) ~ X1 + X2 + X3 + X4, plot="ROC")

#Validação via métodos de validação cruzada - CV

#Leave-one-out CV = usa Fold=N

library(boot)

fitcv<- cv.glm(dat,fitr1) ##K=N

fitcv$delta #prop de classificação errada (o segundo termo é um valor ajustado)

#compare com as demais classificações

#Validação por particionar os dados

#Data Split: particionar os dados em amostra de treinamento e teste

set.seed(1314)

train <- c(sample(1:10, 7), sample(11:20, 7))

train

dattrain <- dat[train,]

dattrain

fit.tt<- glm(as.factor(Y) ~ X1 + X2 + X3 + X4,family=binomial(link="logit"), data=datt) 

summary(fit.tt)

fit.ttp<-predict.glm(fit.tt,dat[-train,2:5],type="response")

fit.ttp

dat[-train,]

ct.tt <- table(as.factor(dat[-train,1]),fit.ttp >= 0.5) 

ct.tt
