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Modelos preditivos

Algoritmo de Analise preditivo: funcdo que, dado um conjunto de
exemplos rotulados, constror um estimador

* Rétulos nominais (conjunto
discreto e nao ordenado de
valores)

Ex. {doente, saudavel}, {bom
pagador, mau pagador}, {iris
setosa, iris versicolor, iris
virginica}

« Estimador é chamado

“... classificador

L

llllllllllllllllllllllllllllllllllllllllllllllllll
L4
*
*

* Rétulos continuos

(conjunto infinito ordenado
de valores) :
Ex. peso, temperatura, vazao :
de dgua :
« Estimador é chamado
regressor

*
¥

Estimadores podem ser vistos como

funcoes



Modelos preditivos

Exemplos de conjuntos de dados:

Conjunto de dados iris Conjunto de dados swiss

TamP LargP Tam$S LargS Espécie Fertilidade Agricultura Educacao Renda Mortalidade
51 35 14 02 Setosa 80,2 17 fo 99 22
49 3 14 02 Setosa Ol
’ ’ ’ , 92,5 39,7 5 93,4 20,2
{ 3,2 4,7 1,4 Versicolor 858 36,5 7 337 203
6,4 32 4.5 1,5 Versicolor 76,9 435 15 5.2 20,6
6,3 3,3 § 2,5 Virginica
58 2,7 51 1,9 Virginica

Classificacao Regressao



Modelos preditivos

[lustracao das tarefas:
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Modelos preditivos: classificacao

Classificacao:
— Meta: encontrar fronteira de decisdo que separe classes

— Diferentes algoritmos de Analise podem encontrar.diferentes
fronteiras

— Mesmo algoritmo pode tambem encontrar fronteiras diferentes
Diferencas nos dados de treinamento
Varia¢Oes na ordem de apresentacao dos exemplos

Processos estocasticos internos



Classificacao

® Exemplos:

— Diagnostico de doencas

o Paciente é doente ou nao?

® Qual a sua doenga?

— Distribuigdo geografica de espécies

e Espécie esta presente na regiao?

Species Occurrence



Classificacao

Técnicas de AM:

— Arvores de Decisio

— Conjuntos de regras

— Redes Neurais Artificiais

— Maquinas de Vetores de Suporte
— K-vizinhos mais proximos

— Redes Bayesianas

— Etc.



Modelos preditivos: regressao

Regressao:

— Meta: aprender fun¢ao (curva aproximada)que relacione
entradas a valores continuos de saidas

— Também ha diferentes algoritmos de AM para definir essas
curvas

Exemplos:
— Prever valor de mercado de um imovel

— Prever o lucro de um empréstimo bancario



Regressao

Outros exemplos:

— Previsao de séries temporais

— Fusao de sensores

— Previsao em bolsa de valores
— Etc
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Previsao de Seéeries Temporais

Taretfa

— Dado um conjunto de exemplos {y(t,), y(t5)...., y(t,)}, prever a
saida y(t.,) no instante de tempo t_,,

— Caso especial de regressao

Exemplos
— Previsao de tempo x TN TR SN
— Preco de ac¢des na bolsa | '

— Desgaste de pecas
— Taxas de cambio
— Etc.
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Avaliacao Modelos Preditivos

Nao existe técnica de Analise universal, que se saia
melhor em qualquer tipo de problema

— Implica na necessidade de experimentos

Caracteristicas do problema e das técnicas pode
auxiliar em alguns casos

— Ex. modelo deve ser interpretavel = técnicas simbolicas,
dados possuem alta dimensao = SVM, etc.

— Mesmo assim diversos algoritmos podem ser candidatos
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Avaliacao Modelos Preditivos

Mesmo que um unico algoritmo Seja escolhido

— Variagoes de parametros produzem diferentes modelos

— Dominio de AM: necessidade de experimentacao
— Experimentos controlados

— Procedimentos que garantem a corretude e reproduti-
bilidade dos experimentos
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Avaliacao Modelos Preditivos

Diferentes aspectos podem ser considerados:
— Acuracia do modelo nas previsoes
— Compreensibilidade do conhecimento extraido
— Tempo de aprendizado
— Requisitos de armazenamento
— Etc.

BN &~ e

Concentraremos discussoes a
medidas de desempenho preditivo
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Amostragem

Mc¢etodos de amostragem: obter €stimativas de
desempenho mais confiaveis

— Definindo subconjuntos disjuntos de:

--------------------------------------------------------------------------------------------------------------
* .

: Treinamento Teste

: Dados empregados na Simulam a apresentacao de :

: indugao e no ajuste do novos exemplos ao preditor :

. modelo (n3o vistos em sua indugdo)

: Somente avaliar o modelo
obtido '

o »*
-------------------------------------------------------------------------------------------------------------
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Holdout

Me¢etodo mais simples:

— Divide conjunto de dados em proporg¢ao pypara treinamento
¢ (1-p) para teste

Uma Unica particao
Valores tipicos de p: 72, 2/3 ou %

2/3

Conj. trein. Treinamento do modelo
dados P -

13 C teste Estimativa de desempenho

18



Exemplo:

Holdout

Objeto Atributo 1 Atributo 2 Atributo 3

Classe

O ~NO OBk WD —~

) \© JEE (. I (G U (I (I L U U
O WO NOoO ok~ WN O ©

855
854
885
877
839
854
885
839
877
892
24628
43183
27871
42329
41627
39399
33677
33539
34150
34485

5142
23155
16586
16685

5142

5005
19455

5027
16823
19180
39437
39277
39712
40307
40032
40322
40375
40078
40353
40742

2708
2716
2670
2677
2708
2685
2708
2708
2677
2716
381
328
389
328
335
335
328
335
358
358

Safra 95
Safra 95
Safra 95
Safra 95
Safra 95
Safra 95
Safra 95
Safra 95
Safra 95
Safra 95
Safra 96
Safra 96
Safra 96
Safra 96
Safra 96
Safra 96
Safra 96
Safra 96
Safra 96

Safra 96
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Exemplo:

Conjunto de treinamento
Objeto Atributo 1 Atributo 2 Atributo 3 [Classe
4 877 16685 2677|Safra 95
6 854 5005 2685(Safra 95
8 839 5027 2708(Safra 95
2 854 23155 2716(Safra 95
10 892 19180 2716(Safra 95
1 855 5142 2708(Safra 95
6 854 5005 2685(Safra 95
18 33539 40078 335(Safra 96
15 41627 40032 335/Safra 96
19 34150 40353 358(Safra 96
12 43183 39277 328(Safra 96
17 33677 40375 328(Safra 96
20 34485 40742 358 Safra 96
11 24628 39437 381|Safra 96

Holdout

Conjunto de teste

Objeto Atributo 1 Atributo 2 Atributo 3

Classe

3
5
9
13
14
16

885
839
877
27871
42329
39399

16586

5142
16823
39712
40307
40322

2670
2708
2677
389
328
335

Safra 95
Safra 95
Safra 95
Safra 96
Safra 96

Safra 96

20
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Métricas de Erro

Desempenho na rotulagao de objetos
— Meétricas para classificacgio:
Taxa de erro
Acuracia
— Meétricas para regressao:
Erro quadratico medio
Distancia absoluta média

22



Metricas para classificacao

Taxa de erro de um classificadorf.

— De classificacoes incorretas

{ err(f) = (1/n) 2ieq_nl(y;= f(x;)) J

— Propor¢ao de exemplos classificados incorretamente em um
conjunto com n objetos

Comparacao da classe conhecida com a predita
I ¢ funcao 1dentidade

— = 1 se argumento ¢ verdadeiro e 0 em caso contrario

Varia entre 0 e 1 e valores proximos de 0 sao melhores
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Metricas para classificacao

Taxa de acerto ou acuracia de umclassificador f

— Complemento da taxa de erro

[ ac(f)=1-err(f) = (1/n) 2._, Ny;=f(x,) }

— Propor¢ao de exemplos classificados corretamente em um
conjunto com n objetos

Varia entre 0 ¢ 1 e valores proximos de 1 sao melhores

24



Metricas para classificacao

Matriz de confusao

— Alternativa para visualizar desempenho'de classificador
— Predicoes corretas e incorretas em cada classe

eereereClasse predifa. ... +tinhas representam classes verdadeiras..
S CLI C3\ * Colunas representam classes preditas
el M 1 3  Elemento m: numero de exemplos da :
: classe c, classificados como pertencentes :
:c2l 1 4 0 | aclassec; '
: » Diagonal da matriz: acertos do

e3l 2 1 6 /) classificador

: Classe verdadeira * Outros elementos: erros cometidos

*
*
lllll



Metricas para regressao

Erro pode ser calculado pela distancia entre o valor
conhecido e o valor predito pelo modelo

Erro quadratico médio (Mean Distancia absoluta média

Squared Error — MSE) (Mean Absolute Distance
MDA)

[MDA(f) =(1/n) 2|y;— f(Xi)q

EVISE(f) = (1/n) X(y;,— f(xi))%

~—
MSE e MAD sao sempre nao negativos;
valores mais baixos correspondem a melhores modelos

26



Classificagao binaria

Seja um problema com duas classes: + € -

— Matriz de confusao:
Classe predita

+ -
Classe + VP FN
verdadeira - FP VN

VP: verdadeiros positivos
Numero de exemplos da classe +
classificados corretamente

VN: verdadeiros negativos
Numero de exemplos da classe -
classificados corretamente

+ -
+| VP| FN

FP| VN

FP: falsos positivos
Numero de exemplos da classe -
classificados incorretamente como +

FP: falsos negativos
Numero de exemplos da classe +
classificados incorretamente como -

27



Medidas de desempenho

er

Classe verdadeir
= -]

Classe predita

P n

20 30

15| 35

Classificador
TVP =04
TFP = 0.3

Classe verdade
2 v

x.: avaliagao de trgs classiticadores
o

Classe predita

P n

70 | 30

50 | 50

Classificador
TVP = 0.7
TFP = 0.5

U

Classe verdadeira
2

Classe predita

P n
60 40

20 80

Classificador
TVP = 0.6
TFP = 0.2

28




Exemplo

Seja um classificador com aseguinte matriz de
confusao, definir:

— Acuracia ju
. PrecitHs 3 Classe predita
Re a s
— Revocacgao
acd Sp | 70|30
— Especificidade 7
©h | 40| 60
@

29



Exemplo

Acuracia = VP+VN
VP+VN+ FP+ FN

Precis VP
recisao P+ Fp

R . VP
evocagao TP+ FN

ificidad N
Especificidade TN+ P

Verdadeiro

P

Predito

VP

FN

FP

VN

P

70

30

40

60

30



Exemplo

Acuracia = i) = (70 + 60) / (70 + 30 + 40 + 60) = 0.65
curacia = N+ FP+FN - )/ ( IR
Predito
Precisao =VP+FP —_ 70/(70+40) = 0.64
oP |VP|FN
P Sn | eplun
Revocacao =, o =7/(70+30) = 0.70 E
VN g p _n
Especificidade 5, .p = 60/(40+60) = 0.60 P |70l 30

N 40|60

31



(Generalizando para mais
classes

Para mais que duas classes:

— Considera cada uma + e as demais -

— Ex. C1:
Cl C2 C3 Cl C2 C3

C1 TP FN FN C1 49 1 0

C2 FP TN TN C2 47 3

C3 FP TN TN C3 2 48
C1 C1 erro(+) = (FN/TP+FN)= 002
+ + .

+ TP FN + 43 1 erro(-)=  (FP/FP4TN) = 0.00
FP TN 0 100

32



ROC

Forma de avaliar classificadores binarios

Curvas ROC (Receiving Operating
Characteristics)

Grafico bidimensional plotado em espaco ROC

Eixo x = Taxa de Falsos Positivos (TFP)
Eixo y = Taxa de Verdadeiros Positivos (TVP)

Desempenho de um classificador pode ser plotado
nessa curva

Equivale a um ponto no espaco ROC
33



ROC

® Ex.: colocar no grafico ROC 0s'3
classificadores do exemplo anterior:

Classificador 1
TFP = 0.3
TVP = 0.4

Classificador2
TFP = 0.5
TVP = 0.7

Classificador 3
TFP = 0.2
TVP = 0.6

Um classificador € considerado melhor que outro se seu

ponto no espaco ROC encontra-se acima e a esquerda do
ponto correspondente ao segundo classificador

34



Analise ROC

Classificador ROC para os trés classificadores Sempre
ideal ' positiva
0.8
o O \\‘
2 . Escolha
0.6 7 o
) T aleatéria
©
O
X oa O
|_
Pior
0.2 classificador
0.0

Sempre 0.0 0.2 0.4 0.6 0.8 1.0
negativa Taxa de FP Robert Holte
University of Alberta
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Analise ROC

@ Mais usual: gerar curva ROC

@ E necessario empregar um ranqueamento na classificacio

@ Muitos classificadores produzem medidas que permitem
ranquear respostas

36



Analise ROC

— Classificador A
1,0 7 | Classificador B

= Exemplo:

Comparando duas curvas:

TVP 08 . * Sem interseccao: a que se
04 mais se aproxima do ponto
| (0,1) é de melhor desempenho
0o/ * Com intersecgdes: cada algo-

ritmo tem uma regiao em que €
melhor que o outro

000 02 04 06 08 10

TFP

37



Analise ROC

Mais usual: gerar curva ROC e ¢alcular area
abaixo da curva ROC

AUC (Area Under ROC Curve) Produz
valores no intervalo [0,1]

Valores mais proximos de 1 sao
considerados melhores

38



Taxa de FP

dA\ ©p exej



Resumo sobre Analise de
Desempenho

Reportar meédia e desvio-padrao de desempenhos
Conjunto de teste deve ser somente para teste

— Simular a chegada de dados totalmente novos ao
modelo

— Inducao devem ser feitos usando os dados de
treinamento

Realizar testes estatisticos para comparar
desempenhos de diferentes algoritmos

— Diferencas podem nao ser relevantes estatisticamente

40
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