rm(list=ls(all=TRUE)) # removendo todos os objetos criados anteriormente

detach(dat)

search()

############################

# Base com dados simulados 

# Simularemos dados a partir do modelo linear fatorial 2x2

# y = mu + tau1 + tau2 + tau12 + e

# Diferentes estratégias para estimar contrastes entre médias

############################

r <- 10 # número de réplicas (balanceado)

a <- 2 # níveis do fator F1

b <- 2 #níveis do fator F2

J <- a*b #número total de tratamentos

n <- r*J

#parâmetros

mi <- 15

tau1 <- 12

tau2 <- -2

tau12 <- -8

sigma <- 2

y.wide <- matrix(0,r,J)

e <- matrix(c(rnorm(n,0,sigma)),r,J)

for (i in 1:r) {

y.wide[i,1] = mi + e[i,1]

y.wide[i,2] = mi + tau1 + e[i,2]

y.wide[i,3] = mi + tau2 + e[i,3]

y.wide[i,4] = mi + tau1 + tau2 + tau12 + e[i,4]

}

y.wide

#mudar os dados do formato wide para o long

y.long <- stack(data.frame(y.wide), select=(1:4))

y.long

f1 <- c(rep(rep(0:1,each=r),2))

f2 <- c(rep(0:1,each=2*r))

trat <- c(rep(1:4, each=r))

dat <- as.data.frame(cbind(y.long[,1],f1,f2,trat))

dat

colnames(dat) <- c("y","f1", "f2","trat")

str(dat)

attach(dat)

round(tapply(y,trat,mean),3)

round(tapply(y,f1,mean),3)

round(tapply(y,f2,mean),3)

#Modelagem supondo DCA Fatorial 2x2

#Gráfico: Perfis de Médias de acordo com os 2 fatores

with(dat, interaction.plot(factor(f1),factor(f2),y,main="Gráfico de interação"))

#modelo com os efeitos principais e de interação (3=1+1+1 g.l.)

fit1<-aov(y~factor(f1)+factor(f2)+factor(f1)*factor(f2), data=dat)

summary(fit1)

par(mfrow=c(2,2))

plot(fit1)

round(fit1$coeff,3)  #compare as estimativas com os parâmetros

model.matrix(fit1) #matrix de planejamento (casela de referência)

# Teste de Tukey para comparações múltiplas

#Comparações entre todos os pares de grupos

fit.tu1 <- TukeyHSD(fit1)

fit.tu1

plot(fit.tu1) 

#Conclusão?

#Note que o efeito de interação NÃO está sendo testado diretamente

#Teste do efeito de interação no Fatorial 2x2: 1 grau de liberdade

# H0: (mi_00-mi_01) = (mi_10-mi_11) "paralelismo no gráfico de interação"

# Portanto, H0: mi_00 - mi_01 - mi_10 + mi_11 = 0

# Na Parametrização Casela de Referência do R:

#mi_00=mi

#mi_10=mi+tau1

#mi_01=mi+tau2

#mi11=mi+tau1+tau2+tau12

#Então, equivale a testar H0: C Beta = 0

# com C=(0,0,0,1) e Beta=(mi_00,tau1,tau2,tau12)'

#Função para calcular IC para combinações lineares de Beta

ci=function(fitout,C,df,alpha=0.05) {   

   beta=fitout$coefficients

   V=vcov(fitout)

   Cb=C%*%beta

   se=round(sqrt(diag(C%*%V%*%t(C))),4)

   tval=qt(1-alpha/2,df)

   low=round(Cb-tval*se,4)

   up=round(Cb+tval*se,4)

   m=cbind("C",Cb,se,low,up)

   dimnames(m)[[2]]=c(paste("C"),"estimate","se",paste(100*(1-alpha),"% Conf.",sep=""),"limits")

   m 

   } 

gl.1<-fit1$df.residual

Ci.1<-matrix(c(0,0,0,1),nrow=1) 

ci(fit1,Ci.1,gl.1) #IC para o efeito de interação

#Outros exemplos: (veja o gráfico de interação)

#IC para a diferença entre mi_00-mi_01 = -tau2

gl.1<-fit1$df.residual

Cf20.1<-matrix(c(0,0,-1,0),nrow=1) 

ci(fit1,Cf20.1,gl.1) #IC para o efeito de f2 em f1=0

#IC para a diferença entre mi_10-mi_11 = - tau2 - tau12

g1.l<-fit1$df.residual

Cf21.1<-matrix(c(0,0,-1,-1),nrow=1) 

ci(fit1,Cf21.1,gl.1) #IC para o efeito de f2 em f1=1

fit1.2<-lm(y~factor(f1)+factor(f2)+factor(f1)*factor(f2), data=dat)

summary(fit1.2)

anova(fit1.2)

#compare as duas saídas dos comandos "aov" e "lm"

#Verifique que a estimativa do efeito de interação e de seu erro padrão

# são igauis nas duas análises

#Modelagem alternativa:DCA 1 Fator em 4 níveis

#Note que: mi_T1=mi_00, mi_T2=mi_10, miT3=mi_01, miT4=mi_11

#Gráfico de médias com sd (ou se)

library(ggplot2)

me<-tapply(y,trat,mean,data=dat)

sd<-tapply(y,trat,sd)

dms<-data.frame(cbind(c("T1","T2","T3","T4"),me,sd))

dms$me<-as.numeric(me)

dms$sd<-as.numeric(sd)

str(dms)

ggplot(dms, aes(x=V1, y=me)) + 

    geom_errorbar(aes(ymin=me-sd/sqrt(r), ymax=me+sd/sqrt(r)), width=.1) +

    geom_point() + 

    ggtitle("Gráfico de médias (se)")

fit2<-aov(y~factor(trat),data=dat) #3 g.l. para o ef de tratamento

summary(fit2)

par(mfrow=c(2,2))

plot(fit2)

tapply(y,trat,mean,data=dat)

round(fit2$coeff,3)

#Note: mi_T1=mi_00

#mi_T2=mi_00+tau2, mi_T3=mi_00+tau3,  mi_T4=mi_00+tau4

model.matrix(fit2)

#Obter IC para interação sob o modelo fit2

# H0: mi_00 - mi_01 - mi_10 + mi_11 = 0

#Equivale: mi_00-(mi_00+tau3)-(mi_00+tau2)+(mi_00+tau4)=-tau2-tau3+tau4

gl.2<-fit2$df.residual

Ci.2<-matrix(c(0,-1,-1,1),nrow=1) 

ci(fit2,Ci.2,gl.2) #IC para o efeito de interação (idem ao caso anterior)

#Outros exemplos:

#IC para a diferença entre mi_00-mi_01 = -tau3

gl.2<-fit2$df.residual

Cf20.2<-matrix(c(0,0,-1,0),nrow=1) 

ci(fit2,Cf20.2,gl.2) #IC para o efeito de f2 em f1=0 (idem ao caso anterior)

#IC para a diferença entre mi_10-mi_11 = tau2 - tau4

g1.2<-fit2$df.residual

Cf21.2<-matrix(c(0,1,0,-1),nrow=1) 

ci(fit2,Cf21.2,gl.2) #IC para o efeito de f2 em f1=1 (idem ao caso anterior)

##Modelagem alternativa: Parametrização de Médias via Regressão

X<-kronecker(diag(4),c(rep(1,10)))

X

fit3 <- lm(y~-1+X,data=dat)

summary(fit3)

model.matrix(fit3)

fit3$coeff

model.matrix(fit1)

model.matrix(fit2)

#Obter IC para interação sob o modelo fit3

# H0: mi_00 - mi_01 - mi_10 + mi_11 = 0

#Equivale: C Beta = 0, com C=(1,-1,-1,1)

gl.3<-fit3$df.residual

Ci.3<-matrix(c(1,-1,-1,1),nrow=1) 

ci(fit3,Ci.3,gl.3) #IC para o efeito de interação (idem ao caso anterior)

#Outros exemplos:

#IC para a diferença entre mi_00-mi_01 

gl.3<-fit3$df.residual

Cf20.3<-matrix(c(1,0,-1,0),nrow=1) 

ci(fit3,Cf20.3,gl.3) #IC para o efeito de f2 em f1=0 (idem ao caso anterior)

#IC para a diferença entre mi_10-mi_11

g1.3<-fit3$df.residual

Cf21.3<-matrix(c(0,1,0,-1),nrow=1) 

ci(fit3,Cf21.3,gl.3) #IC para o efeito de f2 em f1=1 (idem ao caso anterior)

