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#Dados dos Bancos (usado na Aula 11)

Y1<- c(0.8888, 1.6655, 2.2111, 1.4351, 2.1414, 1.1920, 1.5895, 1.3272, 1.8847,

 0.5229, 0.4922, 1.4427, 0.5438, 0.1904, 0.1102, 2.0060, 0.2321, 0.9019, 1.9757, 0.7276)

Y2<-c(0.7391, 0.7268, 0.9166, 0.9133, 0.0020, 0.4972, 0.2593, 0.4126, 0.3880, 0.9473,

0.3166, 0.0589, 0.5358, 0.7087, 0.7378, 0.0140, 0.9234, 0.1634, 0.3395, 0.3139)

Y3<-c(1.0255,0.878,0.9492,0.9577,1.0245,1.034,1.0453,1.0448,

0.9864,1.1244,1.1127,0.9019,1.03,0.9917,1.528,1.0321,0.9753,1.1414,0.9997,1.1077)

Y4<-c(0.3938,0.0004,0.342,0.2325,0.3966,0.3095,0.557,0.3482,0.0337,0.118,

0.1628,0.1355,0.1481,0.2625,0.0783,0.0816,0.0045,0.5485,0.0751,0.2957)

Y<-rep(1:2,each=10)

dat<-cbind(Y,Y1,Y2,Y3,Y4)

dat<-as.data.frame(dat)

dat

str(dat)

attach(dat)

#Hipótese de homocedasticidade multivariada

library(biotools)

hm<-boxM(dat[,2:5],dat[,1])

hm #Conclusão: grupos homegêneos

hm$cov

hm$pooled

#Análise Discriminante

#Suposição clássica: independência, homocedasticidade, prioris dos grupos iguais

#Equivale à solução Linear de Fisher (G=2 e G>2)

#k <= min(n, p, G-1)

library(DiscriMiner)

fit1<-linDA(dat[,-1],dat[,1],prior=c(1,1)/2)

fit1

names(fit1)

round(fit1$functions[,1]-fit1$functions[,2],2) #função discriminante linear (cargas)

fit1$scores #a observação pertence ao grupo (1 ou 2) de maior score

fit1$classification

ct1 <- table(as.factor(dat[,1]), fit1$classification)

ct1

#Outra alternativa (usa as variáveis normalizadas)

#Recorde como normalizar dados agrupados!

fit2 <- lda(as.factor(Y) ~ Y1 + Y2 + Y3 + Y4, prior=c(1,1)/2)

fit2

names(fit2)

fit2$scaling

fit2$svd

fit2.values <- predict(fit2, dat[,2:5])

fit2.values$x #escores discriminantes das variáveis padronizadas

fit2.values$class

ct2 <- table(as.factor(dat[,1]), fit2.values$class)

ct2

diag(prop.table(ct2, 1))    

sum(diag(prop.table(ct2))) # prop. classificação correta total

#Validação empírica: os mesmos dados para trainamento e teste

plot(fit2.values$x, col = fit2.values$class, main="Escore LD - Fisher")

#Escore discriminante linear de Fisher (para as var normalizadas)

fit2$svd   #autovalor de (SSB-\lambda SSW)V=0 

#os autovetores são as cargas da LD

mv<-aggregate(fit2.values$x, data.frame(dat[,1]), FUN=mean)

colMeans(mv[2]) #média de LD por grupo

#Análise discriminante considerando prioris estimadas dos dados

fit3<- lda(as.factor(dat[,1]) ~ Y1 + Y2 + Y3 + Y4)

fit3

names(fit3)

fit3.values <- predict(fit2, dat[,2:5])

fit3.values$x

fit3.values$class

ct3 <- table(as.factor(dat[,1]), fit3.values$class)

diag(prop.table(ct2, 1))    

sum(diag(prop.table(ct3))) # prop. classificação correta total

#Validação empírica: os mesmos dados para trainamento e teste

predict(fit3, dat[,2:5])

plot(fit3.values$x, col = fit3.values$class,main="Escore LD - Prioris amostrais")

ldahist(data = fit3.values$x[,1], g=dat[,1])

#Análise discriminante considerando prioris proporcionais

fit4<- lda(dat[,1] ~ Y1 + Y2 + Y3 + Y4,prior=c(2,1)/3)

fit4.values<-predict(fit4,dat[,2:5])

fit4.values$class

#Análise discriminante quadrática considerando prioris iguais

#Assume heterocedasticidade

#Permite diferentes estimadores do centróide e cov dos grupos

fitq <- qda(as.factor(dat[,1]) ~ Y1 + Y2 + Y3 + Y4, method="mle",prior=c(1,1)/2)

fitq

names(fitq)

fitq$scaling

fitq.values<-predict(fitq,dat[,2:5])

ctq <- table(as.factor(dat[,1]), fitq.values$class)

ctq

#Validação via métodos de validação cruzada - CV

#Leave-one-out CV = usa Fold=N

fitcv<- lda(as.factor(Y) ~ Y1 + Y2 + Y3 + Y4,CV=TRUE,prior=c(1,1)/2)

names(fitcv)

fitcv$class

ctcv <- table(as.factor(Y),fitcv$class) 

ctcv

diag(prop.table(ctcv, 1))   

sum(diag(prop.table(ctcv))) #compare com as demais classificações

#Validação por particionar os dados

#Data Split: particionar os dados em amostra de treinamento e teste

set.seed(1314)

train <- c(sample(1:10, 7), sample(11:20, 7))

train

fit.tt<- lda(as.factor(Y) ~ Y1+Y2+Y3+Y4, dat, prior=c(1,1)/2, subset = train)

names(fit.tt)

fit.ttp<-predict(fit.tt,dat[-train,])

fit.ttp$class

dat[-train,]

ct.tt <- table(as.factor(Y[-train]),fit.ttp$class) 

ct.tt

fit1$classification

predict(fit2,dat[,2:5])$class

predict(fit3,dat[,2:5])$class

predict(fit4,dat[,2:5])$class

fitcv$class

predict(fit.tt,dat[-train,2:5])$class

fitq.values$class

#Análise discriminante via regressão logística

fitrl<- glm(as.factor(Y) ~ Y1 + Y2 + Y3 + Y4, family=binomial(link="logit")) 

fitrl

summary(fitrl)

names(fitrl)

fitrl.logit <- predict.glm(fitrl, dat[,2:5]) #predição do logito: ln(p/(1-p))

fitrl.logit

plot(fitrl.logit, main="AD via regressão logística", pch=23, bg=c('red','green')[as.factor(fitrl.logit >= 0)])

text(fitrl.logit, labels=c("B1", "B2","B3", "B4","B5", "B6", "B7","B8","B9","B10",

"B11","B12","B13","B14","B15","B16","B17","B18","B19","B20"), lwd=1)

ctrl.logit <- table(as.factor(Y),fitrl.logit >= 0) #tabela com as classificações 

ctrl.logit

fitrl.pr <- predict.glm(fitrl, dat[,2:5],type="response") #predição de p=Pr(Y=1)

fitrl.pr

plot(fitrl.pr, main="AD via regressão logística", pch=23, bg=c('red','green')[as.factor(fitrl.pr >= 0.5)])

text(fitrl.pr, labels=c("B1", "B2","B3", "B4","B5", "B6", "B7","B8","B9","B10",

"B11","B12","B13","B14","B15","B16","B17","B18","B19","B20"), lwd=2)

ctrl.pr <- table(as.factor(Y),fitrl.pr >= 0.5) #tabela com as classificações 

ctrl.pr

library(Epi)

#Validação via análise de poder da classificação: Curva ROC

ROC(form = as.factor(Y) ~ Y1+Y2+Y3+Y4,plot="ROC")ROC(form = as.factor(Y) ~ Y1+Y2+Y3+Y4,plot="ROC")
