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Computação linear e não linear, 
com codificação frequencial

y = fT (  wi xi ) 

estímulos 
sublimiar

(Freq. Sat.) 

Volume de
Estímulo

Saturação
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y
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Computação linear e não linear, 
com codificação frequencial
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Caso particular do nó com comportamento linear 
… fT(arg) = k.arg

y = fT (  wi xi -  ) 
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Caso particular do nó com comportamento binário 
… fT(arg) = sign(arg)

y = fT (  wi xi -  ) 
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Um pioneiro … o Perceptron de Rosemblatt: 
y=sinal( wi xi - )

(função de ativação tipo “degrau”)

 Viabiliza a classificação de padrões com 
separabilidade linear

 O algoritmo de aprendizado adapta os Ws de forma a 
encontrar o hiperplano de separação adequado

 Aprendizado por conjunto de treinamento

A

B

A
A A

AA

A

A

A
A

B
B

B BB

B

B

B

xi

xo

Hiperplano 
Separador

Exemplos - de
Pares (x0;x1) -
da classe A 

Exemplos - de
Pares (x0;x1) -
da classe B
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E se a saída do nosso problema não for digital?
O “Perceptron Contínuo”: y=tgh( wi xi - ) 

 Que problemas de entradas contínuas  conseguimos 
atacar usando uma função de transferência tangente 
hiperbólica)

xi

xo

Hiperplano 
em que y=0

W.X > 0
y > 0

W. X < 0
y < 0

y

vetor W

16
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Outras funções de ativação não lineares 
(nem todas necessariamente disponíveis no ambiente MBP / no seu 

ambiente de simulação)

 Com escalamento do argumento, pode-se abarcar os universos digital e 
analógico / linear e não linear simultaneamente

 
 H a r d  L i m i t e r    R a m p i n g  F u n c t i o n  
 ( l i m i t e  r á p i d o )    ( f u n ç ã o  d e  r a m p a )  
     

 S i g m o i d e  F u n c t i o n  “ t y p e  I ”      S i g m o i d e  F u n c t i o n  “ t y p e  I I ”   
 ( f u n ç ã o  s i g m ó i d e  I )   ( f u n ç ã o  s i g m ó i d e  I I )  

y  y  

y  y  

a  a  

a  a  

a  <  0 ,  y  =  - 1  
a  >  0 ,  y  =  1  

s  <  0 ,  y  =  0  
0  < =  a  < =  1 ,  y  =  a  
a  1 ,  y  =  1  

- 1  

1  1  

1  

y  =  1 / ( 1  + e - a )  

- 1  

 a > = 0 ,  y  =  1  - 1 / ( 1 + a )  
 a <   0 ,  y  =  - 1  +  1 / ( 1 - a )  

1  1  

19

19
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Cômputos mais complexos … são realizados 
pelo encadeamento de vários neurônios

Axônio

Dendritos

Sinapse

A conexão entre um axônio de um neurônio e um 
dendrito de outro é denominada Sinapse

18
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Três arquiteturas neurais importantes
(abordadas em pósgrad – PSI 5886)

x0

xN -1
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w
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xN -1
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SAÍDA

y

x0

xN -1

ENTRADA
SAÍDA

y

w
0

wN -1

1) MLP                 2) Memória                  3) Mapas Auto-
- Multi Layer        Associativa                      Organizáveis 

Perceptron         de Hopfield                      de Kohonen
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1) MLP                 2) Memória                  3) Mapas Auto-
- Multi Layer        Associativa                      Organizáveis 

Perceptron         de Hopfield                      de Kohonen

Três arquiteturas neurais importantes
(abordadas em pósgrad – PSI 5886)

Nosso Foco aqui

20

21



7

24

24
© Prof. Emilio Del Moral Hernandez

Foco deste Curso: 
o Multi Layer Perceptron (MLP)

 Múltiplas entradas / Múltiplas saídas / Múltiplas camadas

 Variáveis (internas e externas) analógicas ou digitais 

 Relações lineares ou não lineares entre elas 

26

26
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Aparte ... 

Vocês certamente já ouviram falar de ...

- Deep Learning
- Redes Neurais Profundas
- Redes Neurais Convolucionais

Pois é ... São temas bem quentes do momento e que estão muito 
relacionados com a arquitetura MLP que vocês estão 

aprendendo aqui em PSI3471!!

24
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O Multi Layer Perceptron (MLP)

 Múltiplas entradas / Múltiplas saídas / Múltiplas camadas

 Variáveis (internas e externas) analógicas ou digitais 

 Relações lineares ou não lineares entre elas 

Decisão

Estimação

Proc. Não Linear de Sinais

Kolmogorov, Cybenko (~1990)

28
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Resumindo os aspectos conceituais principais

1) Não linearidade com a função neural sigmoidal

2) Possibilidade de conjugar na mesma estrutura ...
– Cálculos digitais
– Cálculos lineares multivariáveis
– Funções genéricas não lineares multivariáveis

3) Comportamento adaptativo com aprendizado através 
de exemplos 

-----------------------

 Problemas complexos, multidimensionais, não lineares 
e mesmo aqueles sem teoria conhecida 

 Decisão automática, estimação,  reconhecimento de 
padrões, classificação, processamento não linear de 
sinais, clustering multidimensional ...

27
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Sugestão: Instale o MBP e digite “3-1” no campo 
Topology (ou antes veja os tutoriais)

32
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MBP – uma plataforma didática para redes neurais 
gratuita, de fácil uso e com 12 excelentes tutoriais

site http://mbp.sourceforge.net/

Ambiente desenvolvido pelo Prof. Noel Lopes e colaboradores 
– Instituto Politécnico da Guarda – Portugal 

30
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Exemplo de tela do ambiente MBP
definindo uma Rede Neural do tipo MLP – Topology “2-7-5-3”

34
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Exemplo de tela do ambiente MBP
definindo uma Rede Neural do tipo MLP – Topology “2-7-5-3”

Escolha MLPs

33

34



11

35

35
© Prof. Emilio Del Moral Hernandez

Algumas Telas do MBP
Mudando a função do nó neural

36
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Tutorial 2 – criando 2 conjuntos empíricos, de treino e de teste

35
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37

37

Conexão de RNAs com elementos de “Aprendizado de 
Máquina” / “Machine Learning”  

O “aprendizado do modelo” é feito de maneira automática a 
partir de casos / de exemplos concretos: a definição 
matemática do modelo é feita a partir de um conjunto rico de 
exemplos numéricos empíricos de pares (X,y)

– isso ocorre porque ou não temos uma teoria que defina 
fórmula que mapeie valores de X em valores de y 

– ou não temos uma teoria que defina uma classe de 
fórmulas (com parâmetros a ajustar) que realizem esse 
mapeamento

– ou porque temos fórmulas empíricas aproximadas, mas 
não satisfatórias em qualidade de modelagem, e queremos 
(tentar) obter algo mais preciso, com 

Foco  >>>>  DADOS NUMÉRICOS EMPÍRICOS

Conhecimento rico de 
exemplares / 

casos
(X ; y ):

Temos M observações 
empíricas (X ; y ), 

onde  identifica cada 
observação, e varia 

entre 1 a M 

ymodelo = cálculo neural (ou 
seja, somas ponderadas e 

com tgh´s) que opera sobre 
as componentes do vetor X 
(x1, x2, x3 ...); Esse cálculo 

neural é calibrado (via 
escolha dos valores dos 

ponderadores w´s) a partir 
de M pares empíricos 

(X ; y )

38
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Foco da semana que vem ... Aprendizado da rede neural
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Tutorial 3 – definindo entradas saídas e topologia da rede neural

41

42



15

43

43
© Prof. Emilio Del Moral Hernandez

Vamos falar um pouco 
sobre GRAFOS?

1) Definindo mais formalmente a computação da rede neural
2) Preparando o terreno para o aprendizado de MLPs ...

44
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X

yv

x1

x2

x3

x de 
viés
(fixo em 1)

Grafo de cálculos 
para um único
nó neural ... 

w1

w2

w3

w0

f(.)

W ... inclui w1 a w3

e também o viés (w0)

v  = X.W =  Σ wi xi

y  = f (v)
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© Prof. Emilio Del Moral – EPUSP

1

fC

1

yrede(X)

yA(X)

yB(X)

51

© Prof. Emilio Del Moral – EPUSP

x1

x2

x3
1

fA

fB

fC

1

yrede(X)

yA(X)

yB(X)

X
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52
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x1

x2

x3
1

fA

fB

fC

1

yrede(X,W)

yA(X,W)

yB(X,W)

X

53
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x1

x2

x3
1

fA

fB

fC

1

yrede(X,W)

yA(X,W)

yB(X,W)

X

yrede(X,W) = fC(wAC . yA(X,W) + wBC . yB(X,W) + w0C )

yrede(X,W) = fC(wAC . fA(w1A.x1+ w2A.x2+ ... + w0A ) + wBC . fB(w1B.x1+ w2B.x2+ ... + w0B) + w0C )
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...  erro da rede com relação ao conjunto de treinamento como um todo; 
simbologia (Xμ ; yμ ); Erro quadrático de exemplar (Eqμ); Erro quadrático 

médio (Eqm)





M

rede yXy
M

Eqm
1

2))((
1






Resumo de principais resultados em lousa ...

 identifica um de M exemplos de treinamento





M

rede yWXy
M

Eqm
1

2)),((
1





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x1

x2

x3
1

fA

fB

fC

1

yrede(X,W)

yA(X,W)

yB(X,W)

yalvo(X)

- (.)2

Eq(X,W)

X

Eq (X,W) = [yrede(X,W) - yalvo(X)]2
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X

yv

x1

x2

x3

x de 
viés
(fixo em 1)

Grafo de cálculos 
para um único
nó neural ... 

w1

w2

w3

w0

f(.)

W ... inclui w1 a w3

e também o viés (w0)

v  = X.W =  Σ wi xi

y  = f (v)

57

57

Exemplo de regressão multivariada para 
estimação contínua usando MLP

 O valor do y contínuo ... neste exemplo corresponde ao volume de consumo 
futuro num dado tipo de produto “A” a ser ofertado pela empresa a um cliente 
corrente já consumidor de outros produtos da empresa (“B” e “C”), volume esse 
previsto com base em várias medidas quantitativas que caracterizam tal indivíduo.      
... Assim, y = Consumo do Produto A = F(x1,x2, x3, x4, x5).

 Consideremos 4 variáveis de entrada no modelo preditivo neural, ou  seja, temos 
5 medidas em X: 

– x1: Idade do indivíduo 
– x2: Renda mensal do indivíduo 
– x3: Volume de clicks do indivído no website de exibição de produtos oferecidos 

pela empresa 
– x4: Volume de consumo desse cliente observado para outro Produto B da 

mesma empresa
– x5: Volume de consumo desse cliente Produto C da mesma empresa

 Problema: desenvolver uma MLP para regressão contínua multivariada que 
permita estimar esse volume de consumo futuro y com base no conhecimento dos 
X e numa base de dados de aprendizado com esses dados X e y para 350 já 
clientes de universo populacional similar ao do novo consumidor potencial.
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Exemplo de dados empíricos tabulados em Excel ...

Cliente 
()

Idade 
(x1)

Renda 
(x2) 

Clics 
(x3)

Consumo do 
Produto B (x4)

Consumo do 
Produto C (x5)

Consumo do 
Produto A (y)

1 50 78 302 958 136 9800

2 65 128 186 985 196 8760

3 57 150 221 1093 35 520

..... ..... ..... ..... ..... ..... .....

M-2 16 19 51 707 131 11640

M-1 30 75 7 29 78 9640

M 19 47 116 285 124 5320

59
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Equivalente em txt
Para uso do MBP

Equivalent em .txt, em formato apropriado
para o ambiente Multiple Back Propagation ...

58

59



23

60

60
© Prof. Emilio Del Moral Hernandez

60


