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. Prof. Hae Y. Kim
hae@Ips.usp.br

© Prof. Emilio Del Moral Hernandez

ICONE — EPUSP: Grupo de Inteligéncia Computacional,
Modelagem e Neurocomputagao Eletrénica

Prof. Dr. Emilio Del Moral Hernandez
Graduagdo em Engenharia Elétrica na EPUSP

Doutorado em Engenharia Elétrica pela
University of Pennsylvania (Upenn — Philadelphia)
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Minha conexao com as tematicas deste curso

. Mestrado (EPUSP, em hw p/ imagens ) e Doutorado (Upenn em RNs)

. Livre Docéncia em Neurocomputacao Eletronica e Sistemas
Adaptativos — PSI-EPUSP

. Ensino de disciplinas de graduacgéao e de pos graduagéao relacionadas
. Orientacdes de Mestrado e Doutorado em E.E.
. Orientagdes de IC e de TCC em E.E.
. Coordenacgao das pesquisas do grupo ICONE-EPUSP —
Grupo de Inteligéncia Computacional, Modelagem e
Neurocomputacgao Eletronica (htips://sites.usp.br/lsi/icone/)
. |IEEE Computational Intelligence Society (congressos e periodicos)

... OuU seja, contextos de Eng Elétrica e assemelhados ...

Extratos do Jupiter e STOA ...

Programa — PSI 3471 — Fundamentos de Sistemas Eletrénicos Inteligentes

Aprendizagem de mdquina supervisionada, reconhecimento de padrdes, classificacdo e regressao nao
linear multivariada, com aplicacdes em voz, imagens e fusdo de informacdo em matrizes de sensores;
Conceitos em imagens; Operacdes com pixels: operacdes de vizinhanca: Transformagbes geométricas,
multiresolug@o e casamento de padroes; Aplicacdes de aprendizagem de médquina em visdo
computacional.

STOA ...

-] 45| % Curso: PSI3471 - Funda X | + v =

SR B htpsy/edisciplinasuspbr/cou Y = L @

rSP Disciplinas » ¥ Suporte» ¥

o] Al inicio> Meus Ambientes> 2019> EP> PSI> PSI3471 Sistemas Inteligentes 1(2019)

Ativar edigao

5
Avisos

o

Calendario e critério de nota

Aulas: Sala B2-09




71 - Fundai X

https://edisciplinas.usp.br/course/view.php?id=73914 Y = L B

PSI3471 - Fundamentos de Sistemas Eletronicos Inteligentes - Calenddrio e critério de nota

Aulas: Sala B2-09

Professores: Emilio e Hae

segunda-feira 7:30-9:10|quarta-feira 9:20-11:00 Observagdo
17/02 Hae-1 19/02 Hae-2
24/02 Carnaval 26/02 Carnaval
02/03 Emilio-1 04/03 Emilio-2 entrega semanal|
09/03 Emilio-3 11/03 Emilio-4 entrega semanall
16/03 Emilio-5 18/03 Emilio-6 entrega semanal|
23/03 Emilio7 25/03 Emilio-8 entrega semanal|
30/03 Emilio-9 01/04 Emilio-10 entrega semanal|
06/04 Sermana Santa 08/04 Semana Santa

13/04 Emilio-11 15/04 Emilio-12 entrega semanall
20/04 Tiradentes 22/04P1 (Emilio) emana da P1
27/04 P1 (Emilio) 29/04 Emilio-13 semana da P1
04/05 Hae-3 06/05 Hae-4 inicio dos testinhos]

11/05 Hae-5 13/05 Hae 6

18/05 Hae-7 20/05 Hae-8 [entrega EP1]

25/05 Hae 9 27/05 Hae-10

01/06 Hae-11 03/06 Hae-12

08/06 Hae-13 10/06 Hae-14

22/06 24/06 [entrega EP2]

20/06 01/07

Nota:

Se min{MEmilio, MHae}>=3
entéo MFinal = (MEmilio+MHae)/2
senso MFinal = min{MEmilio, MHae}

MEmilio e MHae s&o calculadas como: (Prova+MExercicios)/2

PSub somente em carater ional para quem justificar no prazo a falta em alguma das duas (d luto, etc); a autorizagao para
realizaiio da PSub esta sujeita a aprovagao dos Profs e as regras da CoC-PS|. No dia a combinar.

© Pror. Emiiio el voral Hernanaez
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‘Materiais de apoio as aulas no e-disciplinas
ATENCAO: leitura destes NAO substitui participagao e atividades em sala de aula!
Mesmo o estudo completo do livro texto base (Haykin) ndo substitui nossos debates e atividades!

O A | httpsy/edisciplinas.usp.br/course/view.php?id=73914 Y *x L e

Materiais do prof. Emilio (primeira parte do curso, até aproximadamente P1)

® Programacdo de tematicas aula a aula / semana a semana, para as aulas do Prof. Emilio.

@) Ementa geral e referéncias como consta no sistema Jupiter

Slides apresentados e outros materiais de apoio as atividades em sala serdo disponibilizados aqui durante o transcorrer do

semestre.

Atengdo: Os materiais de apoio disponibilizados via e-disciplinas NAO substituem as discussées e o aprendizado que ocorrem
com a sua presenca nas aulas desta disciplina. 0 mesmo ocorre com relagéo ao estudo mesmo que completo do livro base
(Haykin): ele ndo substitui debates e atividades realizadas em sala de aula. Se tiver alguma divida sobre a necessidade da sua
presenga em sala de aula, estou disponivel para ajuda-lo a entender; me procure apés encerrarmos a nossa proxima aula e

conversamos sobre isso.

© Prof. Emilio Del Moral Hernandez
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Plano aproximado de teméticas aula a aula / semana a semana - versdo de 01 de margo

(atividades com entregas simples aproximadamente semanais ocorrerdo durante as aulas)

#1 (02/marco — 22f) Conceitos em regressdo linear e ndo linear. Regressdo univariada e Regressdo multivariada; Contrastes
com técnica mais simples ja conhecida: a regressao linear univariada (reta média). Diferencas principais entre 1) a Regressao
e 2) o Reconhecimento / Detecgdo / Identificagdo de Padrdes Multivariados. Conceitos em Reconhecimento / Detecgdo /
Identificagdo de Padrdes. Entendendo primeiro as ferr as de modelagem mais simples: as ferramentas lineares
mutivariadas ... elementos matematicos em regressao linear multivariada e em discriminadores lineares multivariados. Dados
empiricos para calibragdo de parametros em regressores e em discriminadores; o aprendizado supervisionado.

#2 (04/marco — 42f) Neurdnios biologicos como base para os neurdnios artificiais; equagdes e propriedades matematicas do
neurénio artificial isolado; relagdo do neurénio isolado com os regressores e com os discriminadores lineares multivariados.

#3 (09/marco — 22f] Foco nas Redes de Neuronios Artificiais (RNAs) concatenando multiplos neurdnios; arquiteturas neurais
diversas; arquiteturas MLP — Multi Layer Perceptron; Relagdo de RNAs com a implementacgao de regressores e
reconhecedores NAO LINEARES MULTIVARIADOS. O ensaio computacional de redes neurais - ambientes simples como o MBP
— Multiple Back Propagation — e ambientes mais complexos alternativos, de sua escolha.

#4 (11/marco — 42f) Grafos da computagdo em redes neurais do tipo MLP; notagao matematica para pesos sinapticos,
variaveis de entrada, saida e variaveis intermediarias no MBP; exemplares empiricos / observagdes empiricas para o
treinamento supervisionado em MLPs; aprendizado com base na propagacao reversa do erro (EBP — Error Back Propagation).

© Prof. Emilio Del Moral Hernandez
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#5 (16/marco — 2°f) Foco no aprendizado da Rede Neural MLP — O Gradiente descendente e a otimizagdo de pesos sinapticos
com base no conjunto de treino e EBP; dedugdo das formulas do EBP, em sala de aula e em conjunto com os alunos: trabalho
focado num peso sinaptico especifico da rede, escolhido pelo professor para maxima complexidade da dedugao.

#6 (18/marco — 4°f) Discussdo da extensdo simples das dedugdes do EBP para demais pesos sinapticos; redundancias nos
calculos dos diversos pesos da rede neural e otimizagdo do esforgo computacional. Regra “Delta” de aprendizado de Widrow,
para neurdnio isolado; Aprendizado por EBP recursivo, camada a camada.

#7 (23/marco — 22f) Foco em Reconhecedores — Circuitos logicos genéricos e suas implementagdes através de computagdo
neural; relagdo com discriminadores. Construindo reconhecedores de padrées com fronteiras de separagdo genéricas:
separadores lineares; bancos de separadores lineares como aproximadores efetivos de fronteiras genéricas.

#8 (25/marco — 4%f) Técnicas de medida de qualidade em reconhecedores de padrées: matriz de confusdo, conceitos de
falsos positivo e negativo, especificidade e sensibilidade. Curvas ROC.

#9 (30/marco — 27f) Foco agora em Regressores - Casos simples de aproximagdo de fungdes univariadas. Teorema de
Cybenko: 0 MLP como aproximador universal de fungdes multivariadas; implicagdes praticas do teorema para a
implementag¢do de regressores e reconhecedores de padrdes ndo lineares multivariados genéricos.

#10 (01/abril — 42f). Medidas de qualidade diversificadas para regressores multivariados (distintas do erro quadratico médio);
Flutuagdo do desempenho do modelo com as particulares amostras de treino e de teste e técnicas de reamostragem; técnica
de validagdo cruzada, k-fold cross validation e leave one out. Sobreajuste / sobreaprendizado / perda de generalizagdo em
regressdo polinomial e em redes neurais; limitagdo do numero de nds neurais para evitar o sobreajuste e otimizar a
generalizagdo da rede neural; particdo do volume de observagdes em conjuntos de treino, validagdo e teste.

06 e 08 de abril: Semana Santa — ndo hd aula

© Prof. Emilio Del Moral Hernandez
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.....

#11 (13/abril — 22f) Solugdes em reconhecimento e em regressdo empregando dois estagios: primeiro estagio para extragdo
de caracteristicas / extragdo de medidas e para a redugdo de dimensionalidade + segundo estagio MLP como reconhecedor /
regressor genérico; técnicas diversas de extracdo de caracteristicas em projetos concretos. Extensdes de analise harmonica
(Fourier) para a extragdo de caracteristicas; conceitos basicos em analise tempo-frequéncia. PCA - Analise de Componentes
Principais como extrator de caracteristicas.

#12 (15/abril — 4*f) Aprofundando a conexdo dos temas que aprendemos com o Deep Learning; conexdo com redes neurais
convolucionais; camadas convolucionais, Autoencoders e Autoencoders em cascata como extratores de caracteristicas e
redutores de dimensionalidade. Apanhado das tematicas aprendidas e troca de ideias sobre a “A4 de consulta” + sess3o de
dividas p/ P1;

22 de abril (42f) e 27 de abril (22f): P1 em P5I3471 - ou seja, dentro da semana de provas P1 da Elétrica

1 20 de abril, pela ponte de Tiradentes, ndo ha aula na 29 feira)

#13 (29/abril — 42f) 1) Parte das tematicas e atividades desta aula apos a P1 serdo definidas mais adiante no semestre, de
acordo com a evolugdo das aulas anteriores; 2) Conexdo do aprendido até o momento com as proximas tematicas no curso.

© Prof. Emilio Del Moral Hernandez
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Algumas possibilidades para regressao linear sobre
dados empiricos do universo de valores (x;,X;,X3 Y)....

. Modelagem por reta média, considerando por
exemplo unicamente a variavel x, como impactante
significativo no valor esperado para a variavel
dependente y

. Modelagem por plano médio, considerando duas
variaveis x4 € X, como impactantes significativos em y

. Modelagem por hiperplano médio se o numero de
variaveis que impactam no valor de y for 3 ou maior
que 3 (X4, Xy, X3 etc)

Discutamos em lousa alguma formulagdo matematica ...

© Prof. Emilio Del Moral Hernandez
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Relembrando duas classes de aplicagao alvo a abordadas no
curso e iniciando a solugado com técnicas LINEARES “(+-)"

. Regressores multivariados ||nea 'eS enao
lineares

. Reconhecimento automatico de padrdes ...
- [ discriminadores (ou identificadores)

| | Neares enszolineares

™~

aparte formal ... Linear / Afim

© Prof. Emilio Del Moral Hernandez
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aparte

formal ... Linear / Afim, a rigor sdo diferentes

Q (360) Laboratorio de Sister | & Moodle USP: e-Disciplinas

< SR O

~a

WIKIPEDIA

A enciclopédia livre

Pégina principal
Conleddo destacado
Eventos atuais
Esplanada

Pagna aleatoria
Portais

Informar um erto
Loja da Wikipédia

Colaboragi
Boas.vindas

Ajuda

Pagina de testes
Portal comuniario
Hudangas recentes
Manuteng3o

Giar pagina
Paginas novas
Contato

Donativos,

Imprimiriexportar
Descarregar como PDF
Versao para impressio

Noutros projetos

Wikimedia Commons

rramentas

Pagnas aluentes
Alteragies relacionadas.
Carregar ficheiro
Paginas especiais

Hiperligagao

W Fungdo afim - Wikipédi X =

a

kipedia.org/wiki/F f

Func@o afim
Orgem: Wikpea, asncclopsdia e
o Nots: Neo confurclr com Funcéo iest,ou Transformago s

Uma fungao afim, tambem conhecida como fungo polinomial de grau 1 ou fungao polinomial de primeiro grau & uma fungao 6o tpo
() = az +b, cuio grafico & uma reta nao perpendicular ao eixo oz. Tal fungao tambeém pode ser entendida como uma transformago linear (Az)
Seguida por uma translagao (+-b).

T Az +b q

no caso finito-dimensional cada fungao afim ¢ dada por uma matriz A & por um vetor B, que possam ser escritos como a matiz A com uma ‘coluna extra

squema expicativo de uma &
o B. Fisicamente, uma fungo afim é a que preserva: Esquema explcativo o

fungso afim
1. Colinearidade enire pontos, isto 6, rés pontos que se enconiram em uma litha continuam a ser colineares apds a iransformagao
2. relagdes das distancias ao longo de uma linha, isto &, para os pontos colineares distintos pi, pa, ps. [[p2 — piI/llps — 2|l
00
Uma fungdo afim 6 composta do um ou do diversos transformadores lineares. Diversas ransformagdes ineares podom ser combinadas om uma nica | /
mariz, assim que a formula geral dada acima 6 ainda aplicavel 10

Em uma dimenséo (ou seja, quando x e y . o5 termos Ae b 3 de coeficiente angular e coeficiente linear

Indice [esconder]
1 Definigao formal
1.1 Cosficientes™
2 Funggo linear
2.1 Fungao linear e proporcionalidade
3 Crescimento ou decrescimento
3.1 Crescente
32 Docrescente
33 Constante
4 zer0
5 Aplicagdes
5.1 Relagao com a progresso aritmética
52 Relagao com o movimento refiino uniforme
6 Referéncias

07/03/201

&

7 Bibliografia

© Prof. Emilio Del Moral Hernandez
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aparte

formal ... Linear / Afim, a rigor s&o diferentes

Q (360) Laboratorio de Sisterr | & Moodle USP: e-Disciplinas W Fungdo afim - Wikipédi X =+ = X
S TRES A — Iy
Q (360) Laboratorio de Sister \ & Moodle USP: e-Disciplinas W Fungdo afim - Wikipédi X 4 — (=}
w a i
O ptwikipedia.org/viki/F f |
NS 2 O e mepmieag * o
Engish amngao
pag  Espanol  coeficiente "b" determina o deslocamento da reta em relaga a origem, por isso ele & conhecido como coeficiente linear da reta
ConMtiano
e o
Ever F Tines .
b ungio linear | ediar | caitar cocigo fonte
20 ¢ i igo-fonte ]
pag  PYeowit € Ver artigo princial. Fungéio linear
pot X
o Uma fungao linear & um caso partcular da fungao afim onde a # 0 e b = 0, sendo, portanto, expressa como:
ntor %A 37 outras -
o — z) = az.
i Esnpetges | 1) .
ke Veja na figura ao lado um exemplo de gréfico de fungao linear
Boa Um caso especifico da fungéo linear é a fungao identidade, onde a = 1. Logo a fungao identidade ¢ expressa como;
A
z)=1z.
Pag 7t
Port Observe na figura ao lado um exemplo de gréfico de fungdo identidade. Esboge do grafco dafuncio ) &

=2¢,um exemplo de fungdo lnear
Fungio linear e proporcionalidade [ ediar | ediar cédigo-fonte |

€ Ver artigo principal: Proporcionalidade
Uma das principais splicagdes da fungo linear é a relagdo de proporgso existente entre os elementos do domirio e da imagem, pois observamos que
conforme variam os elementos do dominio, suas respectivas imagens variam na mesma proporgdo, sendo essa proporgao o coeficiente angular da
fungao, nesse caso chamado de taxa de variagdo.
Assim, seja & fungao linear f(z)
razéo entre y o x. 4

az, vemos que o conjunto dos pontos que rapresenta a rea dessa fungéo s os pontos do tpo (=, az), onde a 6 a

Essa relagéo serd diretamente proporcional se a fungdo for crescente e inversamente proporcional se & fungao for decrescente,

Crescimento ou decrescimento | editr| sditar codigo-forte |

Uma fungéio afim pode ser crescente, decrescente, dependendo do valor do coeficiente angular. Uma fungéo pode ainda ser constante, se a=0 e af ela
tera grau 0.

Esbogo do grafico da funcao f(x) &
%, fungio dentidade

Crescente | editar | editar codigo-fonte |
Uma fungao afim é crescente quando seu coeficiente angular for positivo, ou seja, a > 0.
Demonstragéo: !

Por definigao, dizemos que uma fungdo f : A — B definida por y = f(x) é crescente no conjunto A; C A se, para dois valores quaisquer 7, & 7z
pertencentes a A1, com 1 < &2, tivermos f(z1) < f(2).




Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

NG

Anos de Numero de
educacao filhos
formal
Anos de ]
d F . Dias de
vida requéncia L -
q Férias / ano
em eventos
sociais
G dle Frequéncia
periculosidade  Volume de d
.. em eventos
da atividade bens o
/ .. artlst}cos
familiares

\
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

NG

Anos de Numero de
/ educacdo filhos
formal
An(_)s de . Dias de
vida Frequéncia

Férias / ano

em eventos
. sociais
Grau de Frequéncia
periculosidade  Volume de
.. em eventos
da atividade bens L
/ . art1st}cos
familiares

\
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

NG

Anos de Numero de
educacio filhos
formal (x;)
Anos de vida e de
(“y” continuo) Frequen;:la Férias / ano
em eventos
sociais
G die Frequéncia
periculosidade ~ Volume de em gventos
da atividade (x,) bens "
. artisticos
< familiares (x,) )

© Prof. Emilio Del Moral Hernandez

48
Regressor multivariado (em sw, fw ou hw)
Regressor implementado em o

Variaveis estimagao
observadas SW’ FW ou HW |, devalor
no mundo (pode mcorporar paraoy,

real “aprendizado de dados os

= . e o valores X

X maquina”)

© Prof. Emilio Del Moral Hernandez
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1) Quais as dimensdes dos vetores de entrada e saida neste regressor exemplo?
2) Qual a preciséo esperada? (o erro sera zero em y estimado?)
3) Como coletariamos os dados empiricos?
4) Qual a utilidade da estimagao de y dado X?

Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens
; e Anios/de Nimero de T~
educagio filhos 3
[ formal (xs) ‘
' Anos de vida ;
Dias de
(“y” continuo) Fi rcquém‘:ia Féri:s: Fono A\
em eventos | R N
i sociais Regressor multivariado (em sw, fw ou hw)
( D Frequéncia \
| periculosidade ~ Volume de o et
. da atividade (x;) bens it Y,
S familiares (x,) S
_— . || Regressor implementado em
© Prot. el e cetimaclo
o SW, FW ou HW | i
o mundo | (pode incorporar Ba18 6.3
real | “aprendizado de dacosion
valores X

X —l‘ maquina”)
|

@ Prof, Emilio Del Moral Hernandez
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Relembrando as duas classes de aplicacao alvo
a serem abordadas no curso
. Regressao multivariada (linear e n&o linear)
. Reconhecimento automatico de padrdes ...
© Prof. Emilio Del Moral Hernandez
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Passemos agora a elaborar uma
situacao hipotética de
reconhecimento de padrdes
(y discreto), em lugar de
regressdo multivariada (y
continuo) ...

© Prof. Emilio Del Moral Hernandez
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

© Prof. Emilio Del Moral Hernandez
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

© Prof. Emilio Del Moral Hernandez
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

Consumidor que
honra(ra) crédito
solicitado
(“y” binario”)

© Prof. Emilio Del Moral Hernandez
57

57

13



Detector / reconhecedor multivariado
(em sw, fw ou hw)

Variaveis
observadas
no mundo

real
—_—

X

Reconhecedor implementado em

decisdo

SW, FW ou HW | binariay,
(pode incorporar dados os
valores X

“aprendizado de
maquina’)

© Prof. Emilio Del Moral Hernandez
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Abrindo o leque de aplicagdes alvo a serem

abordadas no curso

Regressao multivariada (linear e nao linear)

Reconhecimento automatico de padrdes ...

- Detecgéao de padrdes relevantes: reconhecimento binario

- Reconhecimento multiclasses

© Prof. Emilio Del Moral Hernandez
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Uma metafora para a tarefa de classificacdo de padrdes
genérica ou multiclasses (classificagao n&o binaria)...

Universo de objetos observados ...

1 O

© Prof. Emilio Del Moral Hernandez
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Uma metafora para a tarefa de classificacdo de padrdes
multiclasses (classificagdo n&o binaria)...
Um dado objeto especifico observado ¢ de que tipo ?
-4 O 0O
M \C? D?
0 o]
O@ Ss
@ < w -
Classe A Classe B Classe C Classe D
© Prof. Emilio Del Moral Hernandez
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Detector / reconhecedor / classificador multivariado

(em sw, fw ou hw)

Variaveis
observadas
no mundo

real
—_—

X

Classificador implementado em
SW, FW ou HW

(pode incorporar
“aprendizado de
maquina’)

detecgdo /
reconhecimento
/ classificagdo
—  (y discreto),
dados os
valores X

© Prof. Emilio Del Moral Hernandez
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Avancando para outro tdpico ...

© Prof. Emilio Del Moral Hernandez
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Alguns dos focos / classes especificas de
aplicacido que sao alvos do curso

. Modelagem envolvendo sistemas com multiplas
variaveis

sibilitem representagao
fendmenos nao lineares | além dos lineares )

. Reconhecimento / Identificacéo / Classificagao de
“objetos” a partir de medidas multiplas (vindas de
multiplos sensores, por exemplo)

. Regressao / previsao / estimagao de grandezas
analdgicas a partir de medidas correlacionadas com
tal grandeza

. Exploracéo de elementos para “automacao parcial” da
modelagem, via aprendizado de maquina

© Prof. Emilio Del Moral Hernandez

66

Plano aproximado de temaéticas aula a aula / semana a semana - versdo de 01 de margo

(atividades com entregas simples aproximadamente semanais ocorrerdo durante as aulas)

#1 (02/marco — 22f) Conceitos em regress3o linear e ndo linear. Regressdo univariada e Regressdo multivariada; Contrastes
com técnica mais simples ja conhecida: a regressao linear univariada (reta média), Diferengas principais entre 1) a Regressao
e 2) o Reconhecimento / Detecgdo / Identificagdo de Padrdes Multivariados. Conceitos em Reconhecimento / Detecgdo /
Identificagdo de Padrdes. Entendendo primeiro as ferramentas de modelagem mais simples: as ferramentas lineares
mutivariadas ... elementos matematicos em regressao linear multivariada e em discriminadores lineares multivariados. Dados

#2 (04/marco — 42f) Neuronios bioldgicos como base para os neurdnios artificiais; equagdes e propriedades matematicas do

neurdnio artificial isolado; relagao do neurénio isolado com os regressores e com os discriminadores lineares multivariados.

#3 (09/marco - 22f) Foco nas Redes de Neurdnios Artificiais (RNAs) concatenando multiplos neurdnios; arquiteturas neurais
diversas; arquiteturas MLP = Multi Layer Perceptron; Relagdo de RNAs com a implementagdo de regressores e
reconhecedores NAO LINEARES MULTIVARIADOS. O ensaio computacional de redes neurais — ambientes simples como o MBP
= Multiple Back Propagation — e ambi mais complexos alternativos, de sua escolha.

#4 (11/marco — 47f) Grafos da computagdo em redes neurais do tipo MLP; notagdo matematica para pesos sinapticos,
variaveis de entrada, saida e variaveis intermediarias no MBP; exemplares empiricos / observagdes empiricas para o
treinamento supervisionado em MLPs; aprendizado com base na propagacéo reversa do erro (EBP — Error Back Propagation).

© Prof. Emilio Del Moral Hernandez
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Neurdnio Artificial - inspirado no biolégico
(ou também chamado de “né” da rede neural)

y

—
/ SAIDA
@

y =tgh (Z w;Xx;)

1,5

1 i
05

9

®eeoeee X
Je
@

X
P4
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... algumas outras disciplinas PSI em sistemas
eletrénicos inteligentes ou fortemente relacionadas
PSI3571
PSI3472 Rec. Padroes e
Conc. E Impl. Intel. Comput.
eletiva no 2° eletiva no
Semestre 5% ano
do 4° ano
PSI3471
(fundamentos)
... E também:
- Disciplinas em imagens eletivas de 5° ano
L 1;82342.2 - Disc. em Proc. de Voz — eletiva do 5°
av. Ae _SISt' - Disc. em filragem adaptativa de 4° e 5°
Eletronicos - Disc. em embarcados eletrivas de 4° e 5°
2°sem 4° - Disc optativa em Sistemas Cognitivos
.... Outras ...
© Prof. Emilio Del Moral Hernandez
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... Relacdo com as demais linhas formativas da
énfase Eletrbnica e Sistemas

Micro €
Nano
/ Eletronica

Comunicag¢ao

Sistemas
Eletronicos
Inteligentes

Processa-
mento de
Sinais

Sistemas
Embarcados

© Prof. Emilio Del Moral Hernandez
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Redes Neurais Artificiais

Sao sistemas computacionais, de implementagdo em hardware
ou software, que imitam as habilidades computacionais do
sistema nervoso biolégico, usando um grande nimero de
processadores simples (neurdnios artificiais) e
interconectados entre si.

Emprestam da biologia:

o A estrutura de processamento microscépico (processamento
de informacao de neurdnios individuais)

o Em algum grau, aspectos da organizagao de redes neurais
biolégicas

o Aspectos de plasticidade sinaptica e do aprendizado através
de exemplos (através de casos)

76
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The biological neuron

Dentrites

Axon
(active cell
membrane)

Axon
Hillock

(figura modificada da internet) 7;
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. Synapse
(\&%\% plic vesicl
(figura extraida da internet)
78
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Action Potential Generation and Propagation
(no Axonio e ramificacdes axonais)

o e o

Membrane Poteniial [mV)

(figura extraida da internet)
79
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1/\

Spike reception

(Slide from Gerstner’s webpage)
80
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72 threshold

It

Spike reception and integration

(Slide from Gerstner’s webpage)
81
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U, threshold

Threshold 2Spike emission

(Action potential) 1 t t 11 W

Spike reception and integration

Phenomenology of spike generation
(Slide from Gerstner’s webpage)
82
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... Vendo com mais detalhe ... a relagao entre
estimulo global e atividade na saida nao é linear:

@
—

Freq. De Pulsos
(potenciais de agao)

Tempo

Saturagao

Depolarizagao da
Estimulo Sublimiar Membrana 83
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Integrate-and-fire Model

Spike emission

d : (Slide from Gerstner’s
T Eui = —ui + R](t) Linear webpage)

LL(f ) =9=F iretreset Nao linear 84

1
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Neurdnio Artificial - inspirado no biolégico
(ou também chamado de “né” da rede neural)

\%A
y
o—
/ SAIDA
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y =tgh (Z w;Xx;)

1,5
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Computacio linear e nao linear,
com codificacao frequencial

Volume de
estimulos Estimulo
sublimiar

© Prof. Emilio Del Moral Hernandez
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Computacao linear e nao linear,
com codificagéo frequencial

© Prof. Emilio Del Moral Hernandez
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Computacéo linear e nao linear

XN
° \
. y
P
s / SAIDA

S\
XN

54 2
-1,5
© Prof. Emilio Del Moral Hernandez
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Caso particular do né com comportamento linear
... fr(arg) = k.arg

Xo
o

[
ENTRADA,
[

XN -1

%

y
_> y=®(2w|xl'e)
SAIDA f

A

/

18 f; LINEAR
A/
0,5

-4 2 2 4 6

© Prof. Emilio Del Moral Hernandez
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Caso particular do n6 com comportamento binario
... fr(arg) = sign(arg)
Xo W
° 0
[ ]
ENTRADAS — y=f)(Zwix-0)
. SAIDA \
o -} :
N -1 15 f; SIGN
1
o5 V
P, 5 2 ¢
=i
-1,5
© Prof. Emilio Del Moral Hernandez
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Um pioneiro ... o Perceptron: y=sinal(Z w; x; - 6)
(funcao de transferéncia tipo “degrau”)

. Viabiliza a classificagao de padrées com
separabilidade linear

. O algoritmo de aprendizado adapta os Ws de forma a
encontrar o hiperplano de separagao adequado

. Aprendizado por conjunto de treinamento

Exemplos - de
Pares (x0;x1) -
da classe A

Hiperplano —"
Separador

X
© Prof. Emilio Del Moral Hernandez
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E se a saida do nosso problema néo for digital?
O “Perceptron Continuo”: y=tgh(Z w; x; - 0)

. Que problemas de entradas continuas conseguimos
atacar usando uma funcéo de transferéncia tangente
hiperbalica)

Hiperplano -
em que y=0 -

© Prof. Emilio Del Moral Hernandez
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Sugestdo: Instale o MBP e digite “3-1” no campo

Topology (ou antes veja os tutoriais)

Muliple Back-Propagation Version 22.5

Datafles
T T

Test

Topolony RMS  Outputvs Desired (raling data) Output s Desired (tsting cta) S Ep0ch
oot
| [

Leaming
Van Network
Learning Rate [

Momentum 07
Space Network
Learning Rate [
Momentum 07
Configuration
Network
Generate C ote
Load
Input Sensiiily
Weights
Randorice
Ve
Lot
Save
Rootean Sqare Frror
an Network
Traing 10000000000
Testng 10000000000

© Prof. Emilio Del Moral Hernandez
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http://mbp.sourceforge.net/ ...

&« >

About

© Curso: PSI3471 - Fundamer | & PSI2672-2017101: Listade f =] Multiple Back-Propagat X | & Sistemas Inteligentes 1: Cor

TUTORIAL

o _
O | mbpsourceforgenet/tutorial il *| = &

e Multiple Back-Propagation

Screenshots Download Tutorial News Papers Develop/Contact

. Tra

1. Introduction (includes the MBP Algorithm) - e
2. Creating the training and the test datasets

3. Defining the topology of the neural networks

4. Configuring the activation functions of the neurons
5. Defining the neural network learning configuration
5 -
7
8
9

. Initialize, view, save and load the neural network weights : T —
10. Load and save a neural network
11. Generate C code from a trained neural network
12. Analyzing the input sensi

ing a neural network - Part I (regression)
ng a neural network - Part II (classification)
ng data and graphics

ity of a neural network

© Prof. Emilio Del Moral Hernandez
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Depois escolha a fungdo de ativacdo do né neural

Mltle Backropagation Vasion 225
sl
tran] ]

Test [ J=

& | Topology RMS  Outout ve Desired (taining data) Outout ve Desired (testng data)
L # Cput e sfvation < i
. | Leaning
s Mai Netnork
| gt 07
td ‘Space Network
Y e
Womeotum [ o
e > — Confgraon
el o ra Network
P's \ a0 E() = tantiko)
y \ o y enete Ccode
/ : /
\ £ toxd
| o 7y
\ / / =
\ ¢ o
\. a i IputSensoly
= = e % @y Waghis
prm————— - Randonize
view
Losd
s
oot Mean Squre Eror
i ek
@ s oo
Tesing 10000000000

‘Space Network.
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Indo além do neurdénio “camaledo” simples
Uma rede neural com 3 nés neurais ...

Data files
Train =
Tt
[ Topology [RMS | Output vs Desired (training data) | Output vs Desired (testing data) Epoch
0
Leaming
Main Network
Leaming Rate 0.7
Momentum 07
‘Space Network:
Leamning Rate 0.7
Momentum 0.7
Configuration
Network
Generate C code
Load |
Input Sensitivity

Training  1.0000000000
Testing 1.0000000000

Add connections between the input and the output layers Space Network
7 Do T e 7 - Training  1.0000000000
: h i L Pl \_L. i Testing 1.0000000000

© Prof. Emilio Del Moral Hernandez
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

Vamos pensar em nossos proprios desafios
de regressdo multivariada (com, digamos
ao menos 4 variaveis de “entrada” no
modelo) para a previsao / estimagao de
alguma grandeza relevante?
g Fagamos isto no contexto de Eletronica &
Sistemas / ou de Sua énfase.

ATIVIDADE EM SALA,
COM DEBATE COM COLEGAS
E ENTREGA ESCRITA

© Prof. Emilio Del Moral Hernandez
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

Vamos pensar em nossos proprios desafios
de reconhecimento multivariado (com,
digamos ao menos 4 varidveis de entrada

no modelo) para uma deteccao /
reconhecimento automatico relevante?
Facamos isto no contexto de Eletronica
Sistemas / ou de Sua énfase.

ATIVIDADE EM SALA,
COM DEBATE COM COLEGAS
E ENTREGA ESCRITA

© Prof. Emilio Del Moral Hernandez
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-1) Sua énfase — sua Engenharia
0) Quais sao os seus Xx’'s e 0 seu y? (que grandezas / a medidas de que correspendem?)
1) Quais as dimensdes dos vetores de entrada e saida neste seu regressor?
2) Qual a precisao esperada? (o erro sera zero em y estimado?)
3) Como vocé coletaria os dados empiricos com observagdes / pares (X;y)?
4) Qual a utilidade do seu regressor? (Qual a utilidade da estimagéo de y CONTINUO dado X? )

Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

0 7
. Anos de Numero de \‘\n
educagio filhos

formal (x5)

. Dias de
qu“e":w Férias / ano
em eventos

sociais
W G Frequéncia
periculosidade ~ Volume de e
R em eventos
da atividade (x;) bens i
familiares (x,) Y
\ e
4
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Regressor multivariado (em sw, fw ou hw)

|| Regressor implementado em

Varidve estimagio

i || SW, FW ou HW | gk

o munde [ (pode incorporar para 0,
i | “aprendizado de dacosion
= | e valores X
X | magquina™)

@ Prof, Emilio Del Moral Hernandez
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-1) Sua énfase — sua Engenharia
0) Quais s&do os seus x’s e 0 seu y? (que grandezas sdo ? / a medidas de que correspondem?)
1) Quais as dimensdes dos vetores de entrada e saida neste seu detector / reconhecedor?
2) Porque a taxa de acerto esperada € menor que 100%?
3) Como vocé coletaria os dados empiricos com observagdes / pares (X;y)?
4) Qual a utilidade do seu detector/reconhecedor? (Qual a utilidade da estimar esse y_BINARIO dado X? )

(

Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

% //_\\7 Salério
/_\ “ Pendéncias

Medida de confiabilidade de propagandal —

X/crédito do individuo segundo 4
< agéncia XYZ () /I\/'
/
A i

@ Prof, Emilio Del

de impostos Mrdio/(2) Micio- \
) empreendedor de
Saldo ¥ SuCesso
Bancirio Consumidor que .
médio (x,) honra(rd) crédito Consum_ldor
\\ Influencidvel
por y

Detector / reconhecedor / classificador multivariado
(em sw, fw ou hw)

If
| . . deteagio /
|| Classificador implementado em ol
Varidveis | | SW. FW ou HW  classficagiio
observadas | - —  (ydiscreto).
nomundo | | (pode incorporar dados os
real “ “aprendizado de valores X

X ( méquina™)
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Formalizar uma ideia possivel
para seu TCC envolvendo
regressao multivariada e/ou
reconhecimento / deteccao (y
binario) de padrdes
multivariados (X com muitas
dimensodes)

PRELIMINAR, para

voce ja ir pensando ...

© Prof. Emilio Del Moral Hernandez
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