
Algoritmos para Processamento de Áudio, Imagem e Vı́deo

Notas de aula sobre processamento de sinais aleatórios

Estas notas de aula correspondem a uma parte da matéria do curso que não está no livro “Discrete
Fourier Analysis and Wavelets: Applications to Signal and Image Processing”de S. Allen Broughton
e Kurt M. Bryan, e estão baseadas nos caṕıtulos 26 a 31 do livro Signal processing: a mathematical
approach de Charles Byrne. O autor tem uma versão pre-print deste livro em seu site, no endereço
http://faculty.uml.edu/cbyrne/master.pdf.

Preâmbulo e Advertência: Aleatoriedade e Rúıdo
Rúıdo pode significar...

• ... algo que atrapalha a comunicação

• ... sons de máquinas, trovões, acidentes

• ... uma sonoridade complexa, sem alturas musicais definidas

• ... entre muitas outras coisas.

Aleatoriedade pode significar...

• ... que não compreendemos bem um processo (a ponto de prever seu resultado)

• ... que não conhecemos todas as variáveis relevantes do problema

• ... que um modelo completo de predição não é observável ou não seria computacionalmente
tratável

• ... entre muitas outras coisas.

1 Predição e interpolação

inferindo informação futura ou informação ausente
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1.1 Modelos polinomiais

Predição através de interpolação: construindo um modelo do sinal

Ajuste de modelos: estimando os coeficientes do polinômio
Método “dif́ıcil”: usar a base canônica (dos polinômios)

f(t) =
m−1∑
k=0

akt
k, t = 1, . . . ,m

e resolver o sistema linear 

1 1 1 · · · 1
1 2 4 · · · 2m−1

1 3 9 · · · 3m−1

...
...

...
. . .

...
1 m m2 · · · mm−1
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am−1

 =



x1
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xm



Ajuste de modelos: Método de Lagrange
Método fácil: método de Lagrange

f(t) =
m∑
k=1

xkLk(t) onde Lk(t) =

∏
j=1,...,m

j 6=k

(t− j)

∏
j=1,...,m

j 6=k

(k − j)
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Note que

Lk(t) =

∏
j=1,...,m

j 6=k

(t− j)

∏
j=1,...,m

j 6=k

(k − j)
=

{
1, se t = k
0, se t ∈ {1, 2, . . . ,m}, t 6= k
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Para a predição, x̂m+1 = f(m+ 1) =
m∑
k=1

akxk, com ak = Lk(m+ 1), ou ainda,

x̂n =
m∑
k=1

akxn−k

com ak = Lm−k(m+ 1) (filtro LIT/FIR, depende apenas de m).

Exemplo de Aplicação: Compactação de áudio e ADPCM
Estimadores:

1. x̂n = xn−1

2. x̂n − xn−1 = xn−1 − xn−2 =⇒ x̂n = 2xn−1 − xn−2

3. (x̂n − xn−1)− (xn−1 − xn−2) = (xn−1 − xn−2)− (xn−2 − xn−3)
=⇒ x̂n = 3xn−1 − 3xn−2 + xn−3

4. (x̂n − xn−1) − (xn−1 − xn−2) − ((xn−1 − xn−2) − (xn−2 − xn−3)) = (xn−1 − xn−2) − (xn−2 −
xn−3)− ((xn−2 − xn−3)− (xn−3 − xn−4))
=⇒ x̂n = 4xn−1 − 6xn−2 + 4xn−3 − xn−4

ADPCM usa melhor estimador por bloco e guarda reśıduo da predição.

2 Predição e otimização

2.1 Modelos lineares

Predição Linear: encontrando predições com erro mı́nimo
Ideia: procurar estimadores do sinal

x = (. . . , xn−1, xn, xn+1, . . .)

da forma

x̂n =
m∑
k=1

akxn−k

e que minimizem o erro
‖x− x̂‖

em um horizonte finito n = K, . . . , L.
Ou seja, encontrar a = (a1, a2, a3, . . . , am)T ∈ IRm que resolve

min ‖b−Ra‖

conhecendo-se b = (xK, xK+1, xK+2, . . . , xL)T e

R =



xK−1 xK−2 xK−3 · · · xK−m

xK xK−1 xK−2 · · · xK−m+1

xK+1 xK xK−1 · · · xK−m+2

xK+2 xK+1 xK · · · xK−m+3

...
...

...
. . .

...
xL−1 xL−2 xL−3 · · · xL−m


(Toeplitz)
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Solução LPC (Linear Predictive Coding): método dos mı́nimos quadra-
dos
min ‖b−Ra‖ ≡ min f(a) = 1

2
‖b−Ra‖2, cuja solução precisa satisfazer

∇f(â) = 0⇐⇒ −RT (b−Râ) = 0⇐⇒ â = (RTR)−1RT b

Predição linear estocástica: a mesma coisa, só que diferente
O método de predição linear pode ser interpretado em termos de informação estat́ıstica do sinal.
Na solução â = (RTR)−1RT b a matriz RTR possui entradas

(RTR)ij =
L−K∑
l=0

xK−i+lxK−j+l rx(j − i)

que estão associadas à auto-correlação de x com atraso j− i, enquanto o vetor RT b possui entradas

(RT b)j =
L−K∑
l=0

xK−j+lxK+l rx(j)

associadas à auto-correlação de x com atraso j.
Os coeficientes LPC podem ser obtidos alternativamente considerando a equação de filtro recursiva

y(n) = x(n)−
M∑
i=1

biy(n− i)

cuja função de transferência H(z) = 1

1+

M∑
i=1

biz
−i

satisfaz o

Teorema de Wiener-Kinchin:
1(

1 +
M∑
i=1

biz
−i
) ≈ M∑

d=−M
rx(d)zd

O teorema de Wiener-Khinchin fornece um sistema linear do tipo

rx(0) rx(1) rx(2) · · · rx(M)
rx(1) rx(0) rx(1) · · · rx(M − 1)
rx(2) rx(1) rx(0) · · · rx(M − 2)
...

...
...

. . .
...

rx(M) rx(M − 1) rx(M − 2) · · · rx(0)





1
b1
b2
...
bM

 =



1
0
0
...
0
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(caso particular das Equações de Wiener-Hopf )

Exemplo de Aplicação: Estimação de envoltória espectral e morphing
Coeficientes LPC definem um filtro recursivo (computacionalmente eficiente) com resposta em
frequência próxima da do sinal original x:

Usar este filtro em um segundo sinal y permite a impressão de caracteŕısticas espectrais de x em y.
No caso de áudio está impressão empresta caracteŕısticas timbŕısticas de um som ao outro, sendo
denominada morphing (em imagens esse termo se refere a outro tipo de processamento).

3 Processos aleatórios

3.1 Definições básicas

Processos aleatórios discretos: sequências de variáveis aleatórias
Considere a sequência (. . . , X−2, X−1, X0, X1, X2, . . .) onde Xn é uma variável aleatória real com

função de densidade de probabilidade fn(x), de tal modo que Prob[Xn ≤ x] =
∫ x

−∞
fn(x)dx.

A esperança de Xn é definida como E(Xn) =
∫
xfn(x)dx. Vamos supor deste ponto em diante que

E(Xn) = 0, ∀n.
A função de auto-correlação é definida como

rx(m,n) = E(XmXn),

e a variância de Xn é definida como V ar(Xn) = E(X2
n)− E(Xn)2 = E(X2

n) = rx(n, n).
O processo {Xn} é dito estacionário em sentido amplo quando valem as propriedades

1. E(Xn) independe de n;

2. rx(m,n) só depende de |m− n| =⇒ V ar(Xn) independe de n;
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Processos aleatórios discretos: matriz de autocorrelação de processos
estacionários
Se {Xn} é estacionário em sentido amplo, denotamos por rx(k) = E(Xn+kXn), e podemos construir
a matriz de auto-correlação de ordem N ×N com as entradas

Rmn = rx(m− n) = E(XmXn),

sendo que esta matriz pode ser representada de forma compacta como

R = E(XXT ),

onde X = (X1, X2, . . . , XN)T .
Evidentemente esta matriz é aleatória, e possui propriedades matemáticas relevantes, como por
exemplo o fato de ser simétrica e positiva semi-definida, já que para qualquer y ∈ IRN temos

yTRy = yTE(XXT )y = E(yTXXTy) = E(‖XTy‖2) ≥ 0.

Processos aleatórios discretos: estimando a matriz de autocorrelação em
processos realizados
Conhecendo a realização de uma parte do processo {Xn}, por exemplo, Xk = xk, Xk+1 = xk+1, . . . ,
Xl = xl (com l − k + 1� N) podemos estimar a matriz de covariância de ordem N como

R̂ =
1

l − k −N + 2

l−k−N+1∑
i=0

YiY
T
i ,

onde

Yi =


xk+i

xk+i+1
...

xk+i+N−1

 .

4 Predição estocástica

4.1 Modelos lineares

Predição estocástica: estimação linear X̂n de Xn
Suponha que queiramos estimar Xn a partir de N termos anteriores através da expressão

X̂n =
N∑
k=1

akXn−k.

Multiplicando os dois lados por Xn−m (para m = 1, . . . , N) e tomando a esperança, teremos

E(X̂nXn−m) =
N∑
k=1

akE(Xn−kXn−m), m = 1, . . . , N.

Supondo o processo estacionário em sentido amplo, teremos

E(X̂nXn−m) =
N∑
k=1

akRmk, m = 1, . . . , N,
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que corresponde a um sistema linear da forma Ra = b, onde R é a matriz de autocorrelação e
bm = E(X̂nXn−m).

Vemos que o método LPC é aparentado ao método acima, porém usa estimativas finitas da matriz
de covariância e sujeita-se à hipótese adicional E(X̂nXn−m) = E(XnXn−m).

5 Filtragem estocástica

5.1 Hipóteses

Filtragem estocástica: separando sinal de rúıdo
Hipóteses:

1. o sinal x ∈ IRN é desconhecido, porém possui média zero e matriz de covariância
E(xxT ) = σ2I com σ conhecido;

2. o sinal passa por um processamento linear conhecido H ∈ IRM×N , e sofre adição de
um rúıdo aleatório v ∈ IRM , antes de ser observado como z = (Hx)+v = s+v ∈ IRM

(s ∈ IRM é chamado de componente do sinal);

3. v possui média 0, matriz de covariância conhecida Q = E(vvT ), e é independente
de x;

4. o estimador procurado para a componente do sinal s = Hx é linear nas observações
z, ou seja, ŝ = BT z para alguma matriz B ∈ IRM×M (a ser determinada).

Exemplo de Aplicação: Registro de sinais em ambientes ruidosos
Uma sala pode ser modelada como um sistema linear: dado um sinal x produzido por uma fonte
sonora em uma sala, o que escutamos na realidade é Hx, onde H é a matriz circulante da resposta
impulsiva de um modelo FIR.

Considerando v a soma dos rúıdos (de ar-condicionado, lâmpadas, pássaros, aviões, etc), o sinal
acústico registrado em um ponto da sala pode ser modelado como z = Hx + v, como no cenário
acima.

O problema da filtragem estocástica consiste em obter o sinal “limpo” (por exemplo, o discurso de
uma pessoa) a partir do registro “sujo” obtido por um microfone em uma sala ruidosa.

O mesmo problema poderia ser formulado a partir da recuperação de uma imagem projetada em
uma sala, a partir de um registro em v́ıdeo desta projeção, e sujeito à interferência de insetos,
fumaça, etc.

5.2 Filtro de Wiener

Filtro de Wiener: o caso mais simples (impondo estrutura forte)
Suponha que a componente do sinal s é da forma s = au, onde a é um escalar desconhecido e u é
um vetor conhecido.

Suponha ainda que o rúıdo também tem a forma v = bw, onde b é um escalar desconhecido e w é
um vetor conhecido.
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Se o número de observações for N ≥ 2, seremos capazes de determinar a e b de forma uńıvoca a
partir do conhecimento de z, já que z = s+ v = au+ bw e portanto a e b satisfazem{

zTu = a(uTu) + b(wTu)
zTw = a(uTw) + b(wTw)

O sistema acima terá solução única sempre que u e w forem linearmente independentes (do contrário
sinal e rúıdo possuem precisamente a mesma estrutura e não faz sentido tentar separá-los).

Um caso mais geral: impondo estrutura flex́ıvel
Considere que a componente do sinal possui a forma

s =
K∑

n=1

anu
n,

onde an são escalares desconhecidos e un são vetores conhecidos (por exemplo, componentes senoidais
de frequências diversas).
Considere também que o rúıdo possui a forma

v =
L∑

m=1

bmw
m,

onde bm são escalares desconhecidos e wm são vetores conhecidos.
Se N ≥ K + L o problema teria solução única, mas na prática o mais comum é termos K,L ≈ N
(e.g. Fourier).

Um caso mais geral: formulação matricial
Sejam U ∈ IRN×K e W ∈ IRN×L as matrizes

U =

 u1 u2 · · · uK

 e W =

 w1 w2 · · · wL


Seja ainda V = [U W ] ∈ IRN×(K+L) e c = (a1, . . . , aK , b1, . . . , bL)T .
Queremos encontrar uma solução do sistema z = Ua + Wb = V c, que possui muito mais variáveis
do que restrições. Uma ideia é buscar uma solução de norma mı́nima:

 min 1
2
‖c‖2

s.a V c = z.

Um caso mais geral: solução do sistema z = V c
Este problema de otimização admite como solução o estimador

ĉ = V T (V V T )−1z,
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de onde obtemos o estimador da componente do sinal

ŝ = Uĉ[1,...,K] = UUT (V V T )−1z.

Observe que V V T = (UUT + WW T ) envolve a matriz de correlação do sinal UUT e a matriz de
correlação do rúıdo WW T , que neste caso correspondem a estimadores a partir de espaços amostrais
finitos (os conjuntos {u1, u2, . . . , uK} e {w1, w2, . . . , wL}).

A formulação estocástica: flexibilizando a estrutura de s e v
Considere agora que os vetores de coeficientes

a = (a1, a2, . . . , aK)T e b = (b1, b2, . . . , bL)T

são vetores aleatórios independentes, com distribuição uniforme e matrizes de covariância

E(aaT ) = I e E(bbT ) = I,

de tal modo que E(ssT ) = E(UaaTUT ) = UUT e E(vvT ) = E(WbbTW T ) = WW T . Então

UUT = E(ssT )
= E(Hx(Hx)T )
= E(HxxTHT )
= HE(xxT )HT

= σ2HHT

e
WW T = E(vvT ) = Q.

O filtro de Wiener vetorial: reaproveitando a solução do caso anterior
Lembrando que anteriormente obtivemos

ŝ = UUT (UUT +WW T )−1z

e adotando a informação do modelo estat́ıstico

UUT = σ2HHT e WW T = Q,

temos a solução do filtro de Wiener estocástico, que é dado por

ŝ = UUT (UUT +WW T )−1z
= σ2HHT (σ2HHT +Q)−1z
= HHT (HHT + σ−2Q)−1z

Lembrando ainda que B era o estimador tal que

ŝ = BT z e s = Hx,

segue que
BT = HHT (HHT + σ−2Q)−1

e portanto

x̂VWF = HT (HHT + σ−2Q)−1z
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5.3 Filtro de Kalman

Filtro de Kalman: contexto de aplicação
Sistema dinâmico:

xk = Ak−1xk−1 +mk−1

onde

1. xk ∈ IRN é um vetor de estado do sistema no instante k;

2. Ak ∈ IRN×N representa as transformações do sistema (em geral de acordo com
algum modelo f́ısico);

3. mk representa o erro do modelo f́ısico, que satisfaz E(mk) = 0 ∀k, e a matriz de
covariância E(mk(mk)T ) = Mk é conhecida;

4. no instante k obtemos a medida/observação zk = Hkxk + vk, onde Hk é conhecida,
e vk possui média zero e variância conhecida E(vk(vk)T ) = Qk.

Filtro de Kalman: uso de estimadores a priori
Considere conhecido um estimador x̂k−1 do sistema no instante k−1, e suponha que este estimador
é não-enviesado, ou seja, que

E(x̂k−1) = E(xk−1).

De acordo com o modelo f́ısico podemos estimar a evolução do sistema como

yk = Ak−1x̂k−1.

Este estimador yk também é não-enviesado, já que

E(yk − xk) = E(Ak−1x̂k−1 − xk)
= Ak−1E(x̂k−1)− E(xk)
= Ak−1E(xk−1)− E(xk)
= E(Ak−1xk−1 − xk)
= E(mk)
= 0

Filtro de Kalman: estimadores a posteriori
Consideraremos estimadores do sinal x̂k lineares nas observações zk e nos estimadores yk obtidos a
priori :

x̂k = (Ck)T zk + (Dk)Tyk,

onde as matrizes Ck, Dk ∈ IRN×N devem ser estimadas.
A ideia é resolver o sistema de equações lineares (estocásticas){

zk = Hkxk + vk

yk = xk + wk

usando a informação das matrizes de covariância dos reśıduos vk (rúıdo da medição) e wk (erro da
predição a priori).
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Filtro de Kalman: solução do sistema
Fazendo muitas (...) contas o estimador de Kalman é dado pela expressão

x̂k = yk +Gk(zk −Hkyk), (preditor-corretor)

onde

• Gk = Rk(Hk)T
(
Qk +HkRk(Hk)T

)−1
,

• Qk é a matriz de correlação de wk,

• Rk é a matriz de covariância de wk = yk−xk, dada porRk = Mk−1+Ak−1P k−1(Ak−1)T

A covariância de x̂k − xk será dada por P k = (I −GkHk)Rk

e será usada no passo k + 1 para determinar Rk+1.
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