PS13472 — Analise de sinais de tempo

Recordemos alguns aspectos ja
abordados neste curso e em cursos
correlatos ...

© Prof. Emilio Del Moral Hernandez

76

- FouRiExT

~T

W
Vg 0 T TRGUZ aCe q_
\

Brainstorm PSI3472 em sala de 2017




RN

empl o
— 1l

3(5¢ — ~aEde i |
34s¢ . | TR
-~ b 0o Fheor [ gle Yo mAK
e B Fouries | QAL
Cinhe
Andee

Brainstorm PS13472 em sala de 2018 = =

e —

Terefa PSI3472 iniciada em 07-out-2019

/ [

= ';'\,( C\JV) Q FA 2 Jt(;[g\_jog '

ol a Re feeveim, (
comtydapie ?/Cac\a 'JMKU
g

79



|

OA v .o{c« (g,‘L-, o

%A’\,X'Q'\'V\- K]

~T.;\Qn\(‘m.io el
P/ [vass

-L(,Q K\ N N\ X

s [\/“f‘f'\ 'Qiyufg
Ceme Lios ™

milio Del Moral Hernandez

80

Yol ( L-\(\‘A,

, T i
‘ o onlamor Exdeaiudo
._'.J,,‘\'a{\()t.,'\f‘t\“'_ AlaMos e

\

-N Ju

@o & d\-mmﬁom\iéqde :
l§ -

81



W




Para reflexao (tarefa em sala de aula)

- Que semelhancas entre Wavelets e analise de Fourier vocé
consegue explicitar? Escreva.
- Que diferengas? Escreva.

- Que semelhancas entre Wavelets e CNNs unidimensionais vocé
consegue explicitar? Escreva.
- Que diferengas? Escreva.

- Que semelhangas entre CNNs e andlise de Fourier vocé consegue
explicitar? Escreva.
- Que diferengas? Escreva.

© Prof. Emilio Del Moral Hernandez

84

Mark Cappello Ferreira de Sousa

Classificagdo em Redes Neurais Convolucionais

Convolugdes Fully Connected
(Extracao de carilcteristicas) (MLP)

256 Max
Max pooling
poaling

Numerical Data-driven
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Conv 1: Edge+Blob Conv 3: Texture Conv 5: Object Parts Fc8: Object Classes
figuras ilustrativas — extraidas da internet
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Video bem interessante gerado por alunos da PS15886-Prof Emilio
https://www.youtube.com/watch?v=2dz4qlLg-nMU&feature=youtu.be

Teoria Redes

Redes Convolucionais — Parte 2

Trabalho final da disciplina
PSI5886 — Principios de Neurocomputagao

Grupo:

Bruno Giordano
Fabio Teixeira
Wanderson Ferreira
Bruno Franceschini Canale

Escola Politécnica da Universidade de Sao Paulo

© Prof. Emilio Del Moral Hernandez
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Teoria Redes Convelucionai

ConvNets — Convolucao

« As camadas sdo volumes que representam
convolugdes — imagens sdo filtradas

CONYOLUTIOVAL
LWNGO

11 »l ) [30571825

| © Prof. Emilio Del Moral Hernandez
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Teoria Redes Convolucionais

ConvNets - Convolucao

Largura

Quantidade de neurdnios = filtros

ojejele]e,

)O ’Qiﬂ

Altura
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Teoria Redes Convolucionais

ConvNets — Convolucao
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Teoria Redes Convolucionais

ConvNets — Convolucao
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Teoria Redes Convolucionais

Topologia Tipica
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Teoria Redes Convolucionais

ConvNets - FC Layer

11 » <) 164871825
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... O 10 estagio gera um Vetor de Medidas, X
(o segundo estagio operara sobre tal vetor)
Extragdo de Reconhecedor /
caracteristicas
) Regressor
Variaveis Extracdo de de aplicac;ﬁo
observadas . IR -
cencrica |, Decisdo ou
no mundo Ll & Regressio
real
— (pode ser (pode incorporar
X_bruto

especifico para
cada aplicacao)

“aprendizado de
maquina”)

2'RNA:
Reconhecimento
/ Regressdo

© Prof. Emilio Del Moral Hernandez
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... E o que estas CNNs para
imagens téem a ver com Sinais
de tempo como voz e similares,
que sao os que nos interessam
no momento ???

© Prof. Emilio Del Moral Hernandez
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! Imagem ilustrativa da internet — Sistemas SLIT _I

Soma de Convolucao

« Lembrando: + Obtemos a Soma de

Convolucao
T{8[n} = hln] ¥

= h[n] — resposta ao impulso yln] = Z x[kh[n — k]
» E que o sistema é LTI, logo: =t
hln — k] =T{6[n — k]} © ou

[==]

» Substituindo em x[n] * h[n] = Z x[k]h[n — k]

k=—oo

co

yinl = ) 2k T(6[n — kl}
kk=—o0

= * representa convolucao

8ln) Sistema | hini y[n] = x[n] x h[n]
x[n] LTI vln] = x{n] * h{n]
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! Imagem ilustrativa da internet — Sistemas SLIT _l

Resposta ao Impulso

- Seja o Sistema Linear Invariante no Tempo

(LTT) o
8[n] hln] = T{s[n]}
1 — T — '

« h[n] — resposta ao impulso
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Alguns destaques para PSI3472-Sinais de Tempo
Vindos da Tese de Liselene Borges -
Extragdo de parametros caracteristicos para
deteccdo acustica de vazamento de dgua.
(URL para baixar no e-disciplinas)

© Prof. Emilio Del Moral Hernandez
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Exemplo de modelagem / reconhecimento automatico
de padrdes ... (tese de Liselene / Prof Miguel)

& Curso: PSI3472 - Concepgac | B3 Disciplina PSI2672 do Grup | T Sistemas de deteccaoeclas T Extragdo de parametros X - - a %
&« > 0O ‘ teses.usp.br/teses/disponiveis/3/3142/tde-19072011-110149/pt-br.php m v ‘
2 Biblk L] =
™ Biblioteca " 1SS S |
i oses e D o ~0e. .
gital Teses e Dissertacoes
usy] u
nicio Esz=n
© swke mvE.
Tess de Doutorado o
ool 10.11606/T.3 2011 10e-19072011-110149 Svios
Documento Tese de Douorado IR
‘Borges, Liselene de Abreu (Catdlogo USP) Fhdw
Nome completo Lselne ce Aoreu Borges Vistas 406
Emai Emai 4 Dovnioacs 2%
Unidace ca Use Escola Polénca Gomo ctar
Formato MARC
Oata ce Dstesa 2011.0008 bl
Imprenta Stomauo, 2011
orentador Avfona Ramitez Migue Catéogo USP)
Banca examinadora Agons Ramitez. igue (Presiente)
b, rora
et ora Hemancez, Emio
Fagundes, Rubem Ditra Rbeiro
Guerz. Farcelo Gomes ae
Titulo om portugués
Pretcdo inear
Procsssamenlo e snas
Uizamanto de 3va
Resumo om portugués
o ttiaghes enieracas. Os shais acisicos oram auxio co 3 oor o
S0 act ‘modelos de predicao perceptual de varias ordens, ‘como melhor a ordem 2. A
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CaracerSicos G0 Srnal Pare GeSics Yioes e parATETTOS caraciensicos sdo UiZados para renar o classficatr de maquin e VTores e
Tesante. dos ciados 330, s, sUbmELdos 2 eske CIaSsficacor GUe obveve 3 1@ de acerd de (assficacao em fomo e B3%. Expermerios arkenores,
Titulo em nglés Feature extraction fo acousie atereak detecton
Paiavras-chave om ingiés
Signal processn
Support vecior machine
Waerleak
Resumo em inglés
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o I Scousic wate e Geection For every Sgnas. 1 Ineat preccine mocelvzh esimaied
ot 2 ranoe of rediclon ofders. Concudng or e best arger 2. Ot f 1 0rouS f Mades. Some Jaky anes a1 (sed 3 refetence for caicuaina e akira .
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[~ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC - X

Arquivo  Editar Visualizar Janela  Ajuda

Inicio  Ferramentas defesa08Abr2011_L... @ A Fazerlogon

FBHEQA OO 1 ADOD - B

8
o
AN

Extracdo de parametros
caracteristicos para
deteccdo acustica de
vazamento de dgua

Aluna: Liselene de Abreu Borges

© Prof. Emilio Del Moral Hernandez
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Inicio

[~ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC
Arquivo  Editar Visualizar Janela  Ajuda

Ferramentas defesa08Abr2011_L... x

B ® 8 8 Q ® @ 2/ M DH OO o @B P

« Motivacdo, Objetivos e Contribui¢es
* Detecgdo Aclistica de Vazamento

« Sistemas de Detecgdo e Métodos de Avaliagdo dos
Parametros

# Extragdo de Parametros Caracteristicos
# Desenvolvimento da Pesquisa
# Conclusées e Propostas Futuras

=]

@ A Fazerlogon

Y4 "1 Compartilhar
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Inicio

B ® 8 8 Q ®© s/ DO ex- B

[~ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC
Arquivo  Editar Visualizar Janela  Ajuda

Ferramentas defesa08Abr2011_L... x

8

Os Tipos de Vazamentos

« Tipos de vazamentos: (a)lnerentes, (b)Ndo Visiveis e
(c) Visiveis;

bl

(@)
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Exemplo de modelagem / reconhecimento automatico
de padrdes ... (tese de Liselene / Prof Miguel)

O procedimento de deteccao do

Vazamento

* Haste de escuta
« Correlacionador de ruido
Geofone

© Prof. Emilio Del Moral Hernandez
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Exemplo de modelagem / reconhecimento automatico
de padrdes ... (tese de Liselene / Prof Miguel)

Sistema de Detecao de Vazamento

Treinamento
do
classificador

Aquisicao di Pré- F] I agr:
sinal Eci i S s Classificagdo decisdo
sinal processamento caracteristicas

© Prof. Emilio Del Moral Hernandez
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Exemplo de modelagem / reconhecimento automatico
de padrdes ... (tese de Liselene / Prof Miguel)

™ defesaD8Abr2011 Liselene pdf - Adobe Acrobat Reader DC - X

Arquivo  Editar Visualizar Janela  Ajuda

Inicio  Ferramentas defesa08Abr2011_L... x

BEOPBRQA OO 2/5s AP =x- FAEAT © 2

@ Fazer logon

# Energia de curto Prazo

E, = f[x(n)w(n—m)]Z

* Taxa de Cruzamento por zero

z,= f|sgn[x(m )]-sgnlx(m—D]wn—m)
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Exemplo de modelagem / reconhecimento automatico
de padrdes ... (tese de Liselene / Prof Miguel)

™ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC = X
Arquivo  Editar Visualizar Janela  Ajuda

Inicio  Ferramentas defesa08Abr2011_L... x

BB EQ OO 2/ hDOD exx- ZRBREAT 2

« Centrdide Espectral (Ce)
# Largura de Espectro (Le)
# Fluxo Espectral

u
Fe=Y[X(k)-X(m-Df
=

# Ponto de Roll-off (Pro)
 Taxa de Espalhamento

I & N
TPZ‘EE[X(I»’)—#X]Z 25 o mOpro&d @ o
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[~ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC - X
Arquivo  Editar Visualizar Janela  Ajuda

Inicio  Ferramentas defesa08Abr2011_L... @ A Fazerlogon

B A&BEQA ®O s/ KRMOO ox- B T B 2

L
Métodos de avaliacao dos
parametros
« Avaliagdo individual de cada parametros caracteristico
através da estatitica-M Hpp Ho 2
—F ;
a8
estatistica_M =M -
0.+, 4
II =
o 6 -
v I-)
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[~ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC - X
Arquivo  Editar Visualizar Janela  Ajuda

Inicio  Ferramentas defesa08Abr2011_L... @ A Fazerlogon

B A&BEQA ®O s/ KRMOO ox- B T B2

Medidas de desempenho

« Acurdcia, Sensibilidade e Especificidade:

_ Total de Acerto de Vazamentos

Total de Vazamentos

Especificidade = 127l de Acerto de NAO Vazamentos
Total de NAO Vazamentos

Total de Acerto de Vazamento +Total de Acerto de NAO Vazamento

Acurdcia= =
Total de Vazamento +Total de NAO Vazamento
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[~ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC - X
Arquivo  Editar Visualizar Janela  Ajuda

Inicio  Ferramentas defesa08Abr2011_L... @ A Fazerlogon
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z
Pré-Processamento
Pré-processamento
Sub- o . - AR
Normalizagao Pré-énfase Segmenagao
amostragem O
| -
. 2
x(myd4 Fy=—r
b
b
m
v
I»

© Prof. Emilio Del Moral Hernandez

o0 o

0

P

116

[~ defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC - X
Arquivo  Editar Visualizar Janela  Ajuda

Inicio  Ferramentas defesa08Abr2011_L... @ A Fazerlogon
EEBEA OO "= ANOO® wn-B T 8L
B

o0 o

0

ER:

No ocornoas

N

R e ™ ® ™ Estatfstica_M=

0.60133

—Jnvag]

NI O

No ocorréncias.

o0 50 [ 50 150 200 250 300

100
Valor do atrbuto
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[ defesa08Abr2011 Liselene.pdf - Adobe Acrobat Reader DC - x
Arquivo  Editar

Inicio  Ferramentas defesa08Abr2011_L... @ A Fazerlogon

PEBEA OO v AHO® en- B R

B
o

Estatistica_M geral
Taxa de cruzamento por zero 0.76788 0.82757
Centréide espectral 0.60133. 0.80953 0.7599 <
Fluxo espectral 0.89947 0.57221 0.46769.
Ponto de roll-off 075491 0.7691 0.66372
Taxa de espalhamento. 039558 047637 035039
Dist. mdx. Itakura-AR 0.096178 0.24098 0.34357
Dist. méd. Itakura-AR 0.076167 023716 0.36817
Dist. max. espectrabAR 0.026084 04213 0.36587
Dist. méd. Itakura-PLP 0.1826 0.15935 0.083096
Dist. max. espectral-PLP 0.23262 0497 0.20002
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2 defesa08Abr2011_Liselene.pdf - Adobe Acrobat Reader DC - X
Arquivo  Editar  Visualizar Janela  Ajuda
Inicio  Ferramentas defesa08Abr2011_L... @ A Fazer logon

EEBEQA @O n/m KANHOO an- B

82

N B

0

=]

P
S T TR inal Origi Sinal pré-a inal pré-é (@)
Energla de curto prazo 64.8936 648936 648936
Taxa de cruzamento por zero 64.8936 85.1064 87234
Centréide espectral 776596 89.3617 86.1702 « 4
Largura de espectro 89367 87.034 91.4894
Fluxo espectral 882079 87334 787234
nto de roll-off So8sn 86700 8234 1))
Taxa de espalhamento 68.0851 648936 691489
Dist. max. Itakura AR (ordem=10) 723404 64.8936 829787 a
Dist. méd. itakura AR (ordem=10) 712766 64,8936 84.0426 L
Dist. méx. espectral AR (ordem=10) 648936 712766 691489
Dist. méd. espectral AR (ordem=10) 617021 64.8936 819149 4
Dist. méx. Itakura PLP (ordem=2)  64.8936 712766 68.0851
Dist. méd. ltakura PLP (ordem=2)  64.8936 67.0013 659574
Dist. méx. espectral PLP (ordem=2) 63.8298 68.0851 67.0213 xfo
Dist. méd. espectral PLP (ordem=2) 638298 65.9574 69.1489. -
m
v

© Prof. Emilio Del Moral Hernandez

119

19



df - Adobe Acrobat Reader DC - X

¢ Janela Ajuda

Inicio  Ferramentas defesa08Abr2011_L... @ A Fazerlogon
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95.7447 93.9394 967213 3Fluxo espectral <« 4L
95.7447 93.9391 967313 4-Ponto de roll-off
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Temas para hoje ...

- Onda mae (um pouco mais a respeito)

- Sistema auditivo, Sistr==~ ©rmm o MAT T~ Fneemden e

-Disciplina Ps3501  AfUITOS DILEMAS ...
(post de Jupiter € Jatius — © uiviisas usuipias

- All Features em i iguel

e trabalho de Liselene)

- Explicitando dilemas de selecdo de Caracteristicas

- Alguns possiveis guias de sele¢ao de caracteristicas

- Dilemas arquitetura da RNAs ; Dilema de técnicas de extragao de

aracteristicas ; Combinatdria completa X combinatdria parcia

rabalho de Massaki e colegas em Gengti

- Disciplinas eletivas de 5" ano ¢ “eletivas de p6s” — PSI3501,

PSI3571, PSI5880, PSIS886 etc

- Nosso calendario mais imediato em PS13472
© Prof. Emilio Del Moral Hernandez
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Indo aléem em sistemas multissensores e em
inteligentes e sinais de tempo ...
Conexdao com Genéticos por ex, para
refinamentos na fusdo de informacgoes e na
selecdo de caracteristicas / harmonicas /
coeficientes wavelet, etc

© Prof. Emilio Del Moral Hernandez
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Apresentacao do projeto de um grupo de PSI5S880,
tema: Implementacdo de um pHmetro através de
Redes Neurais Artificiais e Algoritmos Genéticos.
Alunos: Alexandre Kimiyaki Ligo, César Augusto
Mayor Herrera, Massaki de Oliveira Igarashi e
Tiago Oliveira Weber

© Prof. Emilio Del Moral Hernandez
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Exemplo no STOA de uso de RNAs e Genéticos em Multissensores

PSI5880 - Aplicacao de Int. Comp. e Técs de Proc. de Sinais a Sistemas Sensores e Biossensores

_C\'__‘\vp\ Prof. Emilio Del Moral Hernandez

Implementacéo de um pHmetro através de Redes
Neurais Artificiais e Algoritmos Genéticos

Alexandre Kimiyaki Ligo
César Augusto Mayor Herrera
Massaki de Oliveira Igarashi

Tiago Oliveira Weber

DEZ/2010 1

© Prof. Emilio Del Moral Hernandez
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Exemplo no STOA de uso de RNAs e Genéticos em Multissensores

APRESENTACAO

Comp. o Técs do Proc.

_ US|

« OBJETIVO

» Entradas - Sensores
« Aquisicao

* Processamento

+ CONCLUSOES

Perspectivas Futuras N

L { (€ <€ ¢ ¢ TJ

© Prof. Emilio Del Moral Hernandez
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Exemplo no STOA de uso de RNAs e Genéticos em Multissensores

2 - Redes Neurais Artificiais

nee ——

RNA tipo Multilayer
Perceptron (MLP)

Solugbes com pHs
e Temperaturas
controlados

—* PHiareer

« Arede MLP sera treinada de forma a minimizar o erro entre pHgepe © PHrageer
* Para o treino sera utilizado o algoritmo de Error Back Propagation

© Prof. Emilio Del Moral Hernandez
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Exemplo no STOA de uso de RNAs e Genéticos em Multissensores

2 - Algoritmos Genéticos

nSe p——

SENSORES RNA tipo Multilayer
Perceptron (MLP)

g — PHgene
=

Um Algoritmo Genético de Mutagio e Crossover
(Escolha das caracteristicas da RNA)

pH (colorimetro)

pH (isfetdmetro)

Temperatura

* Numero de camadas escondidas * Funcéo de Transferéncia
* Funcéo de Treinamento da Rede * NUmero de nés em cada camada
* Funcéo de Aprendizado de Pesos  * Entradas a serem consideradas

© Prof. Emilio Del Moral Hernandez
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Exemplo no STOA de uso de RNAs e Genéticos em Multissensores

3 - Processamento

PSI6880 - Apicago de Int. Comp. o Técs de Proc. de Sinais a Sstemas Sensoros ¢ Biossensares.

Cromossomo:

* todos os genes s&o valores inteiros;
* nem todos os genes s&o utilizados em todas as redes;

Fragao de

Crossover
x(1) | x(2) | x(3) | x(4) x(13)[ x(14) x(23)] x(24)| x(25)| x(26)

Geragoes 10

funcao de transferéncia  nimer de nés existéncia de

decada camada  de cada camada cada entrada
Tamanho 50
Populagao funco de aprendizado de pescs
fungao de treinamento da rede

N° de 0
Individuos Elite numero de camadas

™

5e%

Fungéo de Criationuniform /A

criagdo q'\
1

L

© Prof. Emilio Del Moral Hernandez

131

Exemplo no STOA de uso de RNAs e Genéticos em Multissensores

3 - Processamento

§ D PSIS880  Aplcaco do ol Comp & Técs e Prac. de Siis a Sistamas Sensores & Blossensores.

* Numero de camadas escondidas:
- pode variar de 1 até 10;

Hyperbolic tangent sigmoid transer function

* Funcgédo de Treinamento da Rede: pode ser
- Levenberg-Marquardt backpropagation;
- BFGS quasi-Newton backpropagation;
- Resilient backpropagation (Rprop);
- Gradiente descencente;

* Fungido de Aprendizado de Pesos: pode ser
- Gradiente descendente;
- Gradiente descendente com momento;

* Fungdo de Transferéncia de cada camada: ——

Log-sigmoid transfer function
Linear transfer function
Compettive transfer function
IE Inverse transfer function
@ Radial basis transfer function
Hard-imit transfer function

B Softmax transfer function

* Numero de nés em cada camada: pode variar de 1 até 50;
+ Entradas que vai levar em conta: varia de 0 até 1 para cada entrada;

J
]

© Prof. Emilio Del Moral Hernandez
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