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I. TRABALHOS CORRELATOS

A síntese de expressões faciais consiste em alterar a expres-
são facial de uma imagem (face destino neutra - Dn) com base
em exemplos (face fonte expressiva - Fe) para representar uma
emoção diferente, enquanto preserva as características faciais
relativas à identidade da Dn. Esse processo resulta em uma
imagem sintética (face destino sintética - Ds) que possui a
expressão facial da Fe e a identidade da Dn. As abordagens
encontradas na literatura podem ser divididas em dois grupos:
síntese baseadas em Aprendizado de Máquina e Deformação-
e-Mapeamento [1]. Enquanto o primeiro grupo utiliza todas
as imagens disponíveis para construção do modelo, o segundo
utiliza como fonte um par de imagens: uma imagem contendo
a expressão facial desejada (Fe) e outra do mesmo indivíduo
sem a expressão (Face fonte neutra - Fn).

Abordagens baseadas em Aprendizado de Máquina podem
utilizar as imagens, os landmarks, e/ou características rela-
tivas a iluminação como base para construção do modelo
[1]. Alguns estudos inclusive decompõem e reconstroem as
expressões faciais dividindo-as em dois sub-espaços: identi-
dade facial e expressão facial. Nesta abordagem o modelo
geralmente é construído com base em técnicas de aprendizado
supervisionado como regressão [2], Máquina de Vetores de
Suporte [3] ou Rede Neurais [4], [5]. Estudos mais recentes
têm explorado o emprego de Redes Neurais Adversativas
(Generative Adversarial Network - GANs) para síntese da
nova imagem, como, por exemplo, Conditional Difference Ad-
versarial Autoencoder (CDAAE) [6], StarGAN [7], Geometry
Guided Adversarial Network [8], Warp-guided GANs [9] and
ExprGAN [10].

As abordagens baseadas em Deformação e Mapeamento
consistem em estabelecer uma correspondência entre os com-
ponentes faciais, deformar tais componentes e mapear as
diferenças de iluminação. A correspondência entre os compo-
nentes faciais em duas imagens diferentes é realizada por meio
da detecção da face, identificação dos landmarks faciais e a
triangulação desses pontos. Estas sub-etapas podem ser reali-
zadas, respectivamente, com Rede Neurais Convolutivas [11],
[12], Árvores de Regressão em Cascata [13] e triangulação de
Delaunay [14], [15], [1]. Na deformação uma configuração
facial expressiva é calculada e os pixels dos triângulos da
face neutra são mapeados para o novo formato por meio de
transformações afins [1], [14], [15]. Por fim, os aspectos finos
da expressão facial, como as rugas, são mapeados utilizando
Expression Ratio Images [1], [16], [14].

Também há abordagens que combinam passos das abor-
dagens de síntese baseadas em Deformação-e-Mapeamento
e Aprendizado de Máquina [1]. Por exemplo, uma imagem

inicial é sintetizada pela primeira abordagem e combinada
com a imagem gerada pela segunda abordagem. É o caso
dos Warp-guided GANs [9], nos quais uma face expressiva
inicial é obtida a partir da deformação dos componentes
faciais, e as outras alterações nas imagens são sintetizadas
usando GANs. Outro exemplo de uma abordagem híbrida é a
Deferred Neural Rendering [5]. Nesta abordagem, os vetores
de características dos mapas de textura, chamados de texturas
neurais, são aprendidos usando um modelo semelhante ao U-
Net. Em seguida, os mapas aprendidos são combinados com
um pipeline gráfico tradicional por meio de deformações.

As abordagens baseadas em Aprendizado de Máquina apre-
sentam resultados limitados quando a expressão facial de-
sejada possui poucos exemplos para treinamento [1]. Já as
algumas abordagens híbridas e baseadas em Deformação e
Mapeamento utilizam apenas as imagens de um indivíduo,
escolhidas de forma manual, como fonte para gerar a nova
imagem, porém essa abordagem fica bastante dependente da
imagem fonte escolhida. Uma escolha inadequada pode gerar
inconsistências nos resultados [17], [18], o que pode ser
especialmente problemático para expressões faciais menos co-
muns [17], [18] e espontâneas [6]. Uma maneira de contornar
essa limitação nessas abordagens é selecionar uma imagem
fonte semelhante a Dn, o que pode reduzir inconsistências
indesejadas, mantendo as características da face de destino
e usando apenas uma amostra como imagem fonte. Poucos
trabalhos se preocuparam em selecionar essas imagens para
otimizar seus resultados [1]. Alguns se preocupam apenas
com as regiões oculares [17], [18], enquanto o presente estudo
considera toda a expressão facial. Outros artigos consideram
a disponibilidade de um conjunto de imagens com variadas
expressões faciais da face destino [19], [20], o que pode
restringir as aplicações das imagens sintéticas.
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Nota
Resumo Este artigo trata de alteração da expressão facial por meio do Aprendizado de Máquina e deformação e-mapeamento, métodos que alteram a expressão, sem mudar a identidade.
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Pontos fortes:Embora o tema seja complexo, o autor conseguiu sintetizar e detalhar o texto. Também se atentou com as referencias bibliográficas recentes.
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Pontos fracos:  Foi incluído no texto vários frases entre parenteses, o que dificultou o ritmo da leitura.O 5º parágrafo ficou extenso, o que torna cansativa a leitura.
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Sugestões:Dividir o quinto parágrafo.inclusão de imagens para facilitar a compreensão do texto.




