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Introdução
• CBM (Condition Based Maintenance) [1,2]

o Detectar iminência de falha (antes de sua ocorrência)

o Manutenção preventiva, apenas se necessário

o Ensaio não-destrutivo

o Obtenção de dados durante operação

• Uso de redes tipo MLP para classificação do estado 

dos rolamentos [3,4,5,6]:
o Sem falhas

o Falha na pista externa

o Falha na pista interna).

• Dados de entrada [7,8,9]:
o medições de vibração (aceleração)



Dados: MFPT
• Society for Machinery Failure Prevention Technology.

• Dados de vibração em rolamentos (aceleração):

o Data Set da Society for Machinery Failure Prevention Technology [9]

• Três tipos de condições

o Rolamentos sem falhas

o Com falha na pista externa

o Com falha na pista interna

• Dados de entradas:

o Blocos de 640 frames do dataset [9] Fonte: Catálogo de 
revendedor [10]



Dados: MFPT

Aparato de teste. Fonte: [11]

Fonte: (Autores, 2018), utilizando dados de [9]



Deep Learning Studio [12]
• Software para criação de modelos de Machine Learning e 

Deep Learning.

• Não precisa de muito conhecimento de programação.

• Fácil manipulação da rede e os parâmetros dela.

• Compatibilidade com Tensorflow e Keras.
• Possibilidade de trabalhar com CPU e GPU.

Fonte: Autores, 2018



Tutorial Deep Learning 
Studio

8Fonte: Autores, 2018
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Fonte: Autores, 2018
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Fonte: Autores, 2018
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Fonte: Autores, 2018
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Fonte: Autores, 2018



Metodologia e 
Implementação

• Análise de arquiteturas e hiperparâmetros para 

uma MLP

• Estudo da influência de diferentes fatores:
o Número de camadas

o Número de neurônios por camada

o Dropout

o Função de ativação

o Otimizador

o Taxa de aprendizado

• Uso do software Deep Learning Studio [12].
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Metodologia

Numero de camadas e 
neurônios

Numero de 
camadas

Numero de 
neurônios por 

camada

1

256

512

1024

2
521-1024

1024-512

3
256-512-1024

1024-512-256
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7 Arquiteturas iniciais

5 Rodadas de 
simulações



Metodologia
• Primeira rodada de simulações:

o Todas as 7 MLPs

o Função de ativação: ReLu

o Sem Dropout

o Otimizador: Adam

o Taxa de aprendizado: 1e-3
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Camadas Neurônios Validation  Accuracy

256 0,759

512 0,805

1024 0,813

512-1024 0,745

1024-512 0,7549

256-512-1024 0,739

1024-512-256 0,736

1

2

3

• Melhores resultados 

destacados em amarelo:



Metodologia
• Segunda rodada de simulações:

o Melhor MLP para cada número de camadas da rodada anterior

o Dropout 20% e 50% (total de 6 MLPs)

o Função de ativação: ReLu

o Otimizador: Adam

o Taxa de aprendizado: 1e-3
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• Melhor resultado 

destacado em amarelo:

Arquitetura DropOut Validation  Accuracy

1024 0,5 0,813

1024-512 0,5 0,726

256-512-1024 0,5 0,64

1024 0,2 0,8215

1024-512 0,2 0,746

256-512-1024 0,2 0,6422



Metodologia

Numero de camadas e 
neurônios

Dropout Função de ativação

➢ ReLu**
➢ Sigmoid
➢ Tanh
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Metodologia
• Terceira rodada de simulações:

o Melhor MLP: 1 camada com 1024 neurônios

o Sem Dropout

o Função de ativação: Sigmoide e Tangente Hiperbólica (2 MLPs)

o Otimizador: Adam

o Taxa de aprendizado: 1e-3
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• Resultados piores que os 

obtidos com ReLu:

Função Validation  Accuracy

tanh 0,781

sigmoid 0,741



Metodologia

Numero de camadas e 
neurônios

Dropout Função de ativação

Otimizador

➢ Adam**
➢ SGD

19



Metodologia
• Quarta rodada de simulações:

o Melhor MLP: 1 camada com 1024 neurônios

o Sem Dropout

o Função de ativação: ReLu

o Otimizador: SGD

o Taxa de aprendizado: 1e-3
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• Resultados piores que os 

obtidos com ADAM:

Otimizador Validation  Accuracy

SGD 0,6825



Metodologia

Numero de camadas e 
neurônios

Dropout Função de ativação

Taxa de aprendizado

➢ 1E-03
➢ 1E-04

Otimizador
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Metodologia
• Quinta rodada de simulações:

o Melhor MLP: 1 camada com 1024 neurônios

o Sem Dropout

o Função de ativação: ReLu

o Otimizador: ADAM

o Taxa de aprendizado: 1e-4
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• Resultados piores que os 

obtidos com taxa de 1e-3:

Taxa de aprendizado Validation  Accuracy

1,00E-04 0,8001



Resultados
• Numero de camadas ocultas: 1

• Numero de neurônios: 1024

• Dropout: 0.2

• Otimizador: Adam

• Taxa de aprendizado: 1E-3

• Precisão modelo: 82.15% 
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Conclusões
• Menor numero de camadas → Melhor precisão

• Maior numero de neurônios → Melhor precisão

• Aplicação de dropout não muda melhor arquitetura.

• ReLu é a melhor função de ativação.

• Otimizador: Adam > SGD

• O desempenho do modelo depende dos dados e do 
problema.
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