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Definicao do Problema

Statoil/C-CORE Iceberg Classifier Challenge [1]

» Icebergs a deriva constituem um grande
perigo para embarcacoes em alto-mar.

» Em areas remotas e de clima severo, a
unica opcao viavel para reconhecimento
de obstaculos as embarcacoes € via
satélite.

Fig. 1: Imagem de um iceberg [1]

» Utilizando Inteligéncia Artificial e imagens obtidas por satélite, o desafio
consiste na implementacao de um algoritmo de deteccao e
discriminacao de objetos identificados em alto-mar.
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[1] https://www.kaggle.com/c/statoil-iceberg-classifier-challenge 3/20
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Sentinel-1 Satellite

Caracteristicas do satélite Sentinel-1:

- 600 km acima da Terra;

- C-Band: “vé&” através da escuridao,
chuva, nuvens e neblina;

- Imagens dia e noite;

- Polarizacao horizontal e vertical;

- Angulo de incidéncia.
Fig. 2: Satélite Sentinel-1 [2]

[2] https://en.wikipedia.org/wiki/Sentinel-1 4/20



Imagens Obtidas

ICEBERGS

Fig. 3: Imagens obtidas para analise e caracterizagao [3].
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[3] https://www.kaggle.com/c/statoil-iceberg-classifier-challenge#Background



Imagens a Classificar

Iceberg

Color Composite

Color Composite

Fig. 4: Imagens adquiridas de Icebergs e navios para serem classificadas [3].
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[3] https://www.kaggle.com/c/statoil-iceberg-classifier-challenge#Background
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Arquitetura da Rede Utilizada:
Camada de Convolucao

A seguir temos uma animacgao representando o principio de atuacao da
camada de convolucao.
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Fig. 5: Animacao representando o processo de convolugao 2D, elaborada pelo autor.
(a figura original é um GIF, mas foi colocada lado-a-lado para visualizacdo em PDF)
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Arquitetura da Rede Utilizada:
Max Pooling

Figura mostrando o funcionamento da camada de Max Pooling - de cada
setor (quadriculado vermelho) é gravada a célula de maior valor, reduzindo
a dimensao da matriz de entrada.
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Fig. 6: Processo de MaxPooling, elaborado pelo autor.
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Arquitetura da Rede Utilizada:
Funcao de Ativacao RelLu

Funcio RelLu, utilizada como funcao de ativacdo dos neurdénios artificiais.

Retificadora

Fig. 7: Comportamento da funcéo Linear Retificada, elaborado pelo autor.
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Arquitetura da Rede Utilizada:
Batch Normalization

» Tecnica para melhorar desempenho e estabilidade das
RNASs;

» Fornece qualqguer camada com entradas que tém media
Zero e variacao unitaria;

» Age como regularizador.
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Topologia de uma CNN - AlexNet

Topologia de uma CNN genérica do tipo AlexNet servida de inspiracao
para a resolucao do problema do grupo.
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Fig. 8: Rede AlexNet genérica [4].
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Topologia da Rede Utilizada

[ Camada (Layer) | Dimensao [ Pooling | Tamanho do Filtro | Dropout ‘ Nao-Lincaridade |

Entrada 3XTHXTH

Convolucional 64x73x73 3x3 Retificadora lincar
Convolucional 64x71x71 3x3 Retificadora lincar
Max-pooling 64x35x35 2x2

Dropout 64x35x35 0.5

Convolucional 128x33x33 3%3 Retificadora lincar
Convolucional 128x31x31 3x3 Retificadora lincar
Max-pooling 128x15x15 2x2

Dropout 128x15x15 0.5

Convolucional 192x13x13 3x3 Retificadora lincar
Convolucional 192x11x11 3x3 Retificadora lincar
Max-pooling 192x5x5 2x2

Dropout 192x5x5H 0.5

Densa H12 Retificadora lincar
Dropout 512 0.5

Densa 256 Retificadora lincar
Dropout 256 0.5

Densa 170 Retificadora lincar
Dropout 170 0.5

Densa 1 Sigmoide

Fig. 9: Configuracdes das camadas de rede.
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Resultados Obtidos - Experimento 1

A seguir, encontram-se os resultados obtidos com o treinamento da rede
SEM Batch Normalization e SEM Data Augmentation.

Hiperparametros \[allda?’ on RSP I t g 515 Batch Size: 16
da rede: earning Rate: 0. Number of Epochs: 200
Momentum: 0.9 Patience: 20
Performance da Trei. Acu. Trei. Loss Val. Acu. Val. Loss Test. Loss
rede: 0.876 0.412 0.861 0.487 0.534

Tempo de execucgao: 67,4 minutos
Tempo de inferéncia: 77,36 segundos
Tempo total de treinamento: 64,92 minutos
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Resultados Obtidos - Experimento 2

A seguir, encontram-se os resultados obtidos com o treinamento da rede
COM Batch Normalization e SEM Data Augmentation.

Hiperparametros \[allda?’ on RSP I t g 515 Batch Size: 16
da rede: earning Rate: 0. Number of Epochs: 200
Momentum: 0.9 Patience: 20
Performance da Trei. Acu. Trei. Loss Val. Acu. Val. Loss Test. Loss
rede: 0.903 0.233 0.879 0.280 0.287

Tempo de execucgao: 79,87 minutos
Tempo de inferéncia: 106,71 segundos
Tempo total de treinamento: 76,05 minutos
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Resultados Obtidos - Experimento 3

A seguir, encontram-se os resultados obtidos com o treinamento da rede
COM Batch Normalization e COM Data Augmentation.

Hiperparametros \[allda?’ on RSP I t g 515 Batch Size: 16
da rede: earning Rate: 0. Number of Epochs: 200
Momentum: 0.9 Patience: 20
Performance da Trei. Acu. Trei. Loss Val. Acu. Val. Loss Test. Loss
rede: 0.437 0.701 0.478 0.694 0.702

Tempo de execugao: 59,37 minutos
Tempo de inferéncia: 99,11 segundos
Tempo total de treinamento: 56,34 minutos
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Resultados Obtidos - Comparacoes

Podemos visualizar abaixo a tabela comparativa dos resultados obtidos,
assim como a pontuacao obtida pelos 1° e 2° lugares da competicao.

Performance da rede:

Exp. 1 Exp. 3 1° Lugar 2° Lugar
Test Loss
0.534 0.702 0.08 0.09
Exp. 1 Exp. 3 1° Lugar 2° Lugar
Val. Loss
0.861 0.478 ? ?
Tempo de Exp. 1 Exp. 3 1° Lugar 2° Lugar
treinam.
[m] 64,92 59,37 ? ?

Quanto menores sao as Perdas do Teste (Test Loss), melhor a rede pode
ser considerada.

16/20




Conclusoes

» Batch Normalization resultou em melhorias no modelo;

» Data Augmentation exige uma escolha cuidadosa dos
hiperparametros - a inclusido desse atributo forneceu os
piores resultados;

» Baixa qualidade e pouca quantidade das imagens do
Dataset exigiram pré-processamento e ajuste fino de
parametros para alcancarmos resultados satisfatorios;
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Conclusoes

» O melhor resultado obtido, até o momento, foi de Test
Loss = 0.28 no conjunto de teste; o resultado do 1° lugar
da competicao foi de Test Loss = 0.08.

» Apesar de mais baixo do que o do 1°lugar, os resultados
obtidos foram satisfatorios, dado o tempo disponivel para
a implementacao da rede.

» Obtivemos 86% de eficiéncia no conjunto de validacgao.
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