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Classificacao

Dado um conjunto de elementos, gueremos
separa-los por classes.

Algumas questoes:

- VOCé sabe quantas classes?
- VOCé conhece exemplos dessas classes?
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Técnicas de Classificacao
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O que sao essas densidades
condicionals da classe?

O gque quer dizer densidade neste contexto?
Funcao densidade de probabilidade
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Revisao (rapida) de
probabilidade e estatistica

X € uma variavel aleatoria (cujo valor pode ser
visto como o resultado de um experimento) que
assume valores sobre Q (espaco amostral)

Funcao de probabilidade: p(x) = P(X = x)

Funcao de distribuicao de probabilidade: F(x) =
P(X<=x)
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Revisao (rapida) de
probabilidade e estatistica

Se X é discreta (assume apenas valores
inteiros):

e F(X) = 2 P(X=x)

Se X é continua (pode assumir valores reais

nao inteiros):

« F(X) = [ _* f(t) dt, sendo f a funcao
densidade de probabilidade de X

* Ou seja, a densidade so vira probabilidade
guando integrado em um intervalo
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Revisao (rapida) de
probabilidade e estatistica

Exemplos de distribuicOes discretas:
* Bernoulli (lancamento de uma moeda)
* Binomial (varios Bernoulli)

* Multinomial (generalizacao da Binomial para k
possiveis resultados)

 Poisson (vista como uma Binomial de eventos raros)
Exemplos de distribuicdes continuas
* Normal

* Exponencial (intervalo entre dois sucessos
consecutivos de uma Poisson)

* Gumbel (EVD)
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Revisao (rapida) de
probabilidade e estatistica

Probabilidades condicionais:

« P(X|Y) = probabilidade do evento X dado que
ocorreu o evento Y

«
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Revisao (rapida) de
probabilidade e estatistica

Probabilidades condicionais:

« P(X|Y) = probabilidade do evento X dado que
ocorreu o evento Y

cP(@aeX|a€Y)=P([aeXIn[a€EY])/P(a€EY)
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Revisao (rapida) de

probabilidade e estatistica

Probabilidades condicionais:

- P(X

Y) = probabilidade do evento X dado que

ocorreu o evento Y

. P (X

SIS

=P(Xn Y) / P(Y
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Revisao (rapida) de
probabilidade e estatistica

Probabilidades condicionais:
« P(X|Y) = probabilidade do evento X dado que

ocorreuoeventoY  » D1 StribUi93~10 COnj unta
« P(X]Y)=P(X,Y)/P(Y)
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Probabilidades condicionails em
classificacao

X pode ser um vetor aleatério das caracteristicas dos
elementos que eu observo (que eu quero classificar)

Y pode ser as classes possiveis: P(Y =yi) é a probabilidade
de um elemento ser da classe vyi

» X possui uma distribuicao dentro de Q (geral, “no mundo”),
e possivelmente uma distribuicao diferente “dentro de”
(condicionada a) uma dada classe

Ex: * probabilidade de um aluno da USP ser mulher ou homem
* probabilidade de um aluno da USP do curso de Sl ser mulher ou homem

* probabilidade de um aluno da USP do curso de pedagogia ser mulher ou
homem

Como isso pode nos ajudar na classificacao?
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Probabilidades condicionails em
classificacao

X pode ser um vetor aleatério das caracteristicas dos
elementos que eu observo (que eu quero classificar)

Y pode ser as classes possiveis: P(Y =yi) é a probabilidade
de um elemento ser da classe vyi

» X possui uma distribuicao dentro de Q (geral, “no mundo”),
e possivelmente uma distribuicao diferente “dentro de”
(condicionada a) uma dada classe

Ex: * probabilidade de um aluno da USP ser mulher ou homem
* probabilidade de um aluno da USP do curso de Sl ser mulher ou homem

* probabilidade de um aluno da USP do curso de pedagogia ser mulher ou
homem

Como isso pode nos ajudar na classificacao?

Saber o sexo do aluno pode nos ajudar a prever se ele é de Sl
ou pedagogia i
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Probabilidades condicionais

Ex: densidade condicional da luminosidade
dos peixes para as classes robalo e salmao

P(x|c) : densidade de probabilidade
condicional (a classe)

EX: pixlw) [DUDA, HART & STORK, 2001]
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Técnicas de Classificacao
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Teoria da Decisao Bayesiana

Abordagem estatistica para o problema de
classificacao / tomada de decisao

O classificador é 6timo dentre todas as
opcdes (minimiza o erro), porém...

E necessario conhecer todas as
probabilidades envolvidas e relevantes
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Teorema de Bayes

P (X]Y)=P(X)Y)/P()
P (Y| X) =P (Y,X) / P(X)

P(X,Y) = P(X[Y) P(Y)
P(Y,X) = P(Y|X) P(X)

Como P(X,Y) = P(Y,X),

P(Y]|X) = P(X]Y) P(Y)/P(X)

Veremos que na verdade isso tem muito mais significado...
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Teoria da Decisao Bayesiana

Classes envolvidas (ou estados da natureza)
Ex: robalo (c1l) e salmao (c2)

Os objetos pertencem a uma dessas classes

Dado um objeto, ele pode pertencer
aleatoriamente a cl ou a c2

Logo, cl e c2 podem ser vistos como valores
de uma variavel aleatdria c

P(c) : probabilidade a priori
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Regra de Decisao

Vocé tem que chutar qual sera o proximo
peixe

Vocé apenas tem a informacao das
probabilidades a prioride cl e c2

Qual peixe vocé chutaria (a priori, isto €,
sem olhar o peixe)?
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Regra de Decisao

Vocé tem que chutar qual sera o proximo
peixe
Vocé apenas tem a informacao das
probabilidades a prioride cl e c2
Qual peixe vocé chutaria?

cl se P(cl) > P(c2)

C2 caso contrario

Isto € uma regra de decisao
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Teoria da Decisao Bayesiana

E para os 100 proximos peixes?
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Teoria da Decisao Bayesiana

E para os 100 proximos peixes?

Escolheriamos sempre a mesma classe,
mesmo sabendo que ha 2...

Erro?

«
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Teoria da Decisao Bayesiana

E para os 100 proximos peixes?
Escolheriamos sempre a mesma classe,
mesmo sabendo que ha 2...

Erro?
NUumero de peixes classificados errados

Aproximadamente P(c2) (se esta priori estiver
correta)
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Probabilidades condicionais

Se eu sel mais acerca dos peixes (ex:
uminosidade, tamanho, etc) - caracteristicas,
npara CADA classe.

P(x|c) : densidade de probabilidade
condicional (a classe)

EX: pee)
04l

[DUDA, HART & STORK, 2001]
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Revisitando Bayes

Se vocé:
conhece as prioris e as condicionais
V& um novo peixe (x)

como vocé classificaria?

Pela formula de Bayes:

P(ci | x) = P(x|ci) P(ci) / P(x)
P(x) = 2] P(x, ¢j) = 2J P(x|cj) P(cj)
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Revisitando Bayes

Se vocé:
conhece as prioris e as condicionais
V& um novo peixe (x)

como vocé classificaria?

Pela formula de Bayes:

P(ci | x) = P(x|ci) P(ci) / P(x)
P(x) = 2] P(x, ¢j) = 2J P(x|cj) P(cj)

posteriori = verossimilhanca * priori/
evidéncia
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Revisitando Bayes

Se vocé:
conhece as prioris e as condicionais
V& um novo peixe (x)

como vocé classificaria?
Pela formula de Bayes:
. . . ori) apé dad
P(ci | x) = P(x|ci) P(ci) / P(x) © ;’f;?jﬁ;s VO THERD
P(x) = >j P(x, ¢j) = 3j P(x|cj) P(cj)

Atualizacdo da sua crenca

posteriori = verossimilhanca * priori /
evidéncia
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Nova regra de decisao

Se vocé:
conhece as prioris e as condicionais
V& um novo peixe (x)

como vocé classificaria?
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Nova regra de decisao

Se vocé:
conhece as prioris e as condicionais
V& um novo peixe (x)

como vocé classificaria?

cl se P(cl|x) > P(c2|x)
C2 caso contrario
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Nova regra de decisao

Se vocé:
conhece as prioris e as condicionais
V& um novo peixe (x)

como vocé classificaria?

cl se P(cl|x) > P(c2|x)
C2 caso contrario

Erro: P(erro | x) =
P(cl| x) se decidirmos por c2
P(c2| x) se decidirmos por cl
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Nova regra de decisao

Se vocé:
conhece as prioris e as condicionais
V& um novo peixe (x)

como vocé classificaria?

cl se P(cl|x) > P(c2|x)
C2 caso contrario Veremos que a Regra de decisdo
Bayesiana tem erro minimo

Erro: P(erro | x) =
P(cl| x) se decidirmos por c2
P(c2| x) se decidirmos por cl
ISP e A R .. EACH
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Posterioris
Ex: P(w, = 2/3) e P(0, = 1/3)

Pf;uj x)
_|I' k-

1 Mi— = B 1’

9 g i 12 13 i4 I5

[DUDA, HART & STORK, 2001]
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Ex: P(w, = 2/3) e P(0, = 1/3)

Posterioris

Condicionais
(verossimilhancas)

LS —

P(w |x)
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Regra de decisao bayesiana
P(ci | x) = P(x|ci) P(ci) / P(x)

Preciso calcular P(x) para decidir?
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Regra de decisao bayesiana
P(ci | x) = P(x|ci) P(ci) / P(x)

Preciso calcular P(x) para decidir?

Nao! Como p(x) € uma constante (em
relacao as classes), a regra é:

* ¢l se P(x|cl) P(cl) > P(x|c2) P(c2)
« C2 caso contrario

A
SISTEMAS DE o
-ESP- m===  |[NFORMACAQ === ’ EACH

35



Regra de decisao bayesiana
P(ci | x) = P(x|ci) P(ci) / P(x)

Preciso calcular P(x) para decidir?

Nao! Como p(x) € uma constante (em
relacao as classes), a regra é:

* ¢l se P(x|cl) P(cl) > P(x|c2) P(c2)
« C2 caso contrario

Se P(cl) = P(c2)?

A
SISTEMAS DE o
-ESP- m===  |[NFORMACAQ === ’ EACH

36



Regra de decisao bayesiana
P(ci | x) = P(x|ci) P(ci) / P(x)

Preciso calcular P(x) para decidir?

Nao! Como p(x) € uma constante (em
relacao as classes), a regra é:

* ¢l se P(x|cl) P(cl) > P(x|c2) P(c2)
« C2 caso contrario

Se P(cl) = P(c2), a decisao se resume a
verossimilhanca
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Generalizando...
X pode ser um vetor de caracteristicas
Pode haver varias classes (c1, ..., ck)
Decido pela classe i se P(ci | x) > P(cj| x), | # |
Posso realizar a acoes (ao invés de apenas

classificar), al, ..., aa
Por ex, ficar indeciso e nao fazer nada

Cada acao ai tem um custo para cada cj:
funcao perda A(ai | ¢j)
Perda esperada de se tomar uma ac¢ao ai ao
observar x:
R(ai|x) = >,_; . Alai | ¢j) P(cj[x)
Risco condicional ‘
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Regra de Decisao Bayesiana

a(x) € uma funcao que escolhe ai com base
em X

Risco total: R = [ R(a(x)|x) p(x) dx
Como minimizamos R?

g
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Regra de Decisao Bayesiana

a(x) € uma funcao que escolhe ai com base
em X

Risco total: R = [ R(a(x)|x) p(x) dx

Como minimizamos R?

o(x) deve sempre escolher a acao ai que
tem o menor risco condicional R(ai|x)
Regra de decisao Bayesiana

Este R minimo (R*) é o risco de Bayes
melhor resultado possivel
Vejamos o exemplo de classificacao binaria

DY)
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Classificacao Binaria
A; = Alai | ¢j), ai = classificar como classe ci
R(al|x) = A,; P(cl|x) + A, P(c2|x)
R(a2|x) = A,; P(cl|x) + A,, P(c2|x)

Tomamos a acao al (isto é, classificamos como
pertencente a classe cl) se R(a2|x) > R(al|x)

A, P(cl|x) + A,, P(c2|x) > A;; P(cl|x) + A, P(c2|x)
(A, - Ay) P(cl|x) > (A, - A,,) P(c2|x)

(A, - Ay) P(x|cl) P(cl) > (A, - A,,) P(x]|c2) P(c2)
P(x|c1) > (Ayz - Ayp) P(C2) — g Likehood ratio

P(x|c2) (A - Ayp) P(cl) (Razdo de verossimilhanga)

DY)
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Funcao perda zero-um

Funcao perda zero-um:
Alai | cj)=]0 i=]
1 1 # ]
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Razao de verossimilhanca

/'
Perda 0-1

prioris 1guais

p(x
p(x

1Ig.!:l
Z

Ri: Regido de decisdo por 1

LS

X
R, R, R, R,
[DUDA, HART & STORK, 2001]
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Razao de verossimilhanca

12 21 2
(R1 se torna menor) ﬂ'ﬂ / ———————— oAt
|
|
|
|
|
I

|
Perda 0-1 : i
prioris 1guais | | N
R, R, R, R,
Ri: Regido de decisdo por 1 [DUDA. HART & STORK. 2001]
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Classificacao de multiplas
classes - taxa de erro minima

Funcao perda zero-um:
Aflai|c) =10 1=]
{1 | # |
R(ai|x) = >,_; . Alai | cj) P(cj|x)
= Zj;ti P(cj|x)
= 1- P(ci|x)

Decida por ci se P(ci|x) > P(cj|x), para todo j #i
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Resumindo

Para uma funcao perda genérica, nao ha
classificador melhor que o teste bayesiano
da razao de verossimilhanca no sentido de
minimizar o custo

Se a sua funcao perda € a zero-um, iSso se
resumo a escolher a classe com maior
posteriori
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Problema

Normalmente nao conhecemos as
probabilidades condicionais P( . |ci)

Neste caso temos que estima-las a partir de
dados conhecidos, o que pode ser complexo

Mesmo conhecendo todas as probabilidades
necessarias, o teste pode ser complexo em
termos de tempo e memoaria
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Alternativas

Nestes casos, temos que optar por um
classificador mais simples

Por ex: escolher uma familia de densidades
conhecida, ou seja, com uma forma
matematica conhecida e um numero finito
de parametros. Dai basta estimar os
parametros (ex. Normal, Poisson, ...)
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Alternativas

Nestes casos, temos que optar por um
classificador mais simples

Por ex: escolher uma familia de densidades
conhecida, ou seja, com uma forma
matematica conhecida e um numero finito
de parametros. Dai basta estimar os
parametros (ex. Normal, Poisson, ...)

CLASSIFICADOR PARAMETRICO
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-ESP- e INFORMACAQ s ’ EACH

49



Alternativas

Nestes casos, temos que optar por um
classificador mais simples

Por ex: escolher uma familia de densidades
conhecida, ou seja, com uma forma
matematica conhecida e um numero finito
de parametros. Dai basta estimar os
parametros (ex. Normal, Poisson, ...)

CLASSIFICADOR PARAMETRICO

Quando nao é possivel escolher uma forma
matematica entao opta-se por um
CLASSIFICADOR NAO PARAMETRICO

«
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Métodos de construcao de um
classificador

Aprendizado supervisionado: o modelo é
aprendido a partir de amostras rotuladas (com
sua classificacao)

« Amostra de treinamento:
X = {(x,c)| x € um exemplo e c é sua classe}

Aprendizado nao supervisionado: a classificacao
é feita a partir de dados nao rotulados
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Métodos de Classificacao

Class—Conditional

Densities
Known Unknown
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