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- Algumas respostas sendo dadas com 
ferramentas de Deep Learning
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Uma técnica neural para a redução 
de dimensionalidade do vetor de 

entradas X e de extração de 
características sendo usada no 

contexto de Deep Learning: 
Autoencoders (auto-codificadores) e 
Stacked Autoeconders (vários auto-

codificadores encadeados) –
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... O 1o estágio gera um Vetor de Medidas, X
(o segundo estágio operará sobre tal vetor) 

Extração de 
características 

/
Extração de 

Medidas

(pode ser 
específico para 
cada aplicação)

Reconhecedor / 
Regressor

de aplicação 
genérica

(pode incorporar 
“aprendizado de 

máquina”)

Decisão ou 
Regressão

Variáveis 
observadas 
no mundo 

real

X

X_bruto
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Autoencoders e Stacked Auto-encoders
(imagens da internet)

Algumas ferramentas em Deep Learning 
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Um autoencoder detalhado
(imagem da internet, adaptada)

Um pouquinho de Deep Learning 
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Um autoencoder detalhado
(imagem da internet, adaptada)

Algumas ferramentas em Deep Learning 
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Autoencoders e Stacked Auto-encoders
(imagens da internet)

Algumas ferramentas em Deep Learning 
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Note que nesta técnica, o primeiro 
estágio da “solução em dois estágios” 
também é uma rede neural (não só o 

segundo estágio é uma RNA), mas esse 
primeiro estágio é uma RNA específica, 
desenhada apenas para a codificação 

compacta de variáveis; ela não realiza a 
regressão ou o reconhecimento, que são 

feitos pela segunda rede neural. 
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... O 1o estágio gera um Vetor de Medidas, X
(o segundo estágio operará sobre tal vetor) 

Extração de 
características 

/
Extração de 

Medidas

(pode ser 
específico para 
cada aplicação)

Reconhecedor / 
Regressor

de aplicação 
genérica

(pode incorporar 
“aprendizado de 

máquina”)

Decisão ou 
Regressão

Variáveis 
observadas 
no mundo 

real

X

X_bruto

1ª RNA: Extração
2ª RNA:  

Reconhecimento 
/ Regressão

Fully Connected
(MLP)

Convoluções
(Extração de características)

Classificação em Redes Neurais Convolucionais

Mark Cappello Ferreira de Sousa

figuras ilustrativas – extraídas da internet
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... até que a imagem toda seja 
varrida por um mesmo filtro.
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Num MLP tradicional, quantos parâmetros “w´s” temos só na primeira camada 
(com digamos 10 neurônios) se a imagem de entrada tiver 1M pixels?

© Prof. Emilio Del Moral Hernandez
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Num MLP tradicional, quantos parâmetros “w´s” temos só na primeira camada 
(com digamos 10 neurônios) se a imagem de entrada tiver 1M pixels?

© Prof. Emilio Del Moral Hernandez

Para reflexão ... Como este quadro ruim 
de altíssimo número de parâmetros no 

“Fully connected MLP” em aplicações de 
alta dimensão de entrada é alterado / 

melhorado dramaticamente quando nós 
usamos o conceito de filtros de 

convolução sendo implementados pelos 
nós neurais de cada camada seguinte?
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Vídeo bem interessante gerado por alunos da PSI5886-Prof Emilio
https://www.youtube.com/watch?v=2dz4qLq-nMU&feature=youtu.be

© Prof. Emilio Del Moral Hernandez



11

151

151
© Prof. Emilio Del Moral Hernandez

152

152
© Prof. Emilio Del Moral Hernandez



12

176

176
© Prof. Emilio Del Moral Hernandez

- um pouco sobre a PSI5886 do 3º período

+
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PSI 5886 – Prof Emilio – no 3º período da pós-graduação
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Conteúdo planejado em PSI5886:

1 - Conceitos em neurofisiologia (breve abordagem) e conexão com as redes 
de neurônios artificiais. 
2 - Diversidade de modelos neurais. Modelos pulsados, binários e 
sigmoidais. 
3 - Arquiteturas neurais mais importantes: 
MLP (Perceptron de Múltiplas Camadas), Redes Associativas de Hopfield e 
Mapas Auto-organizados de Kohonen. 
4 - Leis de aprendizado: princípio de Hebb, aprendizado competitivo e 
aprendizado supervisionado. Desenvolvimento do aprendizado por Error 
Back Propagation. 
5 - Aplicações de redes neurais em engenharia, em modelagem e em 
sistemas de processamento de informação. 
6 - Modelos neurais pulsados e outros modelos incorporando aspectos de 
neurodinâmica sendo desenvolvidos mais recentemente. 
7 - Elementos de “Deep Learning”
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Três arquiteturas neurais importantes
(abordadas em pósgrad – PSI 5886)
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