Um tema importante no curso:

Sobreapredizado / Sobreajuste

Conceito, entendimento da sua
origem e formas de limita-lo
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Aumento de aderéncia aos dados de treino
com o aumento de nos da RNA ...

Erro (treino)

@
[ )
[ )
( ]
ee0e .

/ \ Complexidade
el mabres e = oy crescente do modelo
por ter menos aderéncia “perfeita”

neurdnios que o 20s pares (X.y) de treino
necessario
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A funcao y(X) “a descobrir”’, num caso geral
de fungéo analégica y(X)

sanm
recordando
+1.0
L(}III//(}I tamento do sistema a modelar
0 0 \/\ (()11 entdo, comportamento “padrao ouro”)

1.0
x}(
Xi

- ESTIMADOR ;
- MODELAGEM POR
\\\ MAPEAMENTO X—>y

T
X T — Y (. VALORES
_— CONTINUOS!!!)
% S: sistema regido por ﬁ
fung@o F genérica, y=F(X) 32
(ou y=F(X) + erro “pequeno”)

© Prof. Emilio Del Moral — EPUSP

Aumento de aderéncia aos dados de treino

com o aumento de nos da RNA ...
recordando

Erro (treino)

©<< a func¢io aproximada é bem complexa: precisamos

de muitos nés para ter boa aderéncia

Complexidade
— N e

el abres odelos wom Crescente do modelo
por ter menos aderéncia “perfeita”

neuronios que o aos pares (X.y) de treino

necessario

33
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Isto quer dizer que sempre é melhor termos um modelo
com mais nos neurais que um modelo com menos nos
neurais?

Afinal, da mesma maneira que a computagdo de um
regressor polinomial de grau seis engloba a computacdo
dos regressores polinomiais de graus menores, os
modelos com mais nos neurais englobam os mais
simples (em termos de capacidades de computagoes
possiveis) correto?

Sim, correto! Mas ha um limite no “lucro” em tal
estratégia, dado pelo fenomeno de

Sobreaprendizado e perda de generalizacao ...
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Sobreaprendizado:

Primeiro entendamos o conceito num contexto mais
familiar (e simples), o de regressao polinomial
univariada, para dados com tendéncia linear ou nio
linear de “grau” moderado, sujeitos a alguma
flutuacio nao significativa em “y”

Depois, vocés pensem nos equivalentes dos nossos
raciocinios, mas para as RNAs e outros tipos de
modelos com niumero de parametros variavel
(complexidade variavel) que vocé conhega ...
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Falemos em lousa um pouco
sobre a reta média para um conjunto de pares
(x,y), a parabola média, a cubica média ... etc
y~axtbh; y~ax?+bx+c; y~ax?+bx?+cx +d
falemos sobre regressdo polinomial univariada,
com o grau do polinomio aproximador podendo
ser 1, 2, 3, ... 50, 51 etc.

y ~ ax’T +bx?? +ex¥ + ...

© Prof. Emilio Del Moral — EPUSP

Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

L.

Os dados empiricos (x*,y *) estdo em verde;
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

fagamos uso de modelagem linear ...

nodele (Eqm=0)

L.

Os dados empiricos (x*,y *) estdo em verde;
O modelo linear gerado a partir dos dados, em azul.

40
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

e que o fenomeno gerador de pares (Xy) é linear ...

assumamos também que o fenomeno modelado é
realmente linear, com margem de flutuagdo em y

Os dados empiricos (x*,y *) estdo em verde;

O fenémeno gerador de pares (x,y) ¢ linear em esséncia, mas
tem alguma flutuag@o randéomica em y. A tendéncia e os limites
da flutuacdo estio representados em marrom

41
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

fagamos uso de modelagem linear ...

(Eqrn'rreino :O)

........ assumamos também que o fenomeno modelado é
X realmente linear, com margem de flutuagdo em y

Os dados empiricos (x*,y *) estdo em verde;

O modelo linear gerado a partir dos dados, em azul.

O fendmeno gerador de pares (x,y) ¢ linear em esséncia, mas
tem alguma flutuag@o randomica em y. A tendéncia e os limites
da flutuacdo estdo representados em marrom

42
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

Consideremos agora nova situa¢do com mais
dados empiricos ...

assumindo ainda que o fenomeno modelado segue
sendo linear, com margem de flutuagdo em y

Os dados empiricos (x*,y *) estdo em verde;

43
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

Consideremos agora nova situagdo com mais
dados empiricos ... mas na modelagem ndo se
sabe se é o fenomeno linear ou quadratico ...

y ®

L.

‘ Os dados empiricos (x*,y *) estdo em verde;

44
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

Consideremos agora nova situa¢do com mais
dados empiricos ... mas na modelagem ndo se

sabe se é o fenémeno linear ou quadratico ... (Eqm,,;,, >0)

(Eqm, 0)

treino

Os dados empiricos (x*,y *) estdo em verde;

Dois modelos polinomiais gerados a partir dos dados, em azuis.
O fenémeno gerador de pares (x,y) ¢ linear em esséncia, mas
tem alguma flutuag@o randéomica em y. A tendéncia e os limites
da flutuacdo estio representados em marrom 45
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

Consideremos agora nova situagdo com mais
dados empiricos ... mas na modelagem ndo se
sabe se é o fenomeno linear ou quadrdtico ...

(Eqmtreino >0)

(Eqm, 0)

treino

... e 0 fenomeno
................. modelado segue sendo

"""" linear, com margem de

Sflutuagdo em y

Os dados empiricos (x*,y *) estdo em verde;

Dois modelos polinomiais gerados a partir dos dados, em azuis.
O fendmeno gerador de pares (x,y) ¢ linear em esséncia, mas
tem alguma flutuag@o randomica em y. A tendéncia e os limites
da flutuacdo estdo representados em marrom %
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

................... (Eqrn'rreino >0)

(Eqm, 0)

treino

... Este modelo é bem
melhor como previsor
de novas situagées
(generaliza melhor!),
apesar de ele ter o
Egm de treino pior!

Dois modelos polinomiais gerados a partir dos dados, em azuis.
O fenémeno gerador de pares (x,y) ¢ linear em esséncia, mas

tem alguma flutuag@o randéomica em y. A tendéncia e os limites
da flutuacdo estio representados em marrom 47
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

um novo exemplo

Sl
LD & alt
RGNS SRR e .0
{béo ,(\'6\ '." 0 ® o ®
ST ... ...
200 ®q." e
& & o e o
@(\ 6\“\\} PR P
o RS ..o
® ..’.o .'Q e
e 4

Os dados empiricos (x*,y *) estdo em verde;

O fenémeno gerador de pares (x,y) ¢ quadratico em esséncia,
mas tem alguma flutuagdo randomica em y. A tendéncia e os
limites da flutuagdo estdo representados em marrom

48
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

um novo exemplo

Os dados empiricos (x*,y *) estdo em verde;

49
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Sobreaprendizado ilustrado em sua fenomenologia, na
regressao polinomial (de varios graus) univariada

um novo exemplo

(qunlrcmo:o)

Teta média: fq
a: Eqm,mm Muito >> ()

(Eqmtreino >0)

Os dados empiricos (x*,y *) estdo em verde;
Dois modelos polinomiais gerados a partir dos dados, em azuis.

50
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recordando

Amostras empiricas
do Universo (X ;y)

R

56
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como

ndente”:

| 15[t (s o) S e s s o)

Fase 1: significa Root
Treino da Rede / Mean Square, e
Calibracio dos caraiz
quadrada do
Pesos 0SS0
conhecido Eqm

Grdfico mostrando as primeiras 47 iteragoes do
processo de refinamentos sucessivos do modelo ...
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Raiz do Erro Quadratico Médio (RMS) p/ conjuntos
de treino e teste ... RMS,,. > RMS,,.;,,,

recordando

0.14 T : :
——Conjunto de Treinamento
—+~-Conjunto de Teste
0.12 B
0.1 B
0.08 =
%)
=
4
0.06 -
0.04
Teste | 0.019
0.02 . ~A.0.011
Treino 1
L L L L L L L L L
00 100 200 300 400 500 600 700 800 900 1000
Nimero de Iteragoes
58

© Prof. Emilio Del Moral Hernandez

11



@

O Ciclo completo da modelagem:

0) Formalizacdao do problema, mapeamento quantitativo em um
modelo neural inicial e ... 0b) coleta de pares empiricos (X,y)

1) Fase de TREINO da RNA (MLP): com conhecimento dos X e dos y,
que sdo ambos usados na calibragao do modelo

2) Fase de TESTE / Caracterizagcdo da qualidade da RNA para
generalizar: temos novos pares X e y, com y guardado “na gaveta”,
usado apenas para avaliagdo, nao para re-calibragao. E como um
ensaio de uso final do modelo, com possibilidade de medir a sua
qualidade com o y que foi guardado na gaveta.

[Fase de refinamentos da RNA, dados e modelo, em ciclos, desde 0]

3) Fase de USO FINAL da RNA, com y efetivamente ndo conhecido, e
estimado com conhecimento dos X + uso do modelo calibrado.

.... Diferengas e semelhangas entre 1, 2e 3 59
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Sobreaprendizado em “sumario executivo”

Erro (treino e )
\, e
© @
® @

* €9
modelos otimizados!
()

@
[ )
Complexidade
) . P

I modelos com crescente do modelo
sobreaprendizado

60
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Mas cuidado ... vocé experimentou rodar mais de
uma vez o MBP sobre os mesmos dados de treino e
ver se o resultado final é o mesmo?

e Nao ha garantia de que o W randémico, seguido de
Gradiente Descendente leve ao minimo global quando
ha varios minimos, s6 ha garantia de que levara a um
dos minimo locais, que pode nao ser o minimo global

e Isto faz necessario rodar varias vezes a otimizacgao de
pesos e selecionar a configuragao com melhor Eqm

o E legitimo ficarmos com a rede otimizada de menos Eqm
final? Ou deveriamos ter um ataque de avaliar o Egm
médio de varias tentativas?

e Outro assunto ... e quanto a variagdo associada ao k-fold
Cross Validation? Média ou melhor Eqm?

© Prof. Emilio Del Moral — EPUSP

O que devemos mirar quando exploramos o espa¢o de
pesos W buscando que a RNA seja um bom modelo?

Devemos buscar Maximizagdo da aderéncia = Minimo Eqm possivel
As Setas Verdes

Indicam Situacoes que

Devem ser Procuradas Eqm(w)

Sera que temos
apenas um minimo??

A | Aderéncia do modelo aos
pares (X,y) empiricos

100% aderente

\<

baixa aderéncia

——————  valordo Eqm

© Prof. Emilio Del Moral — EPUSP
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O que devemos mirar quando exploramos o espaco de
pesos W buscando que a RNA seja um bom modelo?

Devemos buscar Maximizagdo da aderéncia = Minimo Eqm possivel
As Setas Verdes

Indicam Situacdes que

Devem ser Procuradas Eeqm(w)

A | Aderéncia do modelo aos
pares (X,y) empiricos

100% aderente

baixa aderéncia

—————  valordo Eqm B
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Atengao para componentes randémicas que impactam muito quando se
faz um Unico ensaio de medida de erro, para cada tamanho de rede
especifico (um ensaio apenas, para cada grau de complexidade) ...

Erro (treino e )
TN
@
@
® (@)
@
® @
( ]
( J ® °
e=e Complexidade
crescente do modelo

65
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O que devemos mirar quando exploramos o espaco de
pesos W buscando que a RNA seja um bom modelo?

Devemos buscar Maximizagdo da aderéncia = Minimo Eqm possivel

As Setas Verdes
Indicam Situacdes que
Devem ser Procuradas Eeqm(w)

Aderéncia do modelo aos
pares (X,y) empiricos

100% aderente

Sera que temos
apenas um minimo??

finais no Eqm!

... Para ndo sermos reféns de minimos locais com alto Eqm, podemos aplicar o gradiente descendente
repetidamente na mesma RNA, com novos pesos iniciais randomicos em cada rodada, mantendo
para o modelo final apenas os valores de pesos associados ao ensaio com o melhor dos resultados

2
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Com repetidos ensaios em cada grau de complexidade os minimos

locais s&o evitados e detectamos adequadamente o sobreaprendizado

Erro (treino e )

\ o
© @

@

Ou seja, a flutuacdo nos
graficos devida aos pesos
iniciais randomicos deve ser
tratada adequadammente

* €9
modelos otimizados!

-/

modelos pobres ~ modelos com.
sobreaprendizado

Complexidade
crescente do modelo

67
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Identificando os
ingredientes para o risco de
sobreaprendizado nos
contextos de
regressao multivariada
e de reconhecimento
de padroes multivariado

© Prof. Emilio Del Moral — EPUSP

Modelagem de um sistema por fungao de mapeamento X ->y
(a RNA como regressor analégico nao linear multivariavel)

\ ¥ ... do mundo
\\‘A analogico . .
_ (continuo) Assumimos que a variavel y do
sistema & A — y sistema a modelar é uma fungédo

(normalmente desconhecida e
possivelmente nao linear) de
diversas outras variaveis desse
mesmo sistema

A RNA, para ser um bom
modelo do sistema, deve

Yrede reproduzir essa relagao entre X
e y, tdo bem quanto possivel

© Prof. Emilio Del Moral — EPUSP
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

Anos de Numero de
educacao filhos
formal (x;)
Anos de vida Dias de
(“y” continuo) Frequéncia Férias / ano
em eventos
- sociais
Grau de Frequéncia
periculosidade  Volume de
da atividade (x,) bens em cventos

- artisticos
familiares (x,) ]

74
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A funcao y(X) “a descobrir”’, num caso geral
de fungéo analégica y(X) ....

+1.0

( omportamento do sistema a modelar
0.0 \/\ " (ou entdo, comportamento “padrdo ouro”)
M
X;

- ESTIMADOR ;
- MODELAGEM POR
\\\ MAPEAMENTO X—>y

T
x| — Y (... VALORES
— CONTINUOS!!!)
4' S: sistema regido por ﬁ
fungdo F genérica, y=F(X) 75
(ou y=F(X) + erro “pequeno”)
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Cenario mais real: a “funcao” y(X) do sistema
modelado é “difusa”: y=F ... (X)+ flutuacgdo ....

médio
y

+1.0
comportamento do sistema a modelar
0.0 (ou entao, comportamento “padrdo ouro”)

1.0 X
x>(
X

..... em problemas concretos / reais, ha sempre alguma ambiguidade no
mapeamento que leva valores de X a valores de y. Para decep¢ao de Cybenko,
ndo temos uma fun¢do y=F(X) no sentido matemdatico exato, pois para uma
dada énupla de valores X fixados, temos tipicamente uma faixa de valores que
podem ser observados para a variavel y: y=F, ;.. (X)+ flutuagdo.

Neste cenario, buscamos que o modelo capture o comportamento médio das
relagées observadas entre X e y:

cos Yyede ~ ymédio esperado para um dado X

76
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Cenario mais real: a “funcéao” y(X) do sistema
modelado € “difusa”: y=F,,;,(X)+ flutuagdo ....

y

+1.0
0.0
-1.0

comportamento do sistema a modelar
(ou entdo, comportamento “padrao ouro”)

X

Xo -
X ... neste cendrio, podemos
i

olhar para o y observado no
sistema que se deseja
modelar ndo mais como um
valor especifico bem
v A definido, mas como um

<~ f valor médio esperado (dado
valor de X) e uma faixa de
valores em torno desse
valor médio esperado.

77
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RNAs como reconhecedor / detetor de padroes

sistema a

y ... responde a seguinte pergunta:
X é padrao notavel? Sim ( ) Nao ()

Y ... € do universo discreto / bindrio
(SIM versus NAO), y ndo é analogico

X JE— RNA - yrede 000 () versus -1 ()

4’ ... ou alternativamente: y, 4 ... 0.5( ) versus-0.5( )

... ou alternativamente: ... y,.4o > 0 ( ) versus Yreqe <0 ( )
78
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Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

Consumidor que

honra(ra) crédito
solicitado
(“y” binario”)

79
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Caso de classificacao binaria /
reconhecimento de padroes, sera do tipo ...

comportamento do sistema a
y (Classe A) / modelar (decisor “perfeito”
+1 O l ou decisor “padrdo ouro”)

-1.0 + I_l | (classe B)
A B A B A
XN xo? X
E", x
N i

CLASSIFICADOR;
RECONHECEDOR DE
\\\ PADROES NOTAVEIS
T A sistemaa .
X | ——— Coodetar )=y (.. TEStrita 2

& valores +1 e —1)
80
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Capacidade de reconhecimento de padrées
em casos complexos NAO LINEARES

Com as RNAs, a hipersuperficie de separagao entre
classes vai muito além dos hiperplanos

A
A A, A Tp
A"A A A
A A A
A A A A A
A A A B B AA A
A AA A A:AAA
A A A A
A
A A
B A AA
A A A A
A A A
Z
7

81
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Cenario mais real: a separacéao entre regides do
espaco de X nao é perfeitamente definida ....

y (Classe A) comportamento do sistema a
+1.0 | [_ modelar
0.0

-1.0+ I_l L (classe B)
A B___A B

.... em problemas concretos / reais, ha sempre alguma ambiguidade no
mapeamento que leva valores de X aos valores discretos de y. Ndo temos uma
fungdo y=F(X) no sentido matemdtico exato, pois para uma dada énupla de
valores X fixado temos em alguns casos de fronteira a possibilidade de observar
no y empirico tanto a classe A quanto a classe B: y=A4 ou B, com maior ou
menor probabilidade para cada classe de acordo com o X. Neste desejamos que
o modelo capture o comportamento médio das rela¢oes observadas entre X e y:

we Vyedo ~ Classe ‘mais esperada’para um dado X e

© Prof. Emilio Del Moral — EPUSP

Cenario mais real: a separacao entre regides do
espaco de X nao é perfeitamente definida ....

y (Classe A) comportamento do sistema a

+1.0 | |'— modelar

(classe B)

... podemos olhar para o y (classe A ou B) observado no
sistema que se deseja modelar ndo mais como uma classe
sempre bem definida e com fronteiras de separagdo entre
A e B bem definidas no espaco de valores de X, mas como
sendo delineadas na modelagem através de fronteiras com
eventuais faixas de tolerancia e com sobreposicao parcial
das classes no espago de X 83

© Prof. Emilio Del Moral — EPUSP

21



Situagoes de classes com sobreposi¢cao parcial no espaco de
atributos X ; situagoes de fronteiras de separacgao difusas ...

84
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Ciclos de refinamento num
projeto de modelagem para
reconhecimento e/ou
regressdo, com duracdo de
meédio / longo prazo e com
interesse de otimizacdo de
desempenho maxima

© Prof. Emilio Del Moral — EPUSP
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O Ciclo completo da modelagem:

0) Formalizacao do problema, mapeamento quantitativo em um
modelo neural inicial e ... 0b) coleta de pares empiricos (X,y)

1) Fase de TREINO da RNA (MLP): com conhecimento dos X e dos y,
que sdo ambos usados na calibragao do modelo

2) Fase de TESTE / Caracterizagdao da qualidade da RNA para
generalizar: temos novos pares X e y, com y guardado “na gaveta”,
usado apenas para avaliagdo, ndao para re-calibragcao. E como um
ensaio de uso final do modelo, com possibilidade de medir a sua
qualidade com o y que foi guardado na gaveta.

[Fase de refinamentos sucessivos da RNA e/ou dos dados e/ou do
modelo, em ciclos diversos, recomecando desde o passo 0 ou do
passo 1]

3) Fase de USO FINAL da RNA, com y efetivamente ndao conhecido, e
estimado com conhecimento dos X + uso do modelo calibrado.

.... Diferencas e semelhancas entre 1, 2 e 3 v

© Prof. Emilio Del Moral — EPUSP

... Aspectos de refinamentos nos projetos ...

Diferentes aspectos estudados no treinamento / otimizacéo / caracterizacéo da RNA ...

- Varios Delta W sequenciados (gradiente descendente)

- Re-sorteios de pesos iniciais (fugindo de minimos locais)

- k-fold cross validation (avaliando sensibilidade aos dados empiricos)

- Diferentes graus de complexidade do modelo neural (evitando sobreaprendizado)
- Ensaios com varios Pré-Processamentos alternativos (aumentando desempenho)
- Descarte de algumas variaveis de menor relevancia, p/ melhora do desempenho
- Aumento de M+M' ¢/ as mesmas varidveis (ha custo extra com novas coletas X;y)
- Acréscimo de varidveis x incluidas no modelo (ha custo extra com novas coletas)

- ... Outros ...

91
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... Multi-ciclos de refinamentos diversos que sao aplicados em
projetos mirem a otimizagao de desempenho ao maximo ...

Alguns dos loops de treinamento e/ou otimizacéo e/ou caracterizacéo:

Loop dos Delta W sequenciados (ja ¢ intrinseco ao gradiente descendente)
Loop dos re-sorteios de pesos iniciais (fugindo de minimos locais)
Loop do k-fold cross validation (avaliando e medindo a sensibilidade aos dados empiricos)
Loop de aumento gradual de complexidade do modelo neural (evitando sobreaprendizado)
Ensaios com vérios Pré-Processamentos alternativos (aumentando desempenho)
Descarte de algumas variaveis de menor relevancia (limitando ruido e sobreaprendizado)
Aumento de M+M' ¢/ as mesmas variaveis (ha custo extra com novas coletas X;y)

Acréscimo de variaveis x incluidas no modelo (hé custo extra com novas coletas)

93

© Prof. Emilio Del Moral — EPUSP

... Multi-ciclos de refinamentos nos projetos ...

Discutamos os loops de treinamento e/ou otimizacéo e/ou caracterizacéo ...

1- Loop dos Delta W sequenciados (intrinseco ao gradiente descendente)

2- Loop dos re-sorteios de pesos iniciais (fugindo de minimos locais)

3- Loop do k-fold cross validation (avaliando sensibilidade aos dados empiricos)

4- Loop de aumento gradual de complexidade do modelo neural (evitando sobreaprendizado)
5- Ensaios com varios Pré-Processamentos alternativos (aumentando desempenho)

6- Descarte de algumas variaveis de menor relevancia, p/ melhora do desempenho

7- Aumento de M+M' ¢/ as mesmas variaveis (ha custo extra com novas coletas X;y)

8- Acréscimo de variaveis x incluidas no modelo (ha custo extra com novas coletas)

Essa ordem de aninhamentos se aplica bem ao seu projeto?

Ou ha outra/s ordem/ns que faz/em mais sentido para as SUAS circunstincias especificas?
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