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Capitulo 1

Introducao e Motivacao

Os Algoritmos de Estimagao de Distribuigao derivam dos Algoritmos Genéticos,
ramo da Computacgao Bioinspirada que visa simular a evolucao e selecao natu-
ral teorizadas por Charles Darwin em seu Livro ‘A Origem das Espécies” [3].
De maneira resumida, a teoria de Darwin diz que uma espécie evolui baseada
na capacidade de seus individuos sobreviverem ao meio e se reproduzirem. Os
individuos com maior capacidade de sobrevivéncia tém mais chance de che-
gar a idade reprodutiva e perpetuar seus genes, fazendo com que a proxima
geragao seja em média mais parecida com os melhores individuos da atual e,
portanto, com mais individuos adaptados ao meio.

Para que se possa modelar problemas computacionais baseados na teoria
da evolucao, alguns paralelos devem ser tragados entre as estruturas com-
putacionais e eventos naturais. O algoritmo baseia-se na criacao de uma
populagao e evolucao da mesma através de varias geracoes com cruzamentos
e mutagoes.

Primeiro, imaginemos o funcionamento da selecao natural. Inicialmente
hé uma populacao cujos individuos sao bem distintos entre si, devido a va-
riacao de seu material genético. O ambiente traz riscos e dificuldades a todos
esses individuos, fazendo com que muitos deles nao cheguem a idade repro-
dutiva.

Pode-se assumir que os sobreviventes tém caracteristicas genéticas que
os ajudaram a sobreviver. Portanto, quando os individuos chegam a idade
reprodutiva, a populacao esta refinada, ou seja, foi reduzida aos individuos
com mais chance de sobrevivéncia daquela geracao. Para efeitos didaticos,
assumiremos que cada cromossomo de cada individuo tem ‘genes positivos”,
que os ajudam a sobreviver e ”"genes negativos”, que nao os ajudam ou até



atrapalham sua sobrevivéncia.

Os sobreviventes de cada geracao irao se reproduzir, criando uma nova
geracao cujo material genético ¢ uma combinacao do material da anterior.
Também deve-se levar em conta que existe uma chance de que os novos in-
dividuos sofram alguma mutacao (erros de copia de material genético ou mu-
dancas causadas por fatores externos como radiacao, mutagénicos quimicos
ou virus). Cada individuo da nova geragao recebe metade do material genético
de cada um de seus pais de maneira aleatéria. Essa combinagao dos genes dos
pais nao resulta apenas na selecao das melhores caracteristicas, mas também
na criagao de novas caracteristicas vindas de diferentes combinacoes de genes,
sendo que essas novas caracteristicas podem ser benéficas ou nao.

Com isso, a nova geracao passard pela mesma selecao natural, porém os
individuos selecionados terao mais “genes positivos’que a geracao anterior
e esse processo sera repetido. No ambiente natural, nunca se chega a uma
populagao “perfeita”, devido a varios fatores externos, porém, imaginado
um ambiente ideal e controlado, eventualmente toda a populacao estaria
completamente adaptada ao meio.

1.1 Algoritmos Genéticos

Baseado no processo de selecao natural descrito na Secao anterior, nesta
Secao serao apresentadas as estruturas e procedimentos dos Algoritmos Genéticos
tracando-se paralelos com o ambiente natural.

A principio deve-se notar que os Algoritmos Genéticos sao essencialmente
algoritmos de otimizagao, ou seja, procuram encontrar uma combinagao de
variaveis que resultard em um valor étimo para uma dada funcao. Fazendo
uma analogia a selecao natural em um ambiente natural, pode se dizer que
o problema tratado é o da sobrevivéncia de uma populacao em um meio
ambiente, onde a solucao é representada por um individuo apto a sobrevier
no ambiente em questao e a fungao a ser otimizada (chamada de fungao de
fitness) mede a capacidade de sobrevivéncia dos individuos nesse ambiente.

O individuo é caracterizado por seus genes. Cada uma das variaveis
de entrada da funcao de fitness sera considerada um gene e chamaremos
o conjunto de genes do individuo de cromossomo. Para emular a selecao
natural mecanismos sao implementados para que os individuos com maior
valor de fitness tenham maior chance de se reproduzir.

A geragao de novos individuos nos Algoritmos Genéticos é modelada



através de operadores de reproducao como crossover e mutagao. No cros-
sover, individuos sobreviventes sao agrupados em casais que geram descen-
dentes através da combinagao de seus genes. Cada gene dos descendentes
tem uma pequena chance de ser alterado pela mutacao.

Os individuos da nova geragao sao testados novamente pela funcao de
fitness e o procedimento é repetido até que um critério de parada pré-
estabelecido seja atingido. Um exemplo de critério de parada é a verificacao
de que o valor 6timo da funcao de fitness foi encontrado.

1.1.1 Funcionamento do Algoritmo Genético

Nas préximas secoes, serao detalhadas as etapas de um Algoritmo Genético
classico, cujo fluxograma é ilustrado na Figura 1.1. Ao mesmo tempo, um
Algoritmo Genético simples sera construido, ilustrando essas etapas. Para
ilustrar o funcionamento de cada etapa, sera utilizado o problema OneMazx
[5] como exemplo. O problema em questao consiste em, dado um vetor de
n elementos binarios, maximizar o nimero de I1’s. Portanto, dado um vetor
bindrio de genes X = {z1,x9, -+ ,x,}, a funcao de fitness é:

f(X) ZZ%’

No exemplo serd utilizada uma populagao de 15 individuos com 6 genes por
Cromossomo.

1.1.2 Gerar Populacao Inicial

Geralmente a populagao inicial é gerada aleatoriamente, mas algumas im-
plementacoes de Algoritmos Genéticos aproveitam a populagao inicial para
incluir algumas solugoes boas previamente conhecidas. Deve-se observar que
o tamanho da populacao influencia diretamente no desempenho do AG, sendo
que o tamanho ideal depende de diversos fatores, tais como espaco de busca
do problema, e niimero de variaveis relacionadas. Na Tabela 1.1 é mostrado
um exemplo de populacao aleatéria para o problema OneMazx.

1.1.3 Avaliar Populacao

Nesta etapa, todos os individuos da geracao atual sao avaliados e os critérios
de parada do AG sa@o checados. E armazenado o valor da funcao de fitness
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Figura 1.1: Fluxograma de um Algoritmo Genético



’ individuo ‘ Cromossomo

1 110111
2 011101
3 110101
4 011001
5 010110
6 010100
7 000101
8 111011
9 101101
10 011100
11 010001
12 110101
13 111000
14 111110
15 000001

Tabela 1.1: Exemplo de populagao inicial

para cada um dos cromossomos. Os critérios de parada podem variar de-
pendendo da aplicacao desejada. Algumas possibilidades sao: Valor étimo
atingido, nimero méaximo de geragoes atingido ou fitness do melhor individuo
da populagao igual ao fitness médio da populacao.

O resultado do uso dos individuos da populacao inicial do exemplo apre-
sentado como entradas para a funcao de fitness - no caso do exemplo, a fungao
OneMaz, apresentada anteriormente - é mostrado na Tabela 1.2. Note que
o maior fitness da populacao inicial é 5 e o fitness médio é 3,3. Como no
caso do problema OneMazx o valor 6timo é conhecido, é possivel utilizar esse
valor como critério de parada. Quando um individuo da populacao atinge o
fitness méaximo (6, no caso do exemplo), ele é retornado como solugao para
o problema. No entanto, muitas vezes o valor 6timo nao é conhecido, por-
tanto outro critério deve ser adotado. A diferenca entre o maior fitness da
populagao e o fitness médio costuma ser um bom critério, pois quando esses
valores se igualam, a populacao provavelmente esta geneticamente uniforme,
o que significa que a probabilidade de evolucao é baixa, ja que esta depende
apenas da mutacao.



’ individuo ‘ Cromossomo ‘ fitness ‘

1 110111 D
2 011101 4
3 110101 4
4 011001 3
) 010110 3
6 010100 2
7 000101 2
8 111011 D
9 101101 4
10 011100 3
11 010001 2
12 110101 4
13 111000 3
14 1111160 d
15 000001 1

Tabela 1.2: Fitness de cada individuo

1.1.4 Selecao

Uma vez que todos os individuos foram avaliados, precisa-se decidir quais de-
les se reproduzirao construindo a préoxima geragao. Existem varios métodos
de selegao, tais como o truncamento (onde os individuos sao ordenados por
fitness e um grupo de nimero arbitrario com os melhores cromossomos é
escolhido), ou a sele¢ao por torneio, onde alguns pares de cromossomos sao
escolhidos aleatoriamente e o melhor de cada par é escolhido.

Utilizando uma selecao por torneio com quatro disputas na populacao
inicial do exemplo, os individuos 1, 4, 6, 8, 9, 11, 13 e 15 sao escolhidos.
Comparando os fitness dois a dois, como ilustrado na Tabela 1.3, os in-
dividuos 1, 8, 9 e 13 sao escolhidos para se reproduzir, criando a préxima
geragao.

1.1.5 Crossover

O Crossover é o cruzamento, o procedimento de reprodugao que combinando
os genes dos individuos selecionados, criard uma nova geragao. Para se fazer
isso, os individuos selecionados da geragao atual sao tomados dois a dois
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’ disputa H individuo ‘ Cromossomo ‘ fitness H vencedor ‘

1 1 110111 ) 1
4 011001 3

9 6 010100 2 3
8 111011 )

3 9 101101 4 9
11 010001 2
13 111000 3

4 15 000001 1 13

Tabela 1.3: Selecao por Torneio

e seus genes sao combinados, formando os individuos da préxima geracao.
Uma maneira de se fazer isso é o crossover ponto a ponto, em que cada gene
de cada individuo da nova geracao recebe 50% de chance de vir de cada um
de seus pais. Esse procedimento é repetido até que todos os individuos da
nova geracao sejam criados, sendo que cada casal selecionado é responsavel
por gerar uma fragao igual da nova geracao.

Na Figura 1.2, ¢ mostrado um exemplo de crossover entre o casal formado
pelos individuos 9 e 13, selecionados no torneio da etapa anterior.

1.1.6 Mutacao

O procedimento de mutacao pode ser executado tanto durante a geracao dos
novos individuos quanto na populagao ja gerada. A mutacao resume-se a
se dar uma chance, geralmente baixa, de que um gene se altere espontanea-
mente. Ou seja, para cada gene de cada individuo, existe uma probabilidade
de que o mesmo se altere, o que faz que a populacao continue evoluindo
mesmo nos casos onde sem a mutacao ela teria convergido para um valor
sub-6timo. No entanto, como essa chance é muito baixa, é possivel que, no
caso da populacao ter convergido para um valor sub-6timo, seja necessario
um numero impraticavelmente grande de geragoes para que a mutacao faca
a funcao convergir para o valor 6timo.

A Figura 1.3 mostra um cromossomo sofrendo mutagao em seu 4° gene.
No caso deste exemplo, a mutacao foi benéfica, ou seja, apds a mutacao, o
fitness do cromossomo em questao melhorou.

A Tabela 1.4 mostra uma nova geracao criada apds o cruzamento dos

11
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Figura 1.2: Exemplo de crossover
mutagao

l

111001 —11110 1

Figura 1.3: Cromossomo sofrendo mutagao

individuos selecionados e mutagao dos novos individuos. O valor médio de
fitness da nova populagao € 4.4 e o fitness maximo é 6. Como 6 é o valor 6timo
da fungao, um dos critérios de parada ¢é atingido e o processo encerrado.

1.2 Algoritmo Genético Compacto

Um dos problemas do Algoritmo Genético apresentado anteriormente é a
grande quantidade de meméria ocupada por suas populagoes. O cGA (do
inglés, Compact Genetic Algorithm), visa resolver esse problema ao utilizar
um modelo probabilistico para representar a populagao [6]. O funcionamento
do ¢GA, apresentado na Figura 1.4, embora similar ao de um algoritmo
genético tradicional, apresenta modificacoes necessarias para se lidar com a
representacao probabilistica da populacao.

12
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Figura 1.4: Fluxograma de um cGA
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’ individuo ‘ Cromossomo ‘ fitness ‘

1 111111 6
2 111011 5
3 111111 6
4 110111 d
) 111111 6
6 111011 D
7 110111 D
8 110011 4
9 111000 3
10 111101 d
11 101001 3
12 101001 3
13 111000 3
14 1111060 4
15 101001 3

Tabela 1.4: Individuos da segunda geracao e seus respectivos Fitness

O ¢GA também visa a otimizacao de uma fungao de fitness, sendo capaz
de resolver os mesmos problemas que um algoritmo genético tradicional.

Para ilustrar o funcionamento do c¢G A, sera utilizado novamente o exem-
plo do problema OneMaz, sendo que neste caso o vetor p[i] representard a
probabilidade do 7 — ésimo gene de um individuo de uma populacao ser igual
a 1. Embora no ¢GA nao seja gerada uma populagao inteira, ele utiliza um
parametro n equivalente ao tamanho da populacao para atualizar os valores
do vetor de probabilidades que a representa.

1.2.1 Representacao e GGeracao da Populacao

A populacao de um c¢GA é representada por um vetor de probabilidades,
onde cada elemento do vetor corresponde a probabilidade do gene correspon-
dente aquele elemento assumir um certo valor. No caso de um c¢GA para
problemas com variaveis binarias, apresentado como exemplo nesta Secao,
a probabilidade daquele gene assumir o valor 1. A partir deste vetor serao
gerados os individuos a serem avaliados.

14



vetor de probabilidades:
05 05 05 ‘ 05 05 05

— individuo 1 (fitness 4): 0 ‘ 0O 1 1
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Figura 1.5: Atualizagao do vetor de probabilidades de um cGA
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1.2.2 Geragao e Avaliagao de Individuos

Dois individuos sao gerados a partir da probabilidade de cada gene armaze-
nada no vetor que representa a populacao. Os valores de fitness de cada um
desses individuos sao comparados. Um a um, os genes do melhor individuo
(maior fitness sdo comparados com os do pior). Caso esses genes sejam di-
ferentes, o valor referente a eles no vetor de probabilidades é atualizado. Se
o gene do melhor individuo for igual a 1, o valor do vetor de probabilidades
¢ acrescido de 1/n e caso seja igual a 0, é decrescido de 1/n, como ilustrado
na Figura 1.5. Caso os genes sejam iguais, o valor referente a eles no vetor
de probabilidades nao ¢ alterado.

1.2.3 Critérios de Parada

Como em um cG'A a populagao é representada por um unico vetor, a con-
vergéncia depende apenas deste vetor. Cada posicao do vetor é verificada.
Caso todos elementos sejam iguais a 0 ou 1, houve convergéncia e o algoritmo
¢ finalizado. Pode ser estabelecido um limiar para que a convergéncia seja
atingida quando os elementos se aproximarem suficientemente de 0 ou 1. Ou-
tros critérios de paradas, como o nuimero de iteragoes, podem ser adotados.

1.3 Por que AEDs?

Agora, dado o vetor bindrio X = {x;, 29, x3} consideremos um problema com
a seguinte funcao de fitness:

4, se i xz; =0
i=1
flz) =

3
> x;, caso contrario
i=1
Esse problema, conhecido como trap-3 [5] (do inglés, armadilha-3), faz
parte de uma classe de problemas chamada “deceptive problems’ (problemas
enganosos). Esta classe de problemas é caracterizada por ter seu valor étimo
associado a uma combinagao especifica das varidveis, nao podendo ser apro-
ximado pelo ajuste individual das mesmas. Como € ilustrado no grafico da
Figura 1.6, o valor da fungao aumenta de acordo com numero de 1’s do cro-
mossomo, aproximando-se de um valor sub-6timo (3, no caso do exemplo),

16



Trap-3

N\

Figura 1.6: Grafico do problema trap-3

enquanto seu valor étimo 4 é atingido quando o cromossomo ¢ formado ape-
nas por 's. Devido a esse comportamento, os deceptive problems enganam
os algoritmos genéticos simples, pois a menos que o 6timo global apareca
na populacao inicial, toda geracao subsequente se aproximara mais do valor
sub-6timo.

Para tratar deste tipo de problema, foram criados os Algoritmos de Es-
timacao de Distribuicao. Esses algoritmos, embora mantenham parte da
filosofia dos Algoritmos Genéticos, nao analisam os genes individualmente.
Os Algoritmos de Estimacao de Distribui¢ao visam encontrar quais variaveis
sao correlacionadas, ou seja, quais grupos de variaveis influenciam no resul-
tado do problema em conjunto, o que os permite otimizar algumas fungoes
enganosas.

Diversas estruturas diferentes, como vetores, arvores e grafos, podem re-
presentar a correlagao entre as varidveis em um AED, sendo que a estrutura
adotada varia de algoritmo para algoritmo. Nas proximas secoes serao apre-
sentados trés AEDs distintos: O ECGA (Extended Compact Genetic Algo-
rithm, ou Algoritmo Genético Compacto Estendido) [8], o BOA (Baeysian
Optimization Algorithm, ou Algoritmo de Otimizacao Bayesiana) [7] e 0o PGA
(Philogenetic Algorithm, ou Algoritmo Filogenético) [9], sendo que todos uti-
lizam estruturas distintas entre si para modelar a correlagao de variaveis.

O ECGA utiliza blocos de variaveis similares, chamados de building blocks

17



(blocos de construgao). O BOA utiliza uma rede bayesiana, estrutura que
permite identificacao de correlagoes entre blocos de variaveis. Ja o ®GA
utiliza uma arvore filogenética, que apos uma poda identifica todos os building
blocks permitindo que os 6timos globais sejam atingdidos em apenas uma
iteracao.

18



Capitulo 2

Algoritmo Genético Compacto

Estendido (ECGA)

Para modelar as relagoes entre variaveis, o Algoritmo Genético Compacto Es-
tendido (ECGA, do inglés “FEztended Compact Genetic Algorithm”) utiliza
estruturas chamadas building blocks, que mantém as variaveis relacionadas
entre si agregadas em grupos desconexos. Seu fluxograma é similar ao de um
AG comum, como ilustrado na Figura 2.1. Os procedimentos de avaliacao
e selegao sao idénticos aos do Algoritmo Genético mas os procedimentos de
reproducao sao bem diferentes. Ao invés de utilizar cruzamento e mutagao
para gerar a préoxima populacao, o ECGA faz uma sele¢ao dos melhores re-
produtores e utiliza um modelo probabilistico baseado em uma tabela de
frequéncias de building blocks para a geragao da nova populagao. Esse pro-
cedimento serda melhor detalhado nas proximas segoes.

2.1 Identificando os building blocks

Os building blocks sao estruturas que agregam as variaveis correlacionadas.
Como inicialmente nao se conhece nenhuma relagao, a estrutura é iniciali-
zada com um bloco para cada variavel. Para descobrir quais sao as variaveis
correlacionadas os building blocks e individuos selecionados sao avaliados
utilizando-se uma métrica chamada “Complexidade Combinada” (CC). Quanto
melhor o agrupamento (ou quanto mais relacionadas forem as varidveis den-
tro de um grupo), menor ¢é o valor da CC.

Para criar os building blocks é utilizada uma estratégia gulosa. Inicial-

19
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Figura 2.1: Fluxograma do ECGA
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Combinagodes de 2 blocos séo avaliadas
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resulta em uma CC menor que a atual

Figura 2.2: Identificacao dos building blocks

mente ¢é calculada a CC atual do modelo probabilistico. Entao é calculada
a CC resultante de todas as possibilidades de agrupamento de dois blocos.
Caso haja alguma combinacao de dois blocos que resulte em uma CC menor
para o modelo, aqueles blocos sao agrupados. O procedimento é repetido até
que nao haja combinacoes que resultem em uma CC menor que a atual. A
Figura 2.2, na qual os nimeros dentro de cada bloco representam a posicao
dos genes no cromossomo, ilustra esse procedimento.

21



2.2 Complexidade Combinada

A complexidade combinada, métrica adotada para avaliar a qualidade dos
agrupamentos, é dada pela seguinte formula:

CC=Cm+0Cd

onde,
Cm: Complexidade do modelo probabilistico.
Cd: Compressao dos dados.

A complexidade do modelo probabilistico (Cm) é dada por:

Npp
Cm = Z 2lvi s loga N
i=1
onde,
N: Tamanho da populacao.
Nypp: Numero de building blocks.
2lei: Quantidade de genes em cada building block.

Ja a compressao dos dados (Cd), cuja minimizagao resulta em um modelo
mais preciso, com menor entropia, ¢ dada por:

olbb,i
Cd = N % Z P(i) * logs P(37)
i=1
onde,
N: Tamanho da populagao.
2lvi: Quantidade de genes em cada building block.
P(i): Frequéncia do gene na populagao.

2.3 Tabela de frequéncias

Uma vez encontrados os building blocks, é criada uma tabela de frequéncias
das possiveis combinacoes de genes de cada bloco. Para o preenchimento
da tabela sao analisados os building blocks dos individuos selecionados para
a reproducao e a frequéncia de cada combinacao de genes possivel naquele
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‘ Reprodutores ‘ ‘ Building Block 3-5-6 ‘

1 (111111 1 111

2 (111011 2 111

31111111 3 111

4 (110111 4 011

o [L1EN1 0 "’ L1l | Tabela de Frequéncias 3-5-6 ‘
E 11590 O {: 111 Combinacao | Frequéncia
7 (010111 7 011 500 Ly —
§ (110011 8 011 001 0;{,;“ — ”%
9 111000 9 100 10 i o
Wforri1o1 10 101 011 4},2;] — 20%
111101001 11 101 100 3‘:,2” —ve
12101001 12 101 01 7’}20 —r 7
13[111000 13 100 10 (;’m — o
141111100 14 100 11 y a— '30%
15101001 15 101 [0 8
6111001 16 101

171100111 17 011

18101001 18 101

9({001101 19 101

200101011 20 111

Figura 2.3: Preenchimento da Tabela de frequéncias

bloco é armazenada. A Figura 2.3 ilustra o preenchimento da tabela de
frequéncias para um building block. E preenchida uma tabela deste tipo para
cada um dos building blocks obtidos.

2.4 Geracao da Nova Populacao

Cada individuo da nova populacao é gerado utilizando as tabelas de frequéncia
dos building blocks obtidas anteriormente. Ao invés do individuo ser gerado
gene a gene, como no Algoritmo Genético ele é gerado bloco a bloco, uti-
lizando as frequéncias para determinar a probabilidade da respectiva com-
binagao de genes aparecer em seu cromossomo, de maneira similar a geracao
de novos individuos no cGA. Deve-se ressaltar, no entanto, que enquanto no
c¢G A apenas dois individuos sao gerados, no ECGA é gerada uma populagao
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inteira. Uma vez gerada a nova populacao, sao checados os critérios de pa-
rada e, caso nenhum tenha sido atingido, todo o procedimento é repetido.

2.5 Critérios de Parada

Os critérios de parada do ECGA sao os mesmos de um algoritmo genético
comum. Dentre os critérios de parada que podem ser adotados estao a pre-
senca de um individuo com valor de fitness 6timo na populagao, médulo da
diferenca entre o fitness médio e maximo de uma populacao menor do que
um valor pré-estabelecido, nimero méaximo de iteracoes atingidos.
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Capitulo 3

Algoritmo de Otimizacao
Bayesiana (BOA)

O Algoritmo de Otimizacao Bayesiana (BOA, do inglés “Bayesian Optimiza-
tion Algorithm” | cujo fluxograma esta ilustrado na Figura 3.1, utiliza redes
bayesianas como modelo probabilistico para modelar as correlagoes entre
variaveis. Essa estrutura tem como vantagem a possibilidade de se encontrar
intersecoes entre os grupos de variaveis.

O BOA gera uma populacao inicial e classifica seus individuos quanto ao
valor de fitness. A metade da populacdao com os melhores valores de fitness
sao selecionados como reprodutores. A partir dos reprodutores, é criada a
rede bayesiana que modela as correlagoes entre os genes e sao preenchidas as
Tabelas de probabilidades condicionadas, que por fim sao utilizadas para a
criacao da nova geracao. O procedimento é repetido até que um critério de
parada seja atingido.

3.1 Criacao da Rede Bayesiana

Baseadas em grafos aciclicos, as redes bayesianas representam variaveis como
nds e relagoes entre as variaveis como arestas. Para a implementagao do BOA,
sao utilizados grafos direcionados na modelagem das redes. Depois de cons-
truidas, essas junto com as tabelas de frequéncia modelarao a probabilidade
condicionada das variaveis correlacionadas. A Figura 3.2 ilustra como uma
rede bayesiana direcionada pode ser utilizada para modelar a relagao entre
variaveis.
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Inicio !

Gera populacio inicial

Calcula fitness de cada
» individuo

tingiu critério d
parada?

Sim

Mao

4

Seleciona os 50% da
populacio com maior
fitness.

!

Constrdi rede
bayesiana baseada
nos individuos
selecionados.

!

Gera individuos da
“—nova geracao, baseado
na rede bayesiana

Figura 3.1: Fluxograma do BOA
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Figura 3.2: Exemplo de rede bayesiana modelando variaveis relacionadas em
cromossomos de 6 genes

Para obter a rede Bayesiana, o BOA utiliza um algoritmo capaz de criar a
rede a partir do conjunto de individuos selecionados. Um algoritmo capaz de
realizar tal tarefa é o algoritmo K2 [1]. Este algoritmo admite inicialmente
uma rede sem arestas e, entao, utiliza uma métrica (que indica quao bem a
rede bayesiana atual representa as correlagoes entre os genes) em conjunto
com uma estratégia gulosa, para adicionar as arestas entre os nds que pos-
suem relacoes. Para cada né da rede, é buscado o conjunto de nés pais que
ocasiona no melhor valor da métrica calculada. A saida do algoritmo é, para
cada um dos nés da rede, um conjunto de nés pais.

A métrica utilizada pelo K2 é segue a seguinte férmula:

- (’I“ P 1)' - |
P(Bs, D) = P(B;) HH (Nig + 1 — 1)! HNijk.
i=1 j=1 k=1

onde,

P(By): Fator utilizado para se utilizar conhecimento prévio, caso esse exista.
Caso essa informagao nao exista, o valor adotado é 1.

n: Numero de variaveis Xj.

¢;: Numero de possiveis combinagoes para os valores dos pais de Xj;.

r;: Numero de possiveis valores associados a variavel X;.

Nijir: Numero de casos em D onde cada varidvel X; tem o valor vy, e m;
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Entrada: Rede a ser preenchida com n nds, lista de arestas z disponiveis, limite de u pais por
no, conjunto m; de pais de cada né e conjunto D de cromossomos reprodutores.

’ Saida: Rede bayesiana criada a partir da identificacao dos pais de cada no.

Inicio
Para i <-0 até n faca:
Vatwal < g(i,m;); //Varidvel Vya recebe o valor atual dado pela métrica
PodeContinuar < True;
Enquanto PodeContinuar = True e |m;| < u, faca:
Para todo z faca: //A insercao de cada aresta z disponivel serd testada
Vaovo <= (1,7 U 2); // Viovo recebe o valor da métrica com a possivel nova aresta.
Se Viovo > Viatuar €ntao:
‘/atual — Vnovo
T —m Uz
Senao
PodeContinuar < False
Fim Se
Fim Para
Fim Enquanto
Fim Para
Fim

Tabela 3.1: Pseudo-cédigo do algoritmo K2
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(conjunto dos pais de X;) ¢é instanciado como wj;.

Porém, devido a abordagem gulosa do método, essa métrica nao precisa
ser calculada por completo a cada passo. E calculado apenas o resultado da
adicao da nova aresta a rede, que é dado pela férmula:

qi (7" o 1)| Ti
gli,m) = : - Niji!
]‘1;[ (N,J + 71— 1)' }H

Como a utilizacao de fatoriais resulta em niimeros muito grandes, deve ser
utilizada a forma logaritimica da férmula na implementacao do método, de
modo a evitar erros por overflow. A forma logaritima é obtida ao substituir
g(i,m;) por log(g(i,m;)), o que resulta em:

log(g(i,m;)) = In((r; — 1)) — In((Ni; + i — DY) + > Nyg!

k=1

3.2 Tabelas de probabilidades

Uma vez criada a rede bayesiana, é gerada uma tabela de probabilidade para
cada um dos genes, que baseado na frequéncia das combinagoes de genes
no grupo de reprodutores, armazena a probabilidade de valor de cada gene
condicionada as probabilidades dos genes dos quais ele depende. Primeira-
mente, sao preenchidas as tabelas dos genes que nao dependem de nenhum
outro (a natureza aciclica e direcionada das redes bayesianas garante que
haja no minimo um né que nao dependa de nenhum outro). Nesses casos,
apenas a frequéncia do gene na populagao é armazenada. A Figura 3.3 ilustra
como as tabelas de probabilidades de alguns genes de um grupo hipotético
de reprodutores sao preenchidas apds a geragao da rede bayesiana. Note que
na figura nao esta representada a rede bayesiana inteira, apenas um subgrafo
conexo da mesma.

3.3 (Geracao da nova populacgao

Uma vez preenchidas as tabelas de probabilidades de cada gene, as mesmas
sao utilizadas para a criacao dos individuos da nova geragao. O processo é
similar ao do ECGA, porém, como parte dos genes tém suas probabilidades
condicionadas ao valor de outros, a ordem na qual os genes sao preenchidos,
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Selecionados

1111111
: 111010
3 ]011111
4 1110111
5 (111110

6 011011
71010111
8 110011
9 1111000
10011101
11101001
121101001
13111000
14 011100
15101001
16 101111
17110011
181101001
19010100
200001001

| Tabela de Probabilidades do Gene 1 |
P()(]_ = U) ="' ’fl-g(j =35%
P(JYL = l) :l:{ ’fl-‘](j = (35[}/(

depende de

Tabela de Probabilidades Condicionadas do Gene 4
P(X,=0/X,=0)=2/; =28,6%
PX,=0X,=1)="/13=69,2%

P(X4 = l‘.’{]_ = []) =7 ’r';' = ?ll%
PX,=1X,=1)="/13=30,8%

| e

| Tabela de Probabilidades Condicionadas do Gene 5 |
P(X;=0]X;=0,X;, =0)=" /3 =50%
P(X;=0X,=0,X,=1)=" /5 = 60%
P(X;=0|X;=1,X,=0)=° /3 =066,7T%
PX;=0X;=1X,=1)="/,=0%
P(X;=1]X,=0,X;, =0)=" /3 = 50%
PX;=1X,=0,X,=1)=2 /5 = 40%
P(X;=1X;=1,X,=0)= /3= 33,3%
PX;=1X;=1,X,=1) =/, = 100%

Figura 3.3: Geracao de Tabelas de probabilidade a partir de redes bayesianas
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‘ Tabela de Probabilidades do Gene 1 ‘
P(X, =0) =" /20 = 35% |
P(X,=1) =" /3 = 65% |

‘ Tabela de Probabilidades Condicionadas do Gene 4 ‘
P(X, = 01X, =0)=2/; = 28,6%
P(X,=01X; =1)=" /135 = 69,2%
P(Xy=1X,=0)="/; =7T1,4%
P(X,=1|X;=1)=" /13 =30,8%

‘ Tabela de Probabilidades Condicionadas do Gene 5 ‘
P(X;=0[X;=0.X,=0) =" /2 =50%
P(X;=0[X; =0.X4=1) = /5 = 60%

P(X; =0/X; =1,X,=10) =% /5 = 66, 7%
P(X; =0 X1 =L X.=1) ="/, = 0%
PXs=1X,=0,X,=0)=" /o =50%
P(X; —1[X; —0,.X;—1) =2 J5 — 10%

P(X; = 1]X1 = 1,X, = 0) =% /o = 33,3%

PX;=1X,=1,X,=1) ="/, = 100%

— =T

1 X X 11 X

3

Figura 3.4: Geragao de um individuo a partir das Tabelas de probabilidades

depende da topografia da rede bayesiana. Inicialmente sao preenchidos os ge-
nes que nao tém nenhuma dependéncia, seguidos pelos genes que ja tiveram
suas dependéncias preenchidas, até que todos os genes tenham sido preenchi-
dos. A Figura 3.4 ilustra a sequencia na qual as tabelas geradas na Figura
3.3 sao utilizadas no preenchimento do cromossomo de um novo individuo.

3.4 Critérios de Parada

O BOA segue a mesma linha de filosofia do Algoritmo Genético e do ECGA:
Criagao, avaliacao por uma funcao de fitness e evolucao de uma populacao.
Portanto, os critérios de parada desses algoritmos também se aplicam ao

BOA.
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Capitulo 4

Algoritmo Filogenético (PGA)

Diferente dos algoritmos vistos anteriormente, o Algoritmo Filogenético (PGA,
do inglés Phylogenetic Algorithm) [9] nao é iterativo, como é ilustrado pelo
fluxograma da Figura 4.1. Seu modelo probabilistico é baseado em estruturas
chamadas “drvores filogenéticas” [4], que em biologia evolutiva sao utiliza-
das para descrever as ramificagoes evolutivas das espécies, como ilustrado na
Figura 4.2

No ®GA, sao executadas a geracao de populacao inicial e selecao de repro-
dutores, da mesma maneira que no AG. Uma vez selecionados, é executado
um método que mede a distancia entre as variaveis utilizando uma métrica
chamada “Mutual Information”, e cria uma tabela com essas distancias.
Essa tabela de distancias é passada como entrada para um método chamado
“Neighbor Joining”, que cria uma arvore filogenética em forma de estrela,
cujos ramos sao os building blocks. Ao final da execucao do Neighbor Joi-
ning, todas as combinagoes de building blocks e todos os maximos globais da
funcao sao encontrados. Para se obter o valor 6timo da mesma ¢é utilizada
uma busca gulosa nos building blocks encontrados.

4.1 Criacao de matrizes de distancias

A distancia entre duas variaveis no ®GA é dada pela férmula:

dX,Y)=H(X,Y) - I(X,Y)

! Adaptada de http://professornandao.blogspot.com/2008/05 /rvores-filogeneticas.html
(Acessado em 08/11/2010)
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Inicio !
Gera populacio inicial

I

Seleciona amostra
significativa de bons
individuos

v

Gera Matriz de Distancias
por Mutual Infarmation

A 4

Gera Anore Filogenética
por Meighbor Joining

I

Identifica Building
Blocks

}

Encontra solugio por
busca exaustiva

Fim

Figura 4.1: Fluxograma do ®GA.
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Figura 4.2: Exemplo de aplicacao de arvore filogenética em biologia evolutiva.
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/X[ X [ X% [ ] X |

Vi || X, Y)) | A0, | | (X Vh)
Y, X0, Y, | d(Xa, Vo) | - | d(Xn, Vo)

Tabela 4.1: Individuos da segunda geracao e seus respectivos fitness

onde I(X,Y) é a métrica Mutual Information, dada por:

1(X,Y) =33 py*log (p—ﬂ>

i€eX jey Pi * p;

onde, X, Y: Variaveis aleatorias.

pi;: Probabilidade conjunta das varidveis X e Y assumirem respectivamente
os valores i e j.

p; € pj: Probabilidades Marginais das varidveis X e Y. Quando p; ou p;
forem iguais a zero, assume-se que a fungao I(X,Y’) também é igual a zero,
para evitar a divisao por zero.

e H(X,Y) é o valor de Entropia [2], dada por:

HX,)Y)=—- Z Z P(z,y)logs[P(z,y)]

zeX yeyY

Os valores de I(X,Y’) obtidos com essa métrica sao as distancias entre
duas variaveis para aquele grupo de individuos selecionados. Esses valores
sao utilizados para preencher uma matriz de distancias como a ilustrada na
Tabela 4.1.

4.2 Neighbor Joining

Utilizando a matriz de distancias D,, criada no passo anterior, o Neighbor
Joining cria uma arvore filogenética. Inicialmente, a arvore € inicializada com
um vértice artificial chamado “—1”como raiz, com todos os outros vértices
ligados a ele, como é ilustrado na Figura 4.3.

Entao é calculado o valor da divergéncia da rede para cada variavel i €
N ={1,2,...n}, dada por:
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Figura 4.3: Estado inicial de uma arvore-estrela criada a partir da matriz de
distancias.

#1
e é gerada uma nova matriz M, ; onde:

R+ Rj
n—2
Nessa nova matriz, ¢ identificado o menor valor de M;; e as varidveis
correspondentes a esse valor sao retiradas da matriz D,, original e agrupadas
sob um novo no u, cuja distancia entre u e as demais variaveis é dada por:

Mij = Dij —

Du@' _ Da,i + Db,i - Da,b
’ 2
onde,
a,b: nos retirados da arvore e agrupados sob o novo né w.

e a distancia S dos nds a e b ao n6 u sao dadas por:

D,y R,— Ry
Sau =
“T Ty T _2)
Dab Rb - Ra
Spu =
> 2 2(n—2)
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Figura 4.4: Criacao de arvore filogenética por Neighbor Joining.

A Figura 4.4 ilustra os passos do método Neighbor Joining a partir uma
arvore-estrela criada a partir de um cromossomo formado por 4 genes. Apds
cada a iteracao desse método, a dimensao da matriz D é diminuida de uma
unidade. Esse procedimento é repetido até que a matriz D tenha dimensao
1. Nesse momento, a raiz “—17¢é retirada e a arvore filogenética esta pronta.

4.3 Poda da arvore

Uma vez gerada a arvore filogenética, é necessario fazer uma poda para se
identificar os building blocks. Dentre os véarios métodos existentes para se
decidir onde serd feita a poda, uma opgao é o Average Thresholding [9],
onde simplesmente é feita a média dos valores das arestas da arvore e sao
removidas as arestas cujos valores sejam maiores que a média. Cada uma
das sub-arvores resultantes da poda é um building block. A Figura 4.5 ilustra
a poda de uma pequena arvore filogenética utilizando o método Awverage
Tresholding.
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Figura 4.5: Poda de arvore filogenética por Average Thresholding.

4.4 Busca da solucao

Uma vez identificados os building blocks varias abordagens podem ser utili-
zadas para se buscar o valor 6timo da fung¢ao, como por exemplo uma busca
gulosa. Nessa busca, é selecionado o cromossomo de maior valor de fitness
da populacao. Entao, para cada um dos building blocks identificados, sao
testadas todas as combinagoes de genes possiveis. O building block manterd
a combinacao de genes que obtiver o maior valor de fitness. Os genes do cro-
mossomo apos essa busca ser efetuada em todos os building blocks constituem
o valor 6timo da fungao.
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