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 Algoritmos evolutivos implementam um processo estocástico e
dinâmico, inspirado em princípios da evolução natural, que
manipula, simultaneamente, uma população de soluções de forma
a obter melhorias contínuas em um problema de otimização.

 Três operadores principais: Seleção, Recombinação e Mutação;

 Recombinação e Mutação são responsáveis pela exploração e 
explotação, respectivamente, do espaço de busca;

 Regiões próximas aos indivíduos selecionados terão maiores 
probabilidades de serem exploradas.

Introdução

4

Introdução

5

 Algoritmo genético
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 Duas limitações associadas aos algoritmos genéticos:

 A definição adequada dos operadores de mutação e
recombinação de código genético para cada tipo de
problema, bem como os valores para seus parâmetros;

 A ausência de um mecanismo capaz de extrair e utilizar
conhecimento sobre as regularidades do problema por meio
de soluções promissoras.
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 Em muitos casos, as variáveis do problema se relacionam,
formando subconjuntos que representam soluções parciais de
boa qualidade, os building blocks (Goldberg; 1989).

2 3 3 2 1

2 0 ? 0 1

2 1 3 0 3

2 1 3 0 2

2 0 3 2 1

Soluções com bom fitness:
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 Blocos construtivos
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 Deceptive problems. Exemplo: trap5

Bloco construtivo:  “11111”
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 Algoritmos genéticos canônicos frequentemente rompem os blocos
construtivos e, desse modo, tendem a tornar o processo de busca
por boas soluções menos eficaz;

 Holland (1975) já havia reconhecido que, se a interação das variáveis
(linkage information) fosse utilizada, certamente traria benefícios ao
AGs.

 Possíveis abordagens para contornar o problema:

 Mudança na representação das soluções e criação de operadores mais
específicos: altamente dependente do problema;

 Deixar que o próprio algoritmo descubra as relações existentes entre as
variáveis usando informações estatísticas extraídas a partir das melhores
soluções.
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 Algoritmos de estimação de distribuição (AEDs) são métodos
evolutivos que utilizam técnicas de estimação de distribuição ao
invés de operadores genéticos.

 Geram-se modelos de distribuição no espaço de busca que
identificam suas regiões promissoras;

 Novos indivíduos são amostrados a partir do modelo estimado:
 Gere toda a população a partir deste, ou
 Uma parcela a partir do modelo e outra aleatória (aumentar diversidade).

 Assim como em AGs, regiões próximas aos indivíduos selecionados
terão maiores probabilidades de serem exploradas.
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Algoritmo Genético Algoritmo de Estimação 

de Distribuição
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 Características:
 Manipulação de blocos construtivos;

 Controle explícito das dependências entre as variáveis;

 Busca mais robusta: sem muita variação de desempenho 
a cada execução;

 Redução acentuada no número de avaliações de função 
necessárias;

 Eliminação da preocupação com os melhores operadores 
evolutivos e seus parâmetros.

Ao projetar um AED:

1) Que modelo probabilístico adotar?

2) Como gerar este modelo probabilístico?

3) Como usar o modelo probabilístico para 
gerar novas soluções?
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 A estimação da distribuição de probabilidade
conjunta associada às variáveis, a partir de soluções
promissoras selecionadas, constitui o ponto chave
destes algoritmos.

 Um balanço entre a precisão desta estimação e seu 
custo computacional é necessário.
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 AEDs são classificados em relação à complexidade do 
modelo probabilístico empregado.

 Complexidade está ligada à capacidade de representar as 
dependências das variáveis.

 Modelos sem dependência

 Modelos com dependências aos pares

 Modelos com múltiplas dependências

 Modelos de mistura
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 Modelos sem dependência
 Supõe que as variáveis do problema são independentes.

 Fatora-se a distribuição de probabilidades conjunta em n
fdps univariadas.

 Abordagens simples e de baixo custo computacional.

 Necessidade de estimar apenas os parâmetros do modelo.
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 Exemplos de algoritmos:

 Population Based Incremental Learning (PBIL) (Baluja, 1994);

 Stochastic Hill Climbing with Learning by Vectors of Normal 
Distributions (SHCLVND) (Rudlof & Köppen, 1996);

 Univariate Marginal Distribution Algorithm (UMDA) 
(Mühlenbein, 1997);

 Reinforcement Learning Estimation of Distribution Algorithm 
(RELEDA) (Paul e Iba; 2003);

 Estimation of Distribution Algorithm Using MRF (DEUM) 
(Shakya et al.,2004).
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 Modelos com dependências aos pares
 Considera-se que as variáveis possuem dependência de, no 

máximo, uma outra variável. Ex: Cadeias de Markov e 
árvores de dependências.

 Compromisso entre precisão e custo computacional.

 Necessita obter a estrutura do modelo, além da estimação 
dos parâmetros.
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 Exemplos de algoritmos:
 Mutual Information Maximizing Input Clustering (MIMIC) (De 

Bonet et al., 1997); 

 Combining Optimizers with Mutual Information Trees (COMIT)  
(Baluja e Davies; 1997);

 Bivariate Marginal Distribution Algorithm (BMDA) (Pelikan & 
Mühlenbein, 1999).
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 Modelos com múltiplas dependências
 Não realiza qualquer suposição sobre as dependências das 

variáveis. Todas as dependências serão modeladas. Ex.: 
redes bayesianas e redes gaussianas.

 Produz estimativas mais completas, mesmo à custa de um 
maior custo computacional.

 Necessita obter a estrutura do modelo, além da estimação 
dos parâmetros.
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 Exemplos de algoritmos:
 Bayesian Optimization Algorithm (BOA) (Pelikan et al. 1999);

 Markov Network Estimation Distribution Algorithm (MD-EDA) 
(Santana; 2005); 

 Hierarchical Bayesian Optimization Algorithm (hBOA) (Pelikan; 
2005);

 Extended Compact Genetic Algorithm (ECGA) (Harik et al.; 2006).
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 Capturando a dependência entre as variáveis
 Dependências podem ser extraídas via testes estatísticos, 

como o teste Chi-quadrado de Pearson, ou outras medidas, 
como a entropia.

 Outra abordagem é utilizar a metodologia de busca e 
pontuação:

 Aplica uma modificação na estrutura de dependências e avalia 
o resultado através de alguma métrica, como um critério de 
informação (AIC , BIC, entre outros).

 Em espaços com alta dimensão a metodologia de busca e 
pontuação é preferida.
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Desempenho do BOA no Trap-5, em termos de 
número de avaliações de fitness.

Resultado médio sobre 30 execuções
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 Modelos de mistura
 Modelos flexíveis que manipulam intrinsecamente a

dependência das variáveis, além de capturar a
multimodalidade do espaço de busca.

 Algoritmo EM treina conjuntamente a estrutura e os
parâmetros do modelo de mistura.

 Necessário informar o número de componentes.
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 Exemplos de algoritmos:
 Adaptative Gaussian Mixture (AMix) (Gallagher et al., 1999);

 Estimation of Mixtures of Distributions Algorithm (EMDA) 
(Pena et al., 2001);

 Online Gaussian Mixture Model Algorithm (EDAOGMM ) 
(Gonçalves & Von Zuben, 2011).
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Grafo em que:

- Nós representam variáveis aleatórias

- Arcos denotam relação de dependência entre as variáveis

- Cada nó possui uma distribuição de probabilidades

Grafo acíclico direcionado

Aplicações nas mais diversas áreas

Variáveis discretas: rede bayesiana

Variáveis contínuas: rede gaussiana

31

Modelos gráficos probabilísticos Rede bayesiana

Distribuição conjunta:

32

De forma mais geral:

Distribuição conjunta:

33

De forma mais geral:

Rede gaussiana

1 0 0 1

1 1 1 0

0 1 0 0

1 1 0 0

Conjunto 

de Dados
X1

X2

X3

X4

P(X3|X1X 2)

P(X4|X3)

P(X1)

P(X2)

ESTRUTURA + PARÂMETROS

A partir de um conjunto de dados

34

Aprendizado

Estrutura + Parâmetros: Rede bayesiana
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Câncer

Fuma

Bronquite

P(F=s)   P(F=n)  

0.4 0.6

F     P(C=s)   P(C=n)  

s          0.7 0.3

n 0.1         0.9 

F     P(B=s)   P(B=n)  

s          0.8 0.2

n 0.3         0.7 

Aprendizado

BUSCA E PONTUAÇÃO

Aprendizado visto como um problema de 

otimização:

• espaço de busca

• mecanismo de busca

• avaliação das soluções encontradas

36

Aprendizado



23/05/2011

7

Mecanismo de busca: algoritmo não 

populacional

37

Aprendizado

Métrica de avaliação:

38

Rede bayesiana: Bayesian Dirichlet

Rede gaussiana: Bayesian Information

Criterion (BIC)

Aprendizado
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Aprendizado
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 Alguns exemplos de aplicação dos AEDs:

 Seleção de atributos

 (Inza et al.; 2000), (Cantú-Paz; 2002)

 Evolução de pesos de redes neurais MLP

 (Gálic e Höhfield, 1996) e (Cotta et al.; 2001)

 Geração de regras SE-ENTÃO para sistemas nebulosos

 (delaOssa et al.; 2009)

 Expressão gênica

 (Peña et al.; 2004) e (Palacios et al.; 2006)
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 Estrutura de proteínas

 (Santana et al.; 2004) e (Santana et al.; 2008)

 Redes gênicas, análise de DNA e outras aplicações

 (Armañanzas et al.; 2008)

 Otimização multiobjetivo
 (Thierens e Bosman; 2001) e (Laumanns e Ocenasek; 2002)

 Otimização Dinâmica

 (Fernandes et al. 2008) e (Gonçalves & Von Zuben, 2010)
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 AEDs vêm ganhando bastante atenção nos últimos anos, 
principalmente pelos ótimos resultados alcançados em uma 
gama de aplicações práticas;

 Geralmente os AEDs necessitam realizar uma quantidade 
menor de avaliações de função do que outras meta-
heurísticas;

 Disponibilidade de um ferramental matemático para tratar do 
problema de estimação de distribuição (ou densidade);

 AEDs facilitam a formulação de provas de convergência;

 Há provas de convergência para diversas classes de AEDs.

Considerações finais

46

 Algumas limitações dos AEDs
 Dependendo do modelo probabilístico, o AED pode ter um 

custo computacional elevado;

 Necessidade de controle de diversidade na população;

 Qualidade do modelo influencia diretamente no  
comportamento do algoritmo.

 Problemas de dimensão elevada;

 Quantidade de dados disponíveis para a estimação do modelo.
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 Desenvolver AEDs eficientes e com baixo custo 
computacional;

 Hibridizações com outras técnicas e metaheurísticas, 
como emprego de busca local e múltiplas populações;

 Controle dinâmico da diversidade na população;

 Desenvolvimento de AEDs com modelos online e 
incrementais (redução do custo computacional da 
reestimação do modelo a cada geração);

 AEDs paralelos.
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