O Multi Layer Perceptron (MLP)

. Multiplas entradas / Multiplas saidas / Multiplas camadas
. Variaveis (internas e externas) analdgicas ou digitais
. Relacdes lineares ou nao lineares entre elas

Proc. Nao Linear de Sinais

Decisdo
.
e

U
)

Estimacao

Ll

A
‘ Kolmogorov, Cybenko (~1990)

© Prof. Emilio Del Moral Hernandez

Resumindo os aspectos conceituais principais

1) N&o linearidade com a fung&o neural sigmoidal

2) Possibilidade de conjugar na mesma estrutura ...
- Calculos digitais
- Calculos lineares multivariaveis
- Fungdes genéricas nao lineares multivariaveis

3) Comportamento adaptativo com aprendizado através
de exemplos

. Problemas complexos, multidimensionais, n&o lineares
e mesmo aqueles sem teoria conhecida

. Decisao automatica, estimacao, reconhecimento de
padroes, classificagao, processamento nao linear de
sinais, clustering multidimensional ...

© Prof. Emilio Del Moral Hernandez




Um hipotético universo de variaveis inter-
dependentes, passivel de modelagem/ens

NG

Anos de Numero de

educagao filhos
formal (x;)
Anos de vida Dias de
(“y” continuo) Frequenila Férias / ano
em eventos
. sociais
Grau de Frequéncia
periculosidade  Volume de om gventos
da atividade (x,) bens ‘o
- artisticos
< familiares (x,) }

© Prof. Emilio Del Moral Hernandez

A funcgao y(X) “a descobrir’, num caso geral de
funcao continua y(X) ....

+1.0
0.0

1.0 X
- ESTIMADOR ;
- MODELAGEM POR
\\\ MAPEAMENTO X—y

T

X__/>

— Y  (..VALORES
— CONTINUOS!!!)
4' S: sistema regido por ﬁ
fungdo F genérica, y=F(X)

(ou y=F(X) + erro “pequeno”)

© Prof. Emilio Del Moral Hernandez




Como escolhemos
os valores dos
diversos w's ?

© Prof. Emilio Del Moral Hernandez
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O que devemos buscar quando exploramos o espacgo de
pesos W buscando que a RNA seja um bom modelo?

Devemos buscar Maximiza¢do da aderéncia = Minimo Eqm possivel

As Setas Verdes
Indicam Situacoes que

Eqm(W)
Devem ser Procuradas

A | Aderéncia do modelo aos
pares (X,y) empiricos

100% aderente

\<

baixa aderéncia

—_————  valordoEqm

Conjunto de treino em arquiteturas supervisionadas (ex
classico: MLP com Error Back Propagation)

Sistema Fisico, A computacgao desejada

Econdmico, da rede pode ser definida
B|olog|co

simplesmente através de
\, . amostras / exemplos do
X y comportamento requerido

M —_— —
Conjunto Em:i et X W) — ™)
. q MZ(yd( V)= y*)

Amostras
(X” yu) | . em loop ...

u=1

< — ‘ﬁ - AW = —nVEqm

Aprendizado: Espacgo de pesos W é explorado
visando aproximar ao maximo a computacao da
rede da computacao desejada

© Prof. Emilio Del Moral Hernandez




Exemplo de tela do ambiente MBP
definindo uma Rede Neural do tipo MLP — Topology “2-7-5-3”

3 Mtk Sace-Propagation _ ] -
2 [ClE=E
; = l = B =
A= =
SRR o

S

SO0
i ’/;'» é; ‘::;{( /> "v’ /

3 'h."’%'&ié!"}"‘

4
’ Y/ .", NS Mmiu,f
KR =
S L o T
— ['w -
innections between the input and the output layers {7&;;:...3_1
P

Escolha MLPs

© Prof. Emilio Del Moral Hernandez

Algumas Telas do MBP: acompanhando a queda do erro (RMS)
da rede neural enquanto esta aprendendo / adaptando seus pesos
(nota: O Eqm é um primo direto do RMS ... RMS = Eqm'/?)

e =0
Data fies [

P i v e B =
Test  C:'\Usersiioel\Deskiop\MBP MR BoxJenkins\151_290,dat @

o] % s ] i ] o
0.

Tranng
Toobg
o

o Leaming Rate L
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Aprendizado do MLP por
Error Back Propagation ...

AW = —n.%E qgm_

Gradiente de Eqm no espago de pesos = (0Eqm(W)/dw, , dEgm(W)/dw,, dEqm(W)/dws, ...)

Chegando as formulas das
derivadas parciais, necessarias
a Bussola do Gradiente

© Prof. Emilio Del Moral — EPUSP

Aplainando o terreno ... Para o gradiente descendente ...

Vamos falar um pouco
sobre GRAFOS?

© Prof. Emilio Del Moral Hernandez




X W ... inclui w, a w,
v e também o Vviés (W)
X, V=)(.Vv=2wixi
y =f(v)
X
w, WYY
X (———— >
W3
X3
‘ Grafo de calculos
x de para um Unico
viés no neural ...
(fixo em 1)

© Prof. Emilio Del Moral Hernandez

. erro da rede com relagao ao conjunto de treinamento como um todo;
simbologia (X* ; y*); Erro quadratico de exemplar (EqV); Erro quadratico
médio (Eqm)

Resumo de principais resultados em lousa ...

W identifica um de M exemplos de treinamento

P
Eqm = MZ(yrede(X‘u) - y'u)2

u=l

1 M —_— —
Eqm = MZ(yrede(Xﬂ, W) _y,u)Z

pu=1
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Exemplo de regressao multivariada para

estimacgao continua usando MLP

O valor do y continuo ... neste exemplo corresponde ao volume de consumo
futuro num dado tipo de produto “A” a ser ofertado pela empresa a um cliente
corrente ja consumidor de outros produtos da empresa (“B” e “C”), volume esse
previsto com base em varias medidas quantitativas que caracterizam tal individuo.

Assim, y = Consumo do Produto A = F(X,Xp, X3, X4, X5)-

Consideremos 4 variaveis de entrada no modelo preditivo neural, ou seja, temos

5

medidas em X:

X,: Idade do individuo
X,: Renda mensal do individuo

X3: Volume de clicks do individo no website de exibicao de produtos oferecidos
pela empresa

X4: Volume de consumo desse cliente observado para outro Produto B da
mesma empresa

Xs: Volume de consumo desse cliente Produto C da mesma empresa

Problema: desenvolver uma MLP para regressao continua multivariada que
permita estimar esse volume de consumo futuro y com base no conhecimento dos
X e numa base de dados de aprendizado com esses dados X e y para 350 ja
clientes de universo populacional similar ao do novo consumidor potencial.

Exemplo de dados empiricos tabulados em Excel ...

Cliente| |gade | Renda | Clics | Consumo do | Consumo do | Consumo do

(K

(x,) (x,) (x;) |Produto B (x,)| Produto C (x;) | Produto A (y)

50 78 302 958 136 9800
65 128 186 985 196 8760
57 150 221 1093 35 520
16 19 51 707 131 11640
30 75 7 29 78 9640

19 47 116 285 124 5320




=K
b B0 0B 78% = |@ [|TimesNewRoman v[24 =|mzus[E=3|" &< | Common Tesks~ |
jols Slide Show Window Help

Equivalent em .txt, em formato apropriado
para o ambiente Multiple Back Propagation ...

Consumo do | Consumo do | Consumo do
Produto B (x,) |Produto C (x;) | Produto A (y)

136
196

.| Arquivo Editar Formatar Exibir Ajuda

a
Idade Renda Clics  ConsumoA ConsumoB ConsumoA
50 78 302 958 136 9800

65 128 186 985 196 8760
cl57 221 1093 35 520

11640

Moral — EPUSP
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Avisos que detalhei na aula deV19 de marcgo
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Enunciado preliminar! Pode ser ligeiramente modificado até 21/3

Tarefa para desenvolvimento préprio e entrega até a
aula de 42 f. da Semana Santa +1(dia 4/abril)

No grafo detalhado de uma rede 3-3-1 como o da aula, identifique o peso sinaptico
“Wmeu da primeira camada definido pelo 1° digito do seu NUSP como segue:

1o digito 1: wq,; 1°digito 2: Wqg; 3: Wy ; 4: Wons 5: Wog 5 6: Woe 5 7: Wap; 8: Wag 5 91 Wag

Assumindo 100 exemplares de treino (M=100), identifique o exemplar de treino
“Umeu. @ssociado ao 2° e 3° digitos de seu NUSP como segue:
Se 2° e 30 digitos sdo 0 e 1, p = 01, se 2° e 3° digitos sdo 0 e 2, y = 02,

se2°e 3°sdo0e3,u=03...sed4e1,uy=41 ... e assim por diante
a) Fixando a entrada X da rede no exemplar empirico p , ou seja X = X! e usando
como alvo (target) empirico y = y*, e visando o calculo do gradiente do erro
quadratico, necessario ao algoritmo de gradiente descendente (EBP — error back
propagation), deduza com detalhe a expresséo analitica da derivada parcial do erro
quadratico do “seu” exemplar y., com relagéo ao “seu” peso sinaptico w,,.,, OuU seja,
calcule ( dEg*-meU/ 9 w,,,.,, ) ; revise seus conceitos de derivada parcial e use a regra
da cadeia na sua dedugéo.

b) Agora empregue a formula analitica obtida em a) para um (X#-meu, yH_meu) empirico
com valores razoaveis ao seu sistema regressor (ja criado por vocé nas atividades
de aula): defina valores numéricos e unidades das 4 grandezas envolvidas no
calculo, X", xH, X5*, e y¥, e chegue ao valor numérico de ( dEq*-"! / 9 W, )

c) Especifique o que teve que assumir em a e b (por nédo definido no enunciado).
© Prof. Emilio Del Moral Hernandez
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De onde vem o grande
poder do MLP?

© Prof. Emilio Del Moral Hernandez
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Theorem of [Kolmogorov &] Cybenko:

. Kolmogorov:

Given any F of many variables x4, X5, X3, X, ... for example, the
complicated F = [x,.sin( X, ) + log( X3)] / X, + etc ... or any other F, the
following approximation can always be obtained ...

F (X4, Xy, X3, X4 -... ) ~ linear combination and composition of a finite
(limited) number of functions g, (v) of just one variable v, and we can
have arbitrary precision in the approximation of F

. Cybenko: adapted Kolmogorov for the particular case in which the single
argument functions g, are approximated by a sum of sigmoidal functions
... he noticed that several sigmoids shifted and scaled properly can
approximate any g,(scalar argument)

Cybenko concluded that any arbitrary F CAN be
“implemented” by an ANN with sigmoidal nodes and just
1 hidden layer!!

© Prof. Emilio Del Moral Hernandez

Cybenko — Enunciado da Prova ... (premissas + resultado)

%V w Universal appro

@ | [3 enuwikipedia.org/wiki/Universa heorem )
Aplicativos @ (15) Laboratori... & Laboratorio de Google.
Croat g
Atticle. Talk Read Edit View history Q

WikipgptA ~ Universal approximation theorem
T e Eeyopeta

From Wikpedi,the fee nciloecia

inthe ofaricel o, the universal inat a feec-forward network with  single idden faer contaning a e number of neurons (¢, a mutiayer percepion), can approximate

contnuous funct mpact ubset of R, under i assumpiions o te actvation fnctin. The theorem thus staes hat simple neura nehuorks can represent a vide variel ofteres(ing functions when gven approprate paramers. t does

not touch upon the algorkthmic leamabilty of those parameters.
One of the first versions of the theorem was proved by George Cybenko in 1989 for sigmoid activation functions,

Kurt Horik showed In 19915 that t s not the specific cholce of the activation function, but rather the mulliayer feedforward architecture ltself which gives neural networks the potental of being universal approximators. The output units are always
assumed to be inear. For notational convenience, only the single output case il be shown. The general case can easily be deduced ffom the single output case.

Formal statement

]

The theorem{IEH415! in m;

Letg() be a noncon and monotont ¢ Let I, denote the it hypercube [0,1]7. The space of conlinuous functions on I, s denoted by G,). Then, given any function
Ollm) and & > 0, there exist an integer N and real constants o, b; = ™ where /= 1. ... N such that we may define

¥
F(a) = Y oup (ulz +b)
=
a5 an approximate realizaton of the functon fuhere 1S independent f ; hat s,

|F() - f(2)| < e

for all X & I, In other words, functions of the form F(x) are dense in Gl

Systoms, 2(4), 303314

sEatinis

Categories: Theorems in discrete mathematics | Artificial neural networks | Neural networks | Network architecture | Networks | Information, knowledge. and uncertainty | Applied mathematics stubs

L) Fwd- Proposta..eml ”| M Alteragdes vag...doc ¥ Mostrar todos os downloads.

© Prof. Emilio Del Moral Hernandez
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Entendamos ...

- as premissas da demonstracao de Cybenko

- a nota¢cdo nao muito familiar a n6s que ele usou

- 0 quo poderoso ¢ o resultado que ele obteve

- como com passos simples podemos estender a sua aplicacao

(ou ... relaxando algumas das (apenas aparentes) limitacoes impostas nas premissas)

© Prof. Emilio Del Moral Hernandez
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assumed to be lingar. For notational convenience, only the single out

Formal statement [edit]

The theoremZEH4E in mathematical terms:

Let g(-) be a nonconstant. bounded, and monotonically-increay
Cil) and € = 0, there exist an integer A and real constants a;,

)= i&#‘ (thI F 5:‘)
i—1

as an approximate realization of the function 7 where 7is indepq

|F(z) — fz)| <e

for all x = |, In other words, functions of the form F{x) are den
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assumed to be linear. For notational convenience, only the single out

Formal statement [edit]

The theoremZEH4E in mathematical terms:

Let @(-) be a nonconstant. bounded, and monotonically-increay
Cil) and € = 0, there exist an integer A and real constants a;,

N
T
Flz)=) ap ("'—”:' T+ bt-)
i=1
H5 an approximate realization of the function Fwhere 7is indepe

|F(z) = flz)| <e

for all x = I, In other words, functions of the form F{x) are den

assumed to be linear. For notational convenience, only the single out

Formal statement [edit]

The W[E‘IH}[EE in matnematmaﬁmsr

Let ¢(-) be a nonconstant. bounded, and monotonically-increay
(I\.} and € = 0, there exist an

G nteger A and real constants o,
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assumed to be linear. For notational convenience, only the single out

Formal statement [edit]

The theoremZEH4E in mathematical terms:

Let @(-) be a nonconstant, bounded, and monotonically-increay
Cil) and € = 0, there exist an integer A and real constants a;,
N

n approxdpate realization :_Mere fis indeps
7

|F(z) = flz)| <e

for all x = I, In other words, functions of the form F{x) are den

Cybenko — a prova matematica, disponivel para
download na internet, é bastante complexa

Mach, Comtrol Siguale Sysoems (1999) 2 30)-) 14 —| |'m 5 of Control,
.! ..' ,_._”s__",_' _' 30 G. Crbmske n
4. Results for Other Activation Functions sed are quite powerful, we
that remain (0 be answered
In this section we discuss ivati : pprox immation (or equivalently,
tion properties similar to the ones enjoyed by continuous sigmoidals. Since these dmation of 4 given quality?
Approximation by Superpositions of a Sigmoidal Function® other examples are of somewhat less practical interest, we only sketch the corre- 1 a role in determining the
suspect quite strongly that
Gi Cybenkot There interest i igmoidal functions such hnt s will require astronomical
Abstrnct. Ln this Semomateats 1041 hde L ccmmabtzces o limiters {o(x) = | for x 2 0 and e{x) = 0 for x < 0) Di that plagues
yeind et mmm_ﬂumnmumoﬂmdmmdwdlm‘ Some recent progress con-
Iheyaseal sroumated and the number
Mypercebe. oaly mild condinas Wt imposed o4 (b4 e ariadd leactor Ot ) pen and Gamba 5 [MP), ound in [MSJ] and [BH],
[y— Y p——— Ammwblbwmmn sigmoidal function. We have an analog  #ePess of the results of this
L - of Theorem 2 that goes as follows: SN ScNmOn.
hdt mighe b implomantd by woial avara! setwerta mm Let & be bownded measurable sigmoidal function. Then finite sumss of :mﬁwnlmu‘-?*m:
Koy words. Newrad secworka, Agpronmates, Complricne. = ‘erences, and improvements
Glx) = ; ao(y]x +8)
& Sapulostn are dense in L'(1,). In other words, gisen any [ & L'(1,) and ¢ > 0, there is @ sum,
A number of diverse application areas are concerned with the representation of Gix), of the above form jor which
of variable, x ¢ R,
o of e form * IG-II,.--J- 1660 - Sl dx < e T
) wralaation’, Newrsl Comput (10
L m The proof follows the proof of Theorems | and 2 with obvious changes such &8 sem usd contel, 1EEZ Comrsd
L)
where y, € R* and x,, #'¢ Rare fixed. (5" is the transpose of y 5o that y"x is the inner L) The Siscrimi ; A Cuandying learmabie promerric
s fri ' umdm::l;:l.z_(“m g b changes to the uu_:;"”h g
of the application. Our major concern is with so-called rigmoidal o' * Ao .
- dx=0
oln-{"l : :-_::' _[, olr"x + )hix) dx 1nets wsing the Rado trassform,
" for all hix) = Hodden Layers are Sulficent,
Such functions arise naturally in newral petwork theory as the activation function m“;im ford
myunnn-ummmmlm-md Usiversey. I
m%nrrr--mrmu.z[;llﬂkuzmm :luhmhmabebummu of inear combinations, SIAM J.
p ;s ” in L' implies in measure [A], we have an analog )
of Theorem 3 that goes as follows: - bl
[y ee———— s - B Troms. Acoust Spesch Supnsl
it P o D 190 OV, Coman PRS00 s D8 ot PO Theorem S, Let o be a general sigmoudal function. Let | be the decision function
senzsm Jor any finite measurable partition of I, For any & > 0, there is  finite sum of the ~ *Morward networks are univenal
Engmerring, Univerry of (lince, Urbass, [liaces #1801, USA Jorm " . ;'n.mu-_u:--n—.l
- Gt = £ aetr]x +6) e
andaset D el s0 thatmiD)> | ~cand a8

1GG) = flxll <& Jor xeD. . University of Lowsl, 1981,




