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Programa aproximado em 2016

2533 Médulo de Redes Neurais e Aprendizado - 2016

Professor Emilio Del Moral Hernandez (3o madulo, 20 Semestre)
emilio@Isiusp.br / www. Isiusp.bi/~cmitio
Lista do que pretendemos neste terceivo médulo de PSI 2533:

{partes iniciais - aproximadamente 20% do tempo serd uwsado para o entendimento de
conceitos e estruturas das redes neurais)

Entender o que ¢ uma rede nevral do tipo SLI

aeural MLP (Multi Layer Perceptron). A ideia
is biologi que equacdes ma

s ¢ de seus pesos sindpticos gjustavels.

Y (Single Layer Percepiron) ¢ o que ¢ uma rede
entendermos como elas se relacionam com as

fem, e qual o papel de suay

radas, de suas saida

¥

- Entender o diversidade de computagdes ¢ processamentos que cada uma dessas redes pode
realizar processamentos lneares: nho Uneares; digitais; analdgicos: mistos, conjugandy todas
essas classes. Conhecer & universalidade / generalidade das computagdes / processamentos
realizados pelo MLP. tanto em processamento de informagio para o reconhecimento de padrdes
quanto em processumento de informagio envolvendo regressao multivariada, fusio de varidveis
& estimagdo de grandezas a partir de outeas. Discutir alguns casos interessantes de aplicagio.

3- Entender o voncelto de otimizagdo dos pesos sindpticos para a representagiio, na rede MLP, de
dades empiricos associados a mm problema de modefagem, de regressiio ou de reconhecimento
de padifies, e de maximizagio de desermpenho dessa modelagem por minimizagio de erro
quadritico. Entender o conceito de generalizacho o partiy dessa representagdo. Relwiomtr todos
estes elementos com o cendrio conceitual de aprendizado de mdquina {machine learning).
Driscutic alguns casos coneretos de dadns empincos usados no treinamento de redes nevras

>
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Programa aproximado em 2016

(parte central - aproximadamente 70% do tempo, dedicado ao entendimento matematico e
computacional da rede neural MLP)

4

Desenvolver conjuntamente (professor e classe) a matemdtica de otimizagfo de pesos sindpticos
de uma rede neural MLP exemplo, com base no gradiente descendente para a minimizagio do
erro quadratico da RNA. Chegaremos a entender todos os detalhes do algoritmo de aprendizado
por “Error Back Propagation™ para uma MLP exemplo e um conjunto de treino genérico.

Ser capaz de refazer autonomamente essa matemdtica (autonomamente quer dizer. pelo/a
aluno/a, como parte de exercicio), adaptando-a adequadamente a qualquer outra rede neural
MLP diferente da vista em sala, com diferentes nimeros de nds, diferentes fungdes de nio
linearidade nos nds e diferentes mimeros de entradas e saidas na rede. Discutir casos de
aplicacoes de redes neurais com tais variagoes com relacio a MLP exemplo. Entender o
conceito de conjunto de teste.

Exercitar autonomamente, como parte de exercicio, uma rede neural simples no ambiente de
simulagio computacional MBP ou Matlab.

(aprox. 10% do tempo, a anilise de requisitos de implementacao em software e em hardware)

7.

Relacionar os resultados mateméticos dos estudos realizados com a estruturacio geral de codigo
para o aprendizado e a execugiio de uma rede neural. ¢ — em havendo tempo — com alguns dos
requisitos gerais de hardware para embarque ou integragio (em Cl) de uma rede neural MLP.
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... forma de trabalho e outras infos ...

Para informes administrativos, usarei: o Moodle STOA + avisos escritos em lousa na aula + e

e-mails enviados a sua conta USP (endereco de e-mail listado no sistema _Jupiter

Informes administrativos dados no inicio de semestre:

Este modulo compreende as aulas entre as provas P2 e a P3, correspondendo pois ao material que
serd avaliado na P3. A P3 serd com consulta apenas a uma A4 frente e verso com anota¢des de
estudo manuscritas por vocé, identificada e assinada, e que deve obrigatoriamente ser entregue
junto com a sua prova. Temos na disciplina PSI2533 uma componente de exercicios para nota que
corresponde a 20% da nota final no curso, resultante da média com todos exercicios pedidos nos
trés modulos. Além dos exercicios com nota, exercicios para treino e estudo complementares
poderio ajudar no seu aprendizado e no bom desempenho nas avaliagdes (P3 e Exs).

As anotacoes de discussoes em aula e desenvolvimentos feitos em lousa tém se mostrado muito
tteis ao aprendizado nos diversos anos anteriores, complementando os slides e outros materiais de
apoio utilizados (PDFs e impressos eventualmente distribuidos em sala). Um item de estudo
OBRIGATORIO _AUTONOMO refere-se 2 revisio detalhada dos seguintes trés topicos
previamente aprendidos por todos: 1) O Método do Gradiente Descendente; 2) Derivadas
Parciais; e 3) Regra da Derivada da Cadeia de Miiltiplos Estdgios.

A referéncia mais ampla em redes neurais que recomendo ¢ o excelente “Neural Networks: a
Comprehensive Foundation” — de Simon Haykin. Ele ¢ disponivel na nossa biblioteca, em
portugués. O material que se planeja cobrir estd contido nos 4 capitulos iniciais desta referéncia.
Outras referéncias: o livro em portugués do professor Zsolt Kovacs, também disponivel na
biblioteca; além destes livros aqui destacados, hd diversos materiais introdutérios disponiveis na
web, os interessantes tutoriais para uso do ambiente MBP (Multiple Back Propagation) disponiveis
na internet, e livros diversos na nossa biblioteca.

Bons estudos! >
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Computacao Bioinspirada, Computacao Neural e
Eletrénica Neuromérfica

. Conjuga capacidades da inteligéncia biol6gica com
0s ambientes de computacao, de processamento
embarcado, de sensoriamento e de controle
automatico

. Emprega diferentes estratégias e metodologias,
frequentemente integradas em sistemas hibridos

. Muitas vezes as duas seguintes vertentes caminham
juntas (e particularmente em neurocomputagéo):

1) Inspirar-se nos sistemas biolégicos para delineamento de
novos modelos de computacao

2) Emular ou subtituir parcialmente as capacidades dos
sistemas biol6gicos

>
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Elencando alguns empréstimos da biologia

. Redes Neurais Atrtificiais — nosso foco s
- O processamento nao linear dos neurdnios e
_ A plasticidade sinaptica e o aprendizado

. Légica “Fuzzy” (Logica Nebulosa)
_ A representagao de informagao imprecisa — fungdes de -

pertinéncia (conjuntos nebulosos)

. Computacao Evolucionaria

- A terminologia e os conceitos da evolucao bioldgica: uma
populacdo composta por diversas solugdes potenciais de
um problema é refinada e evolui em novas geracoes, que
correspondem a novas populacoes de solucdes potenciais,
cada vez melhores

>
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Redes Neurais Artificiais

S3o: sistemas computacionais, de implementagdo em hardware ou
software, que imitam as habilidades computacionais do sistema
nervoso bioldégico, usando um grande ndmero de processadores
simples (neurénios artificiais) e interconectados entre si.

Emprestam da biologia:

« A estrutura de processamento microscépico (processamento de
informacao de neurénios individuais)

« Em algum grau, aspectos da organizagédo de redes neurais
bioldgicas — como os neurénios se interligam

« O aprendizado através de exemplos (através de casos)

>
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Fundamentos ... O neurdnio bioldgico

Dentrites

Axon
(active cell

Axon membrane)
Hillock

Prof. Emilio Del Moral Hernandez

Action Potential generation and Propagation
(Potenciais de Acdo = nome técnico dos pulsos neurais)

A Potenciais de Acao
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Sinapses

.1 Synapse

Conexdes Sindpticas ... podem ser excitatorias ou inibitdrias,
mais fortes ou mais fracas, mais lentas ou mais rapidas, ... de
acordo com o tipo (dopamina, serotonina, etc ...) € com a
quantidade de neurotransmissores envolvidos.

Conceitos de Peso Sindptico e de Plasticidade Sindptica

>
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Spike reception: EPSP, U>|  threshold
summation of EPSPs [~ """ TTTTATTTTTC 9

Threshold ?Spike emission

: : [
(Action potential) =
L I

Spike reception: EPSP

Phenomenology of spike generation
(Slide from Gerstner’s webpage)

>
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Integrate-and-fire Model and the Electronic Version

Spike emission

d . ,
T —Uu. =—Uu. + Rl(t) linear (Slide from Gerstner’s
l l webpage)

U, (l‘ ) = U = Fire+reset threshold
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Sinal gerado por circuito com transistores CMOS,
para codificacdo por pulsos neurais individuais

Potencial de acao gerado por neurénio CMOS
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Grupo ICONE-EPUSP-PSI
Trabalho de pos graduagdo de Julio Cesar Saldaiia
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Circuito neuromorfico para codificacao temporal
de informagéo, em redes neurais pulsadas

I I I

Prof. Emilio Del Moral Hernandez
Grupo ICONE-EPUSP-PSI
Trabalho de pds graduagdo de Julio Cesar Saldaiia
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Codificacao de informacao em neurdnios
bioldgicos

. Frequencial

. Phase

. Sincronizacao
« 7?? Outros 77?7

- Os modelos neurais mais classicos >>>
Predominantemente codificagdo FREQUENCIAL!!!!
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Estudando a relacdo nao linear entre volume de
estimulo e volume de atividade de saida

Potenciais de Agdo

A
Freq. De Pulsos Saturacao
(potenciais de agao)

(Freq. Sat.)
Depolarizagédo da

Estimulo Sublimiar Membrana
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Modelando a Relacao Entrada / Saida do neurénio

incluamos

uma funcao de

Funcao =
/ transferéncia

x0 de Soma

Entradas x1 Saida i

Funcao de
Transferéncia
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Temos pois duas componentes de calculo
complementares no neuronio:

1) Uma linear (soma ponderada das
entradas)

2) Outra nao linear (Funcdo de
transferéncia da classe sigmoidal)
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Computacgao linear e néo linear,
com codificacao frequencial

Saturacao

(Freq. Sat.) ‘

>
>

Volume de
Estimulos Estimulo
Sublimiar
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Computacgao linear e néo linear,
com codificagao frequencial
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O Perceptron Digital: y=signal(X w; x; - 6)
(funcao de transferéncia tipo “degrau”)

. Viabiliza a classificagdo de padrdées com
separabilidade linear

. O algoritmo de aprendizado adapta os Ws de forma a
encontrar o hiperplano de separacdo adequado

. Aprendizado por conjunto de treinamento

Exemplos - de
Pares (x0;x1) -
da classe A

Hiperplano
Separador

X
Prof. £milio Del Moral Hernandez
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E se a saida do nosso problema nao for digital?
O “Perceptron Continuo”: y=tgh(Z w; x; - 6)

. Que problemas de entradas continuas conseguimos
atacar usando uma fungéo de transferéncia tangente
hiperbdlica)

Hiperplano i
em que y=0 P

v
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Cbémputos mais complexos ... sdo realizados
pelo encadeamento de varios neurdnios

Dendritos \

&
/ N

A conexao entre um axonio de um neurdnio € um
dendrito de outro € denominada Sinapse

Prof. Emilio Del Moral Hernandez
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Trés arquiteturas neurais importantes
PS12533 (abordadas em pésgrad — PSI 5886)

1) MLP 2) Meméria 3) Mapas Auto-
- Multi Layer Associativa Organizaveis
Perceptron de Hopfield de Kohonen
\ O \ O \ S \ - M
WWWW AN ol ==lvavallle
AN NN B 1 A
ORI | R
AW AW AN A A g@g

.
.
ENTRADA;
H
XN
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Outras funcdes de transferéncia nao linear

Hard Limiter Ramping Function
(lim ite rdpido) (fungdo de rampa)
X X
1 (—— 1
_1 y | 1 y
s<0,y=0
s <0,y =-1 0<=s<=1,y =s
s>0,y=1 sl,y=1
Sigmoide Function Sigmoide Function
(fungdo sigmédide) (fung¢do sigmédide)
2 X
l|//— 1
| y B y
y = 1/(1 +e7%) x>=0,y =1-1/(1+s)
x< 0,y =-1+ 1/(1-s)

. Com escalamento do argumento, pode-se abarcar os universos digital e
analogico / linear e ndo linear simultaneamente

Prof. Emilio Del Moral Hernandez
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Foco deste Curso:
o Multi Layer Perceptron (MLP)

. Multiplas entradas / Multiplas saidas / Multiplas camadas
. Variaveis (internas e externas) analogicas ou digitais
. Relagdes lineares ou nao lineares entre elas

Prof. Emilio Del Moral Hernandez

MBP — uma plataforma didatica para redes neurais
gratuita, de facil uso e com 12 excelentes tutoriais

site http://mbp.sourceforge.net/

E:o Multiple Back-Propagation

TuToRIAL

. Introduction (includes the MBP Algorithm)

. Creating the training and the test datasets

. Defining the topology of the neural networks

. Configuring the activation functions of the neurons
. Defining the neural network learning configuration
. Training a neural network - Part I (regression)

. Training a neural network - Part I (classification)
. Copying data and graphics

. Initialize, view, save and load the neural network weights
10. Load and save a neural network

11. Generate C code from a trained neural network

12. Analyzing the input sensitivity of a neural network

CONOUBRWN

Ambiente desenvolvido pelo Prof. Noel Lopes e colaboradores
— Instituto Politécnico da Guarda — Portugal
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Exemplo de tela do ambiente MBP
definindo uma Rede Neural

8

ot
Tran

Topogy [ |

>
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Algumas Telas do MBP
Mudando a funcao do né neural

- Vliple Back Propagaticn A s

w
09 /
[X3 //
07 /
TN s / raneg L0mc0000
< > o / Teng Lot
0 SpaceNetvork
N i, / 1 franing 0000000000
- / _ Testng 0000000000
02 S/ F(X)— -
0 14€ Weights =

‘ Generate Ccode

IIII§IIII

nput Sensitity

>
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O Multi Layer Perceptron (MLP)

Multiplas entradas / Mdltiplas saidas / Mdultiplas camadas
Variaveis (internas e externas) analdgicas ou digitais
Relagdes lineares ou nao lineares entre elas

Proc. Ndo Linear de Sinais

Decisao
s

>

Estimacao
¥ % —>

‘ Kolmogorov, Cybenko (~1990)

L —
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Resumindo os aspectos conceituais principais

1) Nao linearidade com a funcéo neural sigmoidal

2) Possibilidade de conjugar na mesma estrutura ...
- Calculos digitais
_ Célculos lineares multivariaveis
- Funcoes genéricas nao lineares multivariaveis

3) Comportamento adaptativo com aprendizado através
de exemplos

. Problemas complexos, multidimensionais, ndo lineares
e mesmo aqueles sem teoria conhecida

. Decisdo automatica, estimacao, reconhecimento de
padrdes, classificacado, processamento nao linear de
sinais, clustering multidimensional ...

Prof. Emilio Del Moral Hernandez
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x de
viés
(fixo em 1)

W ..

v =X.W= Ewixi
y =f(v)

inclui w; a ws
e também o viés (w,)

Vi)Y

Grafo de calculos
para um unico
no neural ...

>
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"
K K

Grafo de calculos
para um MLP “3-3-3-3-17,
Com 3 nés de entrada
+3 nds +3 nds +3 nos
escondidos +
+1 no de saida,

todos com viés
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.. erro da rede com relacao ao conjunto de treinamento como um todo;
simbologia (X* ; y*); Erro quadratico de exemplar (Eqg¥); Erro quadratico
médio (Eqm)

Resumo de principais resultados em lousa ...

W identifica um de M exemplos de treinamento

1 & —>
Eqm ZHZ(yrede(X”)_ y/l)Z

U=l

1 ¥ - >
Eqm=—""(yrae( X", W)= y*)?
M=

Prof. Emilio Del Moral Hernandez
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Conjunto de treino em arquiteturas supervisionadas (ex
classico: MLP com Error Back Propagation)

Sistema Fisico, A computagéo desejada

Econdmico, da rede pode ser definida
B|olog|co

simplesmente através de
\, . amostras / exemplos do
X y comportamento requerido

M - —»
Conjunto E m:i et XE W) — ™)
et q M;(y ( )= ")

Amostras

(Xll y ll) . em loop ...
x| — ‘ﬂ y AW = 7. VEqm
rede

Aprendizado: Espaco de pesos W é explorado
visando aproximar ao maximo a computacao da
rede da computacao desejada
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Algumas Telas do MBP: acompanhando a queda do erro (RMS)
da rede neural anquanto esta aprendendo / adaptando seus pesos

£ Multiple Back-Propagation
Tles

[Topoogy | R | [ outtvs

0.13

Testing  0.0506893528

Space Network
fraining 00000000000
Testng 00000000000

0 6 38 208 m 348 B3 5 55 6% E3 Input Sensitity

Prof. Emilio Del Moral Hernandez
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Ex.1 do prof Emilio (completo: STOA) ...
y Treino no MBP +

Dedugdo de férmulas de Del y,.,. / Del w
... ou de férmulas de Del Eq / Del w
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