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Ocorre principalmente quando os dados são observados ao 

longo do tempo. No caso de uma cross-section, pode ocorrer, 

por exemplo, no caso de omissão de variável relevante.

Exemplo:

* * *
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• Os estimadores de MQO continuam lineares,

não viesados, consistentes e assintoticamente

normais, mas não são mais eficientes (BLUE).

• As variâncias estimadas serão viesadas (em

geral, subestimadas).

Conseqüências
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Conseqüências

Suposições:

• : constante, não varia com i

(homocedasticidade).

•

• Os erros são independentes, ou seja,

para i ≠ j.

  2

i eVar e 

0 1 1 ...i i k ki iy x x e      

 2~ 0;i ee N 

 , 0i jCorr e e 
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Conseqüências

No caso da presença de correlação serial

teremos que,

0 1 1 ...i i k ki iy x x e      

 , 0i j i j ijCov e e E e e     
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• Gráfico de vs ordem que as observações

foram coletadas: verifica a presença de

dependência;

• Para que não haja dependência entre os

resíduos, o gráfico obtido não deve conter

seqüências muito longas de resíduos de mesmo

sinal.

Análise Gráfica

ie
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• Dados extraídos numa ordem conhecida.

• Objetivo: identificar se o erro relativo à 

observação i sofre a influência dos erros 

relativos às observações anteriores.

Série de erros:

Contexto

,...,...,, 21 ieee



9

Autocorrelação (correlação serial) de primeira

ordem: correlação existente entre uma observação i

qualquer e a observação imediatamente anterior (i-1).

Autocorrelação (correlação serial) de ordem q:

correlação existente entre uma observação i qualquer

e a observação anterior (i-q).

Autocorrelação
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Suposições:

• ui ~ N(0; u
2)

• ui independentes entre si

• ui independente de ei-1

• : número entre -1 e 1.

•  = 0  ei independentes e com variância e
2

1i i ie e u  

Modelagem da autocorrelação
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A variância do erro é constante.

Estrutura AR(1) para a Matriz de Variâncias 

e Covariâncias



0 : 0H  
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E, ainda, a correlação entre      e         é

2 2

1 1
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ˆ ˆ ˆ ˆ2
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 1
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ˆ2 1 2 1

ˆ

i i

i

e e
d

e



 

     
 




Então,

ˆ1 1 0 4d     

Estatística d
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• Se a autocorrelação for positiva, o valor de d

será baixo.

• Se a autocorrelação for negativa, o valor de d

será alto.

• Valores próximos a 2 indicam autocorrelação

próxima de zero.

Estatística de Durbin-Watson
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 
 

n
2

i i 1

i 2

n
2

i

i 1

ˆ ˆe e

ˆ2 1

ê
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H0 deve ser rejeitada para valores distantes de 2.

A distribuição de d depende do tamanho amostral

(n) e do número de variáveis independentes (k).

0 : 0H  

Teste de Durbin-Watson
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n = 20, k = 3 e nível de significância de 5%:

Tabela (Gujarati): dL= 0,998 e dU= 1,676

se d < dL então rejeita-se H0 (correlação positiva)

se d > dU então não há evidências para rejeitar H0 

e se dL < d < dU então teste inconclusivo.
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ê

d 








  




0 : 0

: 0A

H

H









Teste de Durbin-Watson
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n = 20, k = 3 e nível de significância de 5%:

Tabela (Gujarati): dL= 0,998 e dU= 1,676

se d > 4 - dL então rejeita-se H0

se d < 4 - dU então não há evidências para rejeitar H0

se 4 - dU < d < 4 - dL então teste inconclusivo.
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Base de dados de Wooldridge (2006) com preços de

imóveis americanos (hprice1) para estimar o modelo a seguir:

preco: preço da casa (em milhares de dólares)

terreno: tamanho do terreno

area: tamanho da casa

quartos: número de quartos

Supondo que os dados estejam ordenados de acordo

com a seqüência em que foram coletados. Verificar a

existência de correlação serial entre os erros do modelo.

0 1 2 3preco terreno area quartos e       

Exemplo



22n = 88, k = 3,  = 5% ,  d = 2,1098       dL = 1,589  e  dU = 1,726

Exemplo
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n = 88, k = 3,  = 5% ,  d = 2,1098  

dL = 1,589 e  dU = 1,726

4 - dL = 2,41 4 - dU= 2,27

0 4
21,59 1,73 2,27 2,41

Rejeitar RejeitarNão 

Rejeitar
? ?

0 : 0 : 0AH H  

Exemplo
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Se H0 for rejeitada, então:

• Os estimadores de MQO são ineficientes;

• A correção depende do conhecimento que

temos sobre a natureza da interdependência

dos termos de erro, isto é, do conhecimento da

estrutura de correlação.

Observações
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Se H0 for rejeitada, então:

• Se, por exemplo, houver uma estrutura AR(1)

com conhecido, pode-se estimar os

parâmetros do modelo original, de maneira

eficiente, a partir de uma transformação neste

modelo (conhecida como quase-diferença), que

é equivalente a empregar o método dos

mínimos quadrados generalizados (GLS).

Observações





• Uma estatística DW significante não necessariamente

implica que tenhamos um problema de correlação serial. Este

ponto foi argumentado por Sargan (1964) e também por Hendry

e Mizon (1978). Consideramos que,

26

Correlação Serial devido a dinâmicas mal especificadas

ttt uxy   com
ttt euu  

• E são independentes com uma variância comum .

• Podemos escrever esse modelo como

(1)

2

ttttt exxyy   11 

te

(2)
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0321  

ttttt exxyy   13211  11 com (3)

Correlação Serial devido a dinâmicas mal especificadas

• E considerando um modelo dinâmico estável alternativo,

• A primeira equação (2) é a mesma que a segunda (3) com

a restrição:
(4)
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   Um teste para 𝜌 = 0 é um teste para β1  = 0 (e β3 = 0). Mas 

antes de testarmos isso, deveríamos primeiramente testar a 

restrição (4) e testar para 𝜌 = 0 apenas se a hipótese nula  

β1 β2 + β3 = 0  não for rejeitada. 

   Se esta hipótese for rejeitada, não teremos um modelo de 

correlação serial e a correlação serial nos erros em (1) deve -

se a um problema de especificação dinâmica, ou seja, neste 

caso, à omissão das variáveis 𝑦𝑡−1 e 𝑥𝑡−1 da equação. 

Correlação Serial devido a dinâmicas mal especificadas
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   Alternativamente, Hendry & Mizon desenvolvem o argumento da 

seguinte maneira: a partir de uma equação na forma de (3), aplicando o 

operador de diferenças 𝐿𝑛𝑦𝑡 =  𝑦𝑡−𝑛  encontramos a equação 

𝑦𝑡  = 𝛽1𝐿𝑦𝑡  + 𝛽2𝑥𝑡  − 𝛽3𝐿𝑥𝑡   + 𝑒𝑡   

(1 − 𝛽1𝐿)𝑦𝑡  = (𝛽2 − 𝛽3𝐿)𝑥𝑡   + 𝑒𝑡   

   E, se a restrição (4) vale, então, 

                             (1 − 𝛽1𝐿)𝑦𝑡  = 𝛽2(1 − 𝛽1𝐿)𝑥𝑡   + 𝑒𝑡                          (5) 

   Que é a equação (1), ao dividirmos ambos os lados pelo fator comum, 

tornando o termo de erro,     𝑢𝑡  = 𝑒𝑡   /(1 − 𝛽1𝐿) 

Correlação Serial devido a dinâmicas mal especificadas



Correlação Serial devido a dinâmicas mal especificadas

• Logo, se o modelo da forma em (3) com variáveis defasadas em um

período satisfazem a restrição acima, então, os polinômios no

operador de diferença têm uma raiz comum e, esta raiz é o coeficiente

de correlação serial de primeira ordem do termo de erro quando o

modelo é definido na sua forma estática, como em (1).

• Neste caso haverá uma correspondência um para um entre o fator

dinâmico comum e os erros auto regressivos.

• Contudo, nem sempre é possível proceder desta forma, uma vez que

existe uma infinidade de situações nas quais o aspecto dinâmico não

pode ser adequadamente captado pelo erro auto regressivo, ou seja, o

fator comum não necessariamente será encontrado.



Correlação Serial devido a dinâmicas mal especificadas

• A restrição (4) é não linear nos parâmetros e, portanto, é necessário

utilizar os testes Wald ou ML. Se o teste DW for significante, uma

abordagem apropriada é testar a restrição (4) para estarmos seguros

de que possuímos um modelo de correlação serial antes de aplicar

qualquer transformação autoregressiva nas variáveis.

• A sugestão de Sargan é iniciar com o modelo geral (3) e testar a

restrição (4) antes de se aplicar qualquer teste de correlação serial.

• No caso explicitado, não haverá um teste t exato como no caso das

restrições lineares. Um procedimento seria linearizar a restrição por

meio de uma série de expansão de Taylor e utilizar o teste Wald, que é

assintótico, ou mesmo o ML.
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HETEROCEDASTICIDADE

“A variância do termo erro, dadas as 

variáveis explicativas, não é constante”
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Suposições do modelo de Mínimos 
Quadrados Ordinários (OLS)

• Regressores fixos e matriz X de posto completo;

• Erro aleatório (de média zero);

• Homocedasticidade;

• Ausência de correlação;

• Parâmetros constantes;

• Modelo Linear;

• Normalidade.



Homocedasticidade

• A hipótese de homocedasticidade para a regressão

múltipla significa que a variância do erro não observável

u, condicional nas variáveis explicativas, é constante, ou

seja, não se mantém quando a variância dos fatores não-

observáveis muda ao longo de diferentes segmentos da

população.

• Por exemplo, a heterocedasticidade está presente se a

variância de u que afeta y aumenta com x.
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Homocedasticidade: Suposição de que

   
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(matriz de covariância)

    ieEeVar ii    ,22 

implica em:
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Esta hipótese não é correta quando Var(e)

varia de um grupo para outro da população, 

ou seja, varia com os valores das variáveis 

explicativas
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Heterocedasticidade

Aqui, consideraremos mantidas todas as outras suposições de

OLS, exceto a de homocedasticidade. Assim, teremos algo

como, por exemplo

   



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





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Propriedades dos estimadores

     
1 1 1( )

~ ~ ~ ~ ~ ~ ~ ~ ~ ~~ ~~ ~ ~~

ˆ ´ ´ ´ ´ ´ ´
OLS

X X X y X X X X e X X X e  
  

      
 

 
1

ˆlim lim
(OLS)

~ ~ ~ ~~ ~ ~

p β p β X´ X X´ e β
        

   

   
1 1( )

~ ~ ~ ~ ~ ~~ ~~ ~ ~ ~

ˆ ´ ´ ´ ´
OLS

E E X X X e X X X E e   
                 
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Note que a suposição de homocedasticidade

não desempenha papel algum na demonstração

de que os estimadores de mínimos quadrados

dos parâmetros do modelo de regressão são

não viesados e consistentes;

Conseqüências para os estimadores

de Mínimos Quadrados (OLS)
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Propriedades

   

    
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ˆ ´ ´ ´ ´ ´ ´
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Aqui, verifica-se que a expressão usual de cálculo

da variância dos estimadores, quando a

suposição de homocedasticidade é válida,

Conseqüências para os estimadores

de Mínimos Quadrados (OLS)

não se aplica mais.

 
1( ) ( ) ( )

2

~ ~~ ~ ~ ~ ~

ˆ ˆ ˆ  ' ´
OLS OLS OLS

Var E X X     
                  
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• A partir das expressões anteriores, pode-se demonstrar

que os estimadores das variâncias dos estimadores dos

parâmetros do modelo de regressão são viesados, se não

for válida a suposição de homocedasticidade, o que afeta

o erro-padrão dos estimadores de mínimos quadrados;

• Isso significa que os intervalos de confiança e os testes t

e F são prejudicados;

• Além disso, os estimadores de mínimos quadrados não

são mais BLUE e nem assintoticamente eficientes.

Conseqüências para os estimadores

de Mínimos Quadrados (OLS)
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Quando existe heterocedasticidade, os

estimadores usuais por mínimos quadrados dão

mais peso para os resíduos com maior variância, já

que a soma de quadrados dos resíduos (SSR)

associados com os termos de maior variância tende

a ser maior que aquela associada aos termos de

menor variância.

A suposição de homocedasticidade é

necessária para a determinação das distribuições

das somas de quadrados e testes de hipóteses.

Conseqüências para os estimadores

de Mínimos Quadrados (OLS)
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Conseqüências para os estimadores

de Mínimos Quadrados (OLS)

Observação:

A suposição de homocedasticidade entra

fundamentalmente na derivação das

distribuições das variáveis presentes nos

testes, toda a análise neles baseada não é

válida (a falha na suposição de

homocedasticidade é mais grave que a falha na

suposição de normalidade).
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Testes de Heterocedasticidade

A primeira forma de detectar a existência de

heterocedasticidade é através da análise de

resíduos (construir gráficos dos resíduos ao

quadrado versus cada uma das variáveis

explicativas e versus os valores ajustados da

variável resposta).
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Base de dados de Wooldridge (2006) com preços de

imóveis americanos (hprice1) para estimar o modelo a

seguir:

preco: preço da casa (em milhares de dólares)

terreno: tamanho do terreno

area: tamanho da casa

quartos: número de quartos

0 1 2 3preco terreno area quartos e       

Exemplo
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Estimativas de mínimos quadrados:

Exemplo
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Series: Residuals

Sample 1 88

Observations 88

Mean     8.07E-14

Median -6.554850

Maximum  209.3758

Minimum -120.0264

Std. Dev.   58.79282

Skewness   0.960683

Kurtosis   5.260844

Jarque-Bera  32.27791

Probability  0.000000
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H0: as observações são provenientes de uma população

normalmente distribuída

Exemplo
Análise de resíduos:
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Para H0 ser rejeitada, precisamos encontrar relação entre o e2 e

variáveis explicativas; por exemplo:

e2 = 0 + 1x1 + ... + kxk + , onde  é variável erro.

Testes de Heterocedasticidade

Considerando
2

0 1 2:   ( | , , )kH Var e x x x 

 

   

 

0 1 2

22

1 2 1 2

2 2

1 2

: | , ,...,

| , ,..., | , ,...,

| , ,...,

k

k k

k

H Var e x x x

E e x x x E e x x x

E e x x x 



    

 

Homocedasticidade →
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Neste caso,

H0 (hipótese de homocedasticidade): 1 = ... = k = 0,

a qual pode ser testada com uma estatística F ou LM.

Como não se conhece os erros no modelo populacional, deve

estima-los, e, êi é uma estimativa do erro ei. Então, pode-se

estimar a equação

ê2 = 0 + 1x1 + ... + kxk + ,

e calcular a estatística F ou LM para verificar a significância

conjunta de de x1, ..., xk, como segue:

Testes de Heterocedasticidade
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Testes de Heterocedasticidade
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Testes de Heterocedasticidade

Observações:

• Podemos considerar apenas um sub-conjunto das

variáveis explicativas;

• Se H0 for rejeitada, então, precisaremos recorrer a

algum método de estimação que leve em conta a

violação da suposição de homocedasticiadade.

• Rejeitamos H0 quando o valor observado for superior

ao crítico;

• A versão LM deste teste é conhecida como TESTE DE

BREUSCH-PAGAN (Teste BP).
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Voltando ao modelo,

a fim de se fazer um teste BP para verificar se os

erros são homocedásticos. Após a estimação do

modelo, o quadrado dos resíduos são salvos e

regredidos em função das variáves explicativas:

Exemplo

0 1 2 3preco terreno area quartos e       



58

Modelo estimado para os resíduos ao quadrado:
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Solução:

2
obs = 88 * 0,16 = 14,08

2(0,05; 3) = 7,81

p-valor = 0,0028

Fobs = 5,34

F(0,05; 3; 84) = 2,71

p-valor = 0,002048

Exemplo
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Testes de Heterocedasticidade

TESTE DE WHITE 

Este teste consiste em recorrer a uma suposição

menos rigorosa do que a de homocedasticidade:

H0: e2 não é correlacionado com as

variáveis explicativas, seus quadrados e seus

produtos cruzados (interações).
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Testes de Heterocedasticidade

Por exemplo, quando o modelo contém k = 3 variáveis

independentes, o teste de White fica baseado na

estimação do modelo

2

0 1 1 2 2 3 3

2 2 2

4 1 5 2 6 3

7 1 2 8 1 3 9 2 3

ˆ

             

             

e x x x

x x x

x x x x x x erro

   

  

  

    

   

   

TESTE DE WHITE 
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Testes de Heterocedasticidade

• A utilidade deste teste consiste em identificar a forma de

heterocedasticidade, ou de erro de especificação, ou de

ambos.

• Comparado ao teste BP, este modelo tem 6 parâmetros a

mais para ser estimado, logo, há uma perda no número de

graus de liberdade.

• Para minimizar a perda de graus de liberdade, este teste

pode ser feito com a regressão:

2 2

0 1 2
ˆ ˆ ˆe y y erro     

TESTE DE WHITE 
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Voltando ao modelo para realizar o Teste de White a

fim de verificar se os erros são homocedásticos:

Exemplo

0 1 2 3preco terreno area quartos e       
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Para minimizar a perda de graus de liberdade, será

refeito o exemplo anterior utilizando o modelo

para testar H0: o erro é homocedástico (1 = 2 = 0).

2 2

0 1 2
ˆ ˆ ˆe y y erro     

Exemplo
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Exemplo



67

2
obs = 88 * 0,1848 = 16,26

2(0,05; 2) = 5,99

p-valor = 0,000295

Solução:

Exemplo
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MÍNIMOS QUADRADOS 

GENERALIZADOS
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As técnicas inferenciais são componentes importantes em

muitas análises de dados. Na presença de

heterocedasticidade, como foi verificado anteriormente, toda a

análise baseada em testes de hipóteses se torna inválida.

Será apresentado o ajuste dos erros-padrão e as

estatísticas t e F, obtidos por mínimos quadrados, na

presença de heterocedasticidade cuja forma é conhecida.

Estimação via Mínimos Quadrados 
Generalizados
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Estimação via Mínimos Quadrados 
Generalizados
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Estimação via Mínimos Quadrados 
Generalizados

Pode-se demonstrar que no caso em que a

matriz conhecida, os parâmetros do modelo de

regressão podem ser estimados a partir de um

método chamado de Mínimos Quadrados

Generalizados (GLS).


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Utilizando tal método obtemos:

 
1( ) 1 1

~ ~ ~ ~ ~~ ~

ˆ ´ ´
GLS

X X X y


 
  

 
1( ) 1

~ ~ ~~

ˆ ´
GLS

Var X X


    
 

Estimação via Mínimos Quadrados 
Generalizados



Estimação de Mínimos Quadrados 

Ponderados

• Detectando-se heterocedasticidade, é possível estimar erros

padrão robustos em relação à heterocedasticidade após a

estimação MQO.

• Antes das estatísticas robustas é possível modelar e estimar

a forma específica da heterocedasticidade, calculando um

estimador mais eficiente que o MQO, além de estatísticas t e F

não viesadas. Porem, isso requer mais trabalho pois é preciso

ser específico sobre a natureza da heterocedasticidade.



Estimação de Mínimos Quadrados 

Ponderados

• Para obter estimadores de que tenham propriedades de

eficiência melhores que MQO, estimamos a seguinte

equação:

• Esta equação transformada satisfará as hipóteses do

modelo linear clássico, se o modelo original também o fizer,

com exceção da hipótese de homoscedasticidade.
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Estimação de Mínimos Quadrados 

Ponderados

• Considere a seguinte equação:

• Assuma que h(x)é alguma função das variáveis explicativas que

determina a heteroscedasticidade:

• Com h(x)>0 para todos valores possíveis das variáveis

independentes.

• Supomos que a função h(x)é conhecida. Assim, mesmo que o

parâmetro populacional σ² seja desconhecido, teremos condições

de estimá-lo a partir de uma amostra de dados.

   xhxuVar 2| 

uxxy kk   110



Estimação de Mínimos Quadrados 

Ponderados

• É necessário estimar os parâmetros da nova equação por

mínimos quadrados ordinários. Os novos betas serão os

estimadores de mínimos quadrados generalizados (GLS).

• Os erros-padrão, estatísticas t e estatísticas F podem ser

obtidas de regressões que usem as variáveis transformadas.

• Por serem BLUE, os estimadores GLS são preferíveis aos

estimadores OLS.



Estimação de Mínimos Quadrados 

Ponderados

• Os estimadores de mínimos quadrados generalizados (GLS)

para correção da heteroscedasticidade são chamados de

estimadores de mínimos quadrados ponderados (MQP) pois os

novos betas minimizam a soma ponderada dos quadrados dos

resíduos.

• A idéia é colocar menos peso nas observações com uma

variância de erro mais alta enquanto o método OLS atribui pesos

iguais a todas as observações, o que é melhor quando o erro é

homocedastico.
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Inferência após a estimação via Mínimos 
Quadrados  (Estimadores Robustos)

Na prática é muito difícil conhecer a verdadeira

forma como a heterocedasticidade se apresenta.

Assim, precisamos buscar alguma metodologia

que nos forneça resultados válidos na presença

de heterocedasticidade cuja forma é

desconhecida
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Recentemente, muito se tem desenvolvido com

relação ao ajuste de erros padrões, estatísticas t, F e

LM para que os mesmos se tornem válidos na

presença de heterocedasticidade.

Estes procedimentos são conhecidos como

ROBUSTOS pois são válidos, pelo menos com

amostras grandes, sendo ou não a variância do erro

constante.

Inferência após a estimação via Mínimos 
Quadrados  (Estimadores Robustos)
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Considere que os erros são não correlacionados mas

heterocedásticos, então a matriz  terá os elementos 1
2,

2
2, ..., n

2 na diagonal principal. Assim, podemos

escrever a expressão

   

          

1 1( ) ( ) ( )

~ ~ ~ ~ ~ ~~ ~~ ~ ~ ~ ~

1 1 1 1

~ ~ ~ ~ ~ ~ ~ ~ ~ ~ ~ ~~ ~ ~ ~

ˆ ˆ ˆ  ' ´ ´ ´ ´  '

                  ´ ´ ' ´ ´ ´ ' ´
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Var E E X X X e X X X e

E X X X ee X X X X X X E ee X X X
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   

                                    
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   
1 1
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                             ´ ´ ´X X X X X X

 

 

Inferência após a estimação via Mínimos 
Quadrados  (Estimadores Robustos)
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Como

   
1 1( )

2

~ ~ ~ ~~ ~ ~1

ˆ ´ ' ´
n

OLS

i i i

i

Var X X x x X X 
 



      
   



Não se conhece i
2, i = 1, 2, ..., n. Porém, White (1980)

demonstrou que uma estimativa bem simples dessas

quantidades podem ser obtidas a partir do cálculo de êi
2

(quadrado do resíduo de OLS).

Inferência após a estimação via Mínimos 
Quadrados  (Estimadores Robustos)
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Assim,

Ao se tomar a raiz quadrada dos elementos da diagonal

principal desta matriz teremos o que usualmente

costuma se chamar de erro-padrão devido a White (ou

erro padrão robusto).

   
1 1( )

2

~ ~ ~ ~~ ~ ~1

ˆ ˆ´ ' ´
n

OLS

i i i

i

Var X X e x x X X
 



      
   



Inferência após a estimação via Mínimos 
Quadrados  (Estimadores Robustos)
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Observações:

• O erro-padrão robusto pode ser maior ou menor do

que o erro-padrão não robusto (não sabemos se o viés é

para cima ou para baixo);

• Usando um método de estimação robusto, a

estatística de teste t também será robusta.

Inferência após a estimação via Mínimos 
Quadrados  (Estimadores Robustos)
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Entre colchetes encontram-se os erros padrões robustos.

Usando um método de estimação robusto, as estatísticas

de testes (t, F e LM) também serão robustas.

21,77031 0,00207 0,12277 13,85252

             (29,47504) (0,00064)             (0,01324)            (9,01014)

             [37,13821] [0,00125]             [0,01772]        

preco terreno area quartos       

2

    [8,47862]

                                            n 88          R 0,6724 

Exemplo
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Estatísticas F e LM Robustas:

Exemplo

0 1 2 3preco terreno area quartos e       

0 1 3

0 1 3

: 0

: 0   /    0

H

H e ou

 

 

 

 

• Ajustar o modelo usando algum procedimento robusto:

• Testar a hipótese:
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Fcrítico = F(0,05; 2; 84) = 3,11

2
crítico = 2(0,05; 2) = 5,99

Exemplo

LM > q
2 ou Fobs > F[q; n-k-1] rejeita a hipótese nula


